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INTRODUCCION

Los Modelos Lineales han sido usados durante décadas tanto intensiva como

extensivamente en aplicaciones Estadisticas.

Llamamos Modelos Lineales a aquellas situaciones que después de haber sido
analizadas Matematicamente, se representan por medio de una funcion lineal, los cuales
son lineales en los parametros desconocidos e incluyen un componente de error. El
componente de error es el que los convierte en Modelos Estadisticos. Estos modelos son
la base de la metodologia que usualmente llamamos Regresion Multiple. Por esta razon
el manejo de los Modelos Lineales es indispensable para comprender y aplicar

correctamente los Métodos Estadisticos.

En algunos casos el modelo coincide precisamente con una recta; en otros casos, a
pesar de que las variables que interesan no pertenecen todas a la misma linea, es posible
encontrar una funcion lineal que mejor se aproxime al problema, ayudando a obtener

informacion valiosa.

Un Modelo Lineal se puede determinar de manera grafica o bien, por medio de una
ecuacion. Existen ocasiones en que en una de las variables se quiere que cumpla varias
condiciones a la vez, entonces surge un conjunto de ecuaciones donde el punto de

interseccion de dichas ecuaciones representa la solucion del problema.
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El presente trabajo pretende contribuir al desarrollo de esta rama de la Estadistica
por medio de la aplicacion de la teoria a un problema real y que a su vez pueda ser
utilizado como una guia de estudio para los estudiantes de la Licenciatura en Estadistica
como también por los docentes para el desarrollo del curso de Modelos Lineales, ya que

no se encuentra bibliografia completa para el desarrollo del curso.

Se desarrollara la teoria de los Modelos de Regresion Lineal Simple, Estimacion y
Prueba de Hipdtesis, Validacion del Modelo y Prediccion, Modelos de Regresion Lineal
Mdltiple, Pruebas de los Parametros y Validacién del Modelo de Regresion Lineal
Mudltiple, Modelos de Regresién con Variables Cualitativas, otros Modelos y Problemas,

y Métodos de Seleccidn de Variables.

Para el desarrollo de los ejemplos o aplicaciones que se realizaran se hara uso del

paquete estadistico SPSS v15.0

En cada uno de los capitulos se presenta una pequefia introduccion asi como también

una definicion de términos basicos.

Y por ultimo se presentan los apéndices y las referencias bibliograficas que se han

utilizado durante la investigacion.
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ANTECEDENTES

Los primeros intentos de modelar la relacion estadistica entre dos variables se
hicieron en Astronomia en el siglo XVIII con el objeto de contrastar la teoria de

Newton.

Adrien M. Legendre (1752-1833) y Carl F. Gauss (1777-1855) resuelven de
manera general el problema de explicar la posicion de un planeta, variable respuesta,
como funcion de las posiciones de otros cuerpos. Aungue segun la teoria de Newton la
relacion es Matematica o Determinista, los errores de observacion de los instrumentos
existentes requerian un procedimiento Estadistico para modelar la relacion entre las
variables observadas. Legendre resolvié este problema inventando el Método de
Estimacién de Minimos Cuadrados, que es aun la herramienta mas utilizada para la
Estimacién de Modelos Estadisticos. Gauss, independientemente, obtuvo tambien este
resultado y demostré su optimalidad cuando los errores de medida siguen una

Distribucién Normal.

Francis Galton (1822-1911) fue un hombre de profunda curiosidad intelectual
que le llevo a viajar por todo el mundo, a realizar actividades tan diversas como redactar
leyes para los hotentotes™ que gobernaban en el sur de Africa, realizar investigaciones

productivas en Meteorologia (a él le debemos el termino anticiclon) o descubrir la

“ Los khoikhoi (“hombres de los hombres™), a veces llamados hotentotes o simplemente khoi, son una
raza ndmada del sudoeste de Africa.

XVi



singularidad de las huellas digitales en el cuerpo humano. Galton se intereso en estudiar
la transmision de caracteristicas entre generaciones, con el objetivo de contrastar las
teorias de su primo Darwin, y compar0 las estaturas de padres e hijos. Encontré que los
padres altos tenian, en promedio, hijos altos, pero en promedio mas bajos que sus
padres, mientras que los padres bajos tenian hijos bajos, pero, en promedio, mas altos
que sus padres. Este fendmeno, que él denomind de regresién a la media, se ha
encontrado en muchas caracteristicas hereditarias, de manera que los descendientes de
personas extremas en alguna caracteristica estaran, en promedio, mas cerca de la media
de la poblacién que sus progenitores. El trabajo de Galton condujo ha denominar
Métodos de Regresion a los desarrollados para medir la relacion Estadistica entre dos
variables, y estimulé a Karl Pearson (1857-1936), Matematico y Filésofo inglés para

inventar el Coeficiente de Correlacién Lineal.

Francis Y.Edgeworth (1845-1926), Economista inglés influido por la obra de
Galton, estudia la conexién entre los Modelos de Regresion y las distribuciones
condicionadas en la Normal Multivariante. Edgeworth encontrd procedimientos para
calcular la esperanza y la varianza condicionada de la Normal Multivariante sin ninguna

referencia al Método de Minimos Cuadrados.

George U.Yule (1871-1951) introdujo el Coeficiente de Correlacién Multiple y

Parcial.
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Cualquiera que sea el origen de la Modelacion Estadistica, hay que reconocer gque es
hasta la década de los afos treinta del siglo XX cuando Ronald A. Fisher desarrollo de
forma integral una familia de Modelos para resolver un tipo genérico de problemas,
inventando el Analisis de la Varianza (ANOVA) vy los correspondientes Modelos, hoy
conocidos como Modelos ANOVA. Siguiendo esta perspectiva, Bartlett en 1935 publico
un trabajo para modelar tablas de contingencia donde ya se percibe el germen de un
modelo equivalente a los modelos ANOVA para datos discretos. Sin embargo, no es
hasta los afios cincuenta cuando Lancaster, Roy y Kastenbaun desarrollan los Modelos
Log-Lineales y Bhapkar, Koch, Grizzle y Starmer, los Modelos Lineales Generales para
datos en tablas de contingencia. Después de las propuestas de estos modelos, una gran
cantidad de autores han contribuido a su desarrollo (para una literatura hasta 1944, ver
Killion and Zahn, 1976), destacandose Goodman, Mosteller y Cox, entre los mas
importantes. Hay que resaltar aqui la contribucién de Birch (1963), quien expreso el
Modelo Log-Lineal en la forma actual, equivalente a los Modelos ANOVA. Sin temor a
equivoco, es posible asegurar que el detonante de la Modelacion Estadistica en datos
discretos lo constituyen el trabajo de Nelder y Wedderburn (1972), que presenta, a partir
de los Modelos Lineales Generalizados, un marco teorico general para el estudio de los
Modelos Estadisticos, incluyendo los Modelos de Regresién Lineal para respuestas
continuas, dicétomas (logistica), de conteos (Poisson) y los Modelos de medias

(ANOVA).
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La Modelacion requiere necesariamente de supuestos, pues de otra manera no
podriamos representar a escala y con sencillez una realidad compleja.
Un buen modelo puede ser aquel que se enfoque principalmente en describir la realidad,
pero también aquel que tenga capacidad de hacernos ver mas alla de lo que a primera
vista parece ofrecer. Un modelo “malo” es aquel altamente realista, pero tan complicado

que se vuelve inmanejable; en este caso no hay razon para construirlo.

A menudo se usan o se hacen prondsticos de una forma u otra. Pocos reconocen
sin embargo, que alguna clase de estructura légica o modelo, esta implicita en cada
prondstico. Por tanto, incluso un pronosticador intuitivo construye algun tipo de modelo,
quiza sin percatarse de que lo hace. Construir modelos obliga al individuo a pensar con
claridad y explicar todas las interrelaciones importantes implicadas en un problema.
Fiarse de la intuicion puede ser peligroso a veces debido a la posibilidad de que se

ignoren o se usen de manera inapropiada relaciones importantes.

Ademas, es importante que las relaciones individuales sean validadas de alguna
manera. Pero, generalmente no se hace esto cuando se realizan prondsticos intuitivos.
Sin embargo, en el proceso de construir un modelo, una persona debe validar no sélo el
modelo en conjunto sino también las relaciones individuales que forman el modelo.

Al hacer un prondstico, también es importante proporcionar una medida de la precision
que esperamos del pronostico. EI uso de métodos intuitivos, por lo general, impide

cualquier medida cuantitativa de confianza en el pronostico resultante. EI Analisis

XiX



Estadistico de las relaciones individuales que forman un modelo, y del modelo como un
conjunto, hace posible adjuntar una medida de confianza a los prondsticos del modelo.

Una vez que se ha construido un modelo y se ha adecuado a los datos, puede usarse un
analisis de sensibilidad para estudiar muchas de sus propiedades. En particular, pueden
evaluarse los efectos de cambios pequefios en variables individuales en el modelo. Por
ejemplo, en el caso de un modelo que describe y predice tasas de interés, uno podria
medir el efecto en una tasa de interés particular de un cambio en el indice de inflacién.
Este tipo de estudio de sensibilidad s6lo puede realizarse si el modelo esta en forma

explicita.
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JUSTIFICACION

Los Modelos Lineales constituyen una de las Metodologias Estadisticas mas
ampliamente utilizadas en la Modelizacion y el analisis de datos de todo tipo, estos se
encuentran ademas en la base de técnicas tan populares como la Regresion y Analisis de
Varianza, también el estudio de los Modelos Lineales requiere de conocimientos

tedricos en un nivel avanzado sobre Algebra Lineal y Estadistica.

Es por ello que se desea conocer mas a fondo la teoria de los Modelos Lineales y
conocer las areas de aplicacion de los modelos, ademas de la necesidad que tienen los
estudiantes de la carrera de Licenciatura en Estadistica a tener acceso a un documento
que se adecue a las exigencias que tendran al someterse a un curso de Modelos Lineales,
y es una de las areas que corresponde al plan de estudios, la cual tiene un soporte
bibliografico limitado en el sentido de que los textos existentes no enfocan problemas de

nuestra realidad, ademas la mayoria esta escrito en el idioma inglés.

Otra razén es que con la facilitacién de este material vamos a poder colaborar

con la enseflanza de Los Modelos Lineales, para que se obtenga una mejor

profesionalizacion en el area de la Estadistica.
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OBJETIVOS
OBJETIVOS GENERALES
#+ Adquirir dominio de la teoria Matematica y aplicaciones de los Modelos Estadisticos
Lineales, para ajustar Modelos de Regresion Lineal Simple o Multiple a un conjunto

de datos.

# llustrar como construir Modelos que expliquen el comportamiento de una variable de
interés, la variable respuesta, como resultado del efecto de un conjunto de variables
explicativas y mostrar la utilizacion de estos Modelos para hacer predicciones o

tomar decisiones.

OBJETIVOS ESPECIFICOS

+ Evaluar la bondad de ajuste en los Modelos estimados.

+ Proporcionar las herramientas de como construir un Modelo a partir de un conjunto

de datos.

¢ Estudiar la Multicolinealidad en un conjunto de datos, la Heteroscedasticidad y la

Autocorrelacion en los residuos.

¢ Utilizar el software SPSS v15.0 como una herramienta en la aplicacion de los

Modelos a estudiar.

xxii



Capitulo 1

Modelo de Regresion Lineal Simple.

1.1 Introduccion al Modelo de Regresion Lineal Simple.

El modelo de regresion lineal simple permite explicar la relacién entre dos
variables.

El objetivo es explicar el comportamiento de una variable “y”, que
denominaremos variable explicada (dependiente, enddgena o respuesta), a partir de otra
variable “x”, que llamaremos variable explicativa (independiente o exdgena).

Este modelo es muy utilizado y su estudio conforma un area de Investigacion

Clasica dentro de la Ciencia Estadistica desde hace muchos afos.

Mediante la Regresién Lineal Simple, se busca hallar la linea recta que mejor
explica la relacién entre una variable independiente y una variable dependiente. Se trata
de cuantificar cuanto varia la variable respuesta con cada cambio en la variable
independiente. Cuando solo se incluye en el modelo una variable independiente se habla
de Regresion Lineal Simple. En los modelos de Regresion Lineal Simple la variable

dependiente sera siempre cuantitativa.

Son numerosas las aplicaciones de la regresion, y, las hay en diversos campos

como:

23
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Ingenieria, Ciencias Fisicas, Ciencias Quimicas, Economia, Administracion,

Ciencias Bioldgicas y Ciencias Sociales, entre otras.

Como ejemplo de un problema real aplicado a la Economia, se puede estudiar la
relacién que existe entre los ingresos y gastos de un grupo de estudiantes.

Si “y” representa los gastos semanales de los estudiantes y “x” representa los
ingresos semanales, la ecuacion de una recta que relaciona estas dos variables es:

y =Bo +pB1X (1.1)
Donde:
Bo: Es la ordenada al origen.
B1: Es la pendiente.
Ahora bien, los datos no caen exactamente sobre una recta, por lo que se debe modificar
la ecuacion (1.1), para tomar en cuenta esto; sea € la diferencia entre el valor observado
de “y” y el de la linea recta (Bo + B1x) un error. Conviene imaginar que € €S un error
estadistico, esto es, que es una variable aleatoria que explica por qué el modelo no ajusta
exactamente los datos.

Este error puede estar formado por los efectos de otras variables sobre los gastos
de los estudiantes, por errores de medicion, etc. Asi, un modelo més adecuado para los
datos de los gastos de los estudiantes es:

y=Bo+BiX+e (1.2)

La ecuacion (1.2) se llama Modelo de Regresién Lineal.
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€, 9

Por costumbre se dice que “x” es la variable independiente y “y” la variable
dependiente. Como la ecuacion (1.2) solo tiene una variable independiente, se le llama

Modelo de Regresion Lineal Simple.

1.2 Aplicaciones del Modelo de Regresion Lineal Simple.

Son muchas las ciencias en las cuales se pueden observar las diferentes
aplicaciones del modelo de Regresion Lineal Simple, entre las cuales podemos

mencionar:

1. Economia:

e Se puede estudiar si la demanda de un determinado producto esta
relacionado con el precio de éste.

e Si el salario de una persona esté relacionado con la experiencia laboral.

2. Medicina:
e Efecto de la quimioterapia en los enfermos de cancer.
e Analizar la relacion entre presion sanguinea y edad.
e Estudiar la relacion entre la estatura y el peso.
e Investigar si el peso esta relacionado con el colesterol.
e Se puede estudiar la relacion entre la concentracion de un medicamento

inyectable y la frecuencia cardiaca.
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3. Agronomia:
e Determinar si la cantidad de abono esta relacionado con el crecimiento del
maiz.

e Analizar la relacion de determinada vitamina en la produccion de leche.

4. Ingenieria:

e Estudiar si la construccion de un edificio esta relacionado con el tiempo.

5. En la Industria:
e Se puede saber si el contenido de alquitran en el producto de salida de un
proceso quimico esta relacionado con la temperatura con la que se lleva a

cabo.

6. Educacion:
e Determinar si el rendimiento académico de un estudiante esta relacionado

con el tiempo que dedique a estudiar.

1.3  Definicién de Términos Basicos.

Bidimensional: Son dos variables aleatorias definidas sobre el mismo espacio de
probabilidad.
Coeficiente de Correlacion: Raiz cuadrada del coeficiente de determinacién. Su signo

indica la direccién de la relacion entre dos variables, directa o inversa.
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Diagrama de Dispersion: Gréafica de puntos en una red rectangular; las coordenadas
“x”y “y” de cada punto corresponden a las dos mediciones hechas sobre un elemento
particular de muestra, y el patron de puntos ilustra la relacion entre las dos variables. El
diagrama de dispersion también se conoce como nube de puntos.

Error ¢: Error que surge de diferencias o cambios aleatorios en los entrevistados o las
situaciones de medicion.

Heteroscedasticidad: Es una caracteristica del modelo por la que las varianzas del error
no son constantes.

Homoscedasticidad: Es una caracteristica del modelo por la que las varianzas del error
son constantes.

Linealidad en las Variables: Una funcion y = f(x) se dice que es lineal en “x”, si “x”
aparece con una potencia de 1 y no esta multiplicada ni dividida por otra variable.
Linealidad en los Parametros: Una funcion es lineal en los parametros digamos B, Si
31 aparece con una potencia de 1 y no esta multiplicado ni dividido por otro parametro.
L.g.g.d: Se utilizara al final de cada deduccion de formula y significa Lo que se queria
deducir.

Regresion: Proceso general que consiste en predecir una variable a partir de otra
mediante medios estadisticos, utilizando datos anteriores.

Tabla de Contingencia: Tabla que contiene R renglones y C columnas. Cada renglén
corresponde a un nivel de una variable; cada columna, a un nivel de otra variable. Las

entradas del cuerpo de las tablas son las frecuencias con que cada combinacion de

variables se presenta.
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Valor Atipico: Es un valor inusualmente muy pequefio o0 muy grande para un conjunto
de datos. Graficamente es un valor que “esta lejos” de la mayoria de valores.
Variable Aleatoria: Variable que toma diferentes valores como resultado de un

experimento aleatorio.

1.4  Estadistica Descriptiva Bidimensional.

Definicion: Se denomina variable aleatoria bidimensional al conjunto de dos
variables aleatorias unidimensionales X e Y, definidas sobre el mismo espacio de
probabilidad.

Mas rigurosamente, una variable aleatoria bidimensional (X, Y) es una funcion
que asigna a cada resultado posible de un experimento aleatorio un par de ndmeros
reales.

Si el nimero de datos bidimensionales es pequefio, los datos se disponen en dos
columnas o en dos filas sobre las que se emparejan los correspondientes valores
unidimensionales de una misma realizacion de la variable bidimensional, como se

expresa en la tabla siguiente:

Tabla 1.1 Tabulacion de los datos en dos columnas.

Variable X Variable Y
X1 Y1
X2 Y2

Xn Yn




29

Es posible estudiar las variables aleatorias bidimensionales, con las dos
componentes de naturaleza cualitativa, con las tablas de frecuencias cruzadas o tablas de
contingencia.

Si el nimero de observaciones bidimensionales es grande, se clasifican los n
individuos de la muestra en r clases (Ay,..., Ay) respecto de la variable X, y en k clases
(B1....,Bk) respecto de la variable Y, entonces los datos suelen organizarse en una tabla
como la siguiente:

Tabla 1.2 Doble entrada o contingencia.

Y [Bi|Bx| . |Bj| .. |B«x| Suma
X
Al fll f12 flj flk fl*
A2 f21 f22 .. f2j . f2k f2*
AI fll fi2 fu flk fl*
Ar frl fr2 frJ frk fr*
Suma | f«, o .. fy Lo Fy N

En donde fijes el nimero de individuos que pertenecen a la clase A; de la variable
Xy la clase B; de la variable Y, y se llama frecuencia absoluta conjunta de la clase A;x
B; de la variable bidimensional (X, Y).

La frecuencia relativa conjunta de la clase bidimensional A;x B; es igual a:

h,=— (1.3)
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1.4.1 Distribuciones Marginales y Distribucién Condicional.

Cuando sobre cada individuo de la poblacion se observan dos caracteristicas

aleatorias expresables numericamente, se tiene una variable aleatoria bidimensional.

Ejemplo 1: Se tiene la poblacion de 40 estudiantes del curso de Estadistica Aplicada a la
Educacién 11 del ciclo 1 2008 de la UES-FMO, en la que se analizan las variables
ingresos y gastos semanales de dichos estudiantes.

Ejemplo 2: En la poblacién constituida por 40 estudiantes de Estadistica Aplicada a la
Educacién 11 del ciclo 1 2008 de la UES-FMO, se observa la estatura en cm., y el peso en

kg. de cada estudiante.

Mediante una tabla de contingencia se podria describir la relacién entre las dos
componentes de una variable bidimensional.

En el caso de que ambas variables sean de tipo discreto, como es especialmente
el caso cuando las variables son de naturaleza basicamente cualitativa.
Cuando las dos variables sean de tipo cuantitativo, y especialmente cuando se trate de
variables continuas como se muestra en los ejemplos anteriores es posible utilizar
técnicas mas adecuadas para describir y analizar la relacion existente entre ambas.

Por supuesto es posible, en primer lugar, construir una tabla de frecuencias
cruzadas entre las dos variables, aunque serd necesario previamente agruparlas en

intervalos.
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1.4.2 Diagramas de Dispersion.

Una forma sencilla de describir graficamente las relaciones constatadas entre dos
variables, consiste en representar cada observacién por un punto en el plano cuya
abscisa sea el valor de la primera variable y cuya ordenada sea el de la segunda. A este
tipo de gréafico se le denomina Diagrama de Dispersion.

A partir de un conjunto de observaciones de dos variables X e Y sobre una
muestra de individuos, el primer paso en un analisis de regresion es representar estos
datos sobre los ejes coordenados X, y; esto puede ayudar mucho en la busqueda de un
modelo que describa la relacion entre las dos variables.

El diagrama de dispersion se obtiene representando cada observacion (X, Vi)
como un punto en el plano cartesiano xy.

Ejemplo de diagramas de dispersion.
El diagrama de dispersion puede presentar formas diversas:

Figura 1.1 Diagramas de dispersion.
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En los casos a) y b) se tiene que las observaciones se encuentran sobre una recta.
En el primer caso, con pendiente negativa, esto indica que a medida que “x”
aumenta, la “y” es cada vez menor y en el segundo caso la pendiente es positiva,
indicando esto que a medida que la variable “x” aumenta también la variable “y”.
En estos dos casos los puntos se ajustan perfectamente sobre una recta, de manera

que tenemos una relacion funcional entre las dos variables dadas por la ecuacion

de la recta.

En el caso c) los puntos se encuentran situados en una franja bastante estrecha
que tiene una forma bien determinada, se puede observar que no se trata de una

relacion lineal ya que la nube de puntos tiene forma cuadratica.

En el caso d) no se tiene ningun tipo de relacion entre las variables. La nube de
puntos no presenta una forma “tabular” bien determinada; los puntos se

encuentran absolutamente dispersos.

En los casos e) y f) se puede observar que si existe algin tipo de relacion entre
las dos variables. En el caso €) se puede ver un tipo de dependencia lineal con
pendiente negativa, ya que a medida que el valor de “x” aumenta, el valor de “y”
disminuye. Los puntos no estan sobre una linea recta, pero se acercan bastante, de
manera que se puede pensar en una fuerte relacion lineal. En el caso f) se observa

una relacion lineal con pendiente positiva, pero no tan fuerte como la anterior.
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Ejemplo 3: Si los datos de la poblacion de 40 estudiantes de Estadistica Aplicada a la
Educacién 11 del ciclo 1 2008 de la UES-FMO, de la estatura en cm., y el peso en kg. de
cada estudiante, no estdn agrupados en intervalos (como en la tabla 1.3), entonces el

gréfico de dispersion se hace como se muestra en la figura 1.2.

Tabla 1.3 Datos de los 40 estudiantes de Estadistica Aplicada a la Educacion 1.

Individuo | Estatura cm. X | Peso kg. Y | Individuo | Estatura cm. X | Peso kg. Y
1 132 48.3 21 160 52.9
2 140 46 22 160 55.2
3 140 48 23 161 55.66
4 145 49 24 161 57
5 149 48 25 161 60.72
6 149 49.5 26 163 53
7 150 50 27 163 54.5
8 150 50 28 165 54
9 150 50 29 165 54
10 152 51 30 165 55
11 155 49 31 166 55
12 155 52 32 166 55.2
13 155 52 33 167 57
14 156 48.3 34 168 52.9
15 158 49 35 170 63
16 158 50.6 36 170 64
17 158 52 37 170 68
18 158 54.5 38 175 75.5
19 158 55 39 180 70.5
20 160 52 40 185 59.8
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Figura 1.2 Diagrama de dispersion de Peso vs. Estatura.
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En el diagrama de dispersion figura 1.2 se puede ver claramente la relacion
positiva entre las dos variables estudiadas, que se refleja en una nube de puntos cuyo eje
principal tiene un sentido creciente, como consecuencia del hecho de que, en términos

generales, los individuos méas altos pesan mas que los méas bajos.

En general cuanto mas estrechamente se agrupen los puntos del diagrama de
dispersion alrededor de una recta, mas fuerte es el grado de relacion lineal existente
entre las dos variables consideradas. El diagrama de dispersion también puede ayudar a
encontrar algun valor atipico, entre los datos de la muestra que pueda tener su origen en
una mala observacién o en el hecho de ser una observacion correspondiente a un
individuo excepcional dentro de la muestra. Cuando tenemos un valor atipico, debemos

controlar las influencias que pueda tener en el analisis.
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Si los datos estan agrupados en intervalos como en la tabla 1.4, entonces el
diagrama de dispersion se hace como se muestra en la figura 1.3.

Tabla 1.4 Tabla de contingencia.

X Y | 40a<50|50a<60|60a<70|70a<80 | Total
130 a< 140 1 0 0 0 1
140 a< 150 5 0 0 0 5
150 a < 160 3 10 0 0 13
160a< 170 0 14 1 0 15
170a<180 0 0 3 1 4
180a <190 0 1 0 1 2
Total 9 25 4 2 40

Figura 1.3 Diagrama de dispersion para datos agrupados en intervalos.
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En la figura 1.2 y 1.3 se puede observar que ambos gréaficos tienen el mismo
comportamiento independientemente de la forma en que se presenten los datos, la

ventaja de agrupar es que se reduce el tamafio de la tabla 1.3.



36

1.4.3 Covarianza.

Con el fin de cuantificar con un indice numérico el grado de relacion lineal
existente entre dos variables, se utilizan en Estadistica dos parametros: la Covarianza y
el Coeficiente de Correlacion.

Por definicion la Covarianza entre dos variables no es mas que el promedio de
los productos de las desviaciones de ambas variables respecto a sus medias.

Entre las medidas descriptivas bidimensionales, méas utilizadas se tiene la

Covarianza entre y “y”, que se calcula de la siguiente forma:

1) Si los datos se tabulan en dos columnas (o dos filas), la Covarianza entre “x” y

(Y1)

y” es:

n

S -0 ) Yy,

Sy, =y (1.4)

La deduccion de la ecuacion (1.4) puede verse en el apéndice 1.1a).

2) Si los datos se organizan en una tabla de doble entrada como la 1.2, la Covarianza

€y, (Y3}l

entre "X €y es:

r k - r k
YO &i-x 4i-yFi DYy
_ i=1l j=1 _ i=1l j=1 —if/ (1.5)
o4 n n

Donde:
X;: Es la marca de la clase A;.
y;: Es la marca de la clase B;.

fij - Es la frecuencia absoluta conjunta de la clase bidimensional A; * B
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Si en lugar de dividir por n se divide por (n-1) se tiene la Cuasicovarianza o

€, 9 e .99,

Covarianza modificada o corregida entre “x” y “y”; cuya definicion es la siguiente:

1) Si los datos se tabulan en dos columnas (o dos filas), la Cuasicovarianza entre “x”

(Y1)

y “y” es:

n

Z(Xi —-X)(¥i —Y)

S, = i=1 — (1.6)

2) Si los datos se organizan en una tabla de doble entrada como la 1.2, la

€, (Y3}

Cuasicovarianza entre “x”y “y” es:

r k < o~
& —X,(/j -y fij
i=1 =1
_ 1.7
o — (1.7)

En consecuencia, la Covarianza y la Cuasicovarianza estan relacionadas de la

siguiente forma:
G-13,=nS, (1.8)

Por tanto se puede calcular una de ellas a partir de la otra.

La Covarianza (y, por tanto la Cuasicovarianza) es capaz de discriminar entre los dos

tipos de relacion lineal pues:

€C, e, .9

1. Si Sxy > 0, entonces hay relacion lineal directa entre “x”y “y”.

€C,, (Y4

2. Si Syy <0, entonces hay relacion lineal inversa entre “x” y “y”.

e, (13

3. Si Syy = 0, entonces no hay relacion lineal entre “x” y “y”.
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1.4.4 Coeficiente de Correlacion.

La Covarianza presenta el inconveniente de que depende de las dimensiones en
que se expresan las variables. Es decir que la Covarianza entre estatura y peso sera 100
veces mayor si la variable estatura se mide en centimetros que si se mide en metros.

Para obviar este problema se utiliza universalmente en Estadistica el Coeficiente
de Correlacion Lineal, como medida del grado de relacion lineal existente entre dos
variables, que no es méas que la covarianza dividida por el producto de las desviaciones

tipicas de las dos variables, se denota por la letra r y se define como:
r=—>"- (1.9)

Donde:

65 2

Sx: Es la desviacion tipica de la variable

13 ,’

Sy: Es la desviacion tipica de la variable
Si la tabulacion de datos se hace en dos columnas, entonces una férmula

alternativa equivalente a la ecuacion (1.9) es la siguiente:

i (?'J@VIJ

r= : (1.10)

J”ZX?— ZX \ iyij

i=1

La deduccion de la ecuacion 1.10 se puede ver en el apéndice 1.1b).
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El coeficiente de correlacion lineal esta comprendido entre —1<r<1.

Los valores extremos de -1 y +1 s6lo los toma en el caso de que los puntos del diagrama

de dispersion estan alineados exactamente en una linea recta.

La interpretacion descriptiva de r es la siguiente:

a.

Si r =1, entonces existe una dependencia lineal directa exacta entre las variables
“x”y “y”. Los puntos del diagrama de dispersion estdn sobre una linea recta de
pendiente positiva figura 1.1 b).

Si r = —1, entonces existe dependencia lineal inversa exacta entre “x” y “y”. LO0S
puntos del diagrama de dispersion estan sobre una linea recta de pendiente
negativa figura 1.1 a).

Si r =0, entonces no existe dependencia lineal entre “x” y “y” figura 1.1 d).

(Y]

Cuanto mas se aproxime r a —1 6 a 1, mas dependencia lineal existe entre “x” y

[}

y”. Cuando esto ocurra, el diagrama de dispersion se aproxima a una linea recta.
Cuanto més se aproxime r a 0, mas independencia lineal existe entre “x”y “y”, es
decir la variable “y” no depende de “x”. Cuando esto ocurra, el diagrama de
dispersion no se aproxima a una recta figura 1.1 d).

Si r es positivo, entonces al aumentar el valor de la variable “x”, aumenta el valor
de la variable “y”, es decir es directamente proporcional.

Si r es negativo, entonces al aumentar el valor de la variable “x”, disminuye el

valor de la variable “y”, en este caso es inversamente proporcional.
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Ejemplo 4: Calcular el coeficiente de correlacion entre Estatura

€e,, "

x” y el Peso “y”
haciendo uso de los datos de la tabla 1.3 y de la ecuacion (1.10).

n

n
D X; =132+140+140 +...+185=6369 Dy, =48.3+46+48+...+59.8=2177.08
i=1 i=1
n

D x7=4€327 + €40 2 €407 + ... + (85 > =1018437

i=1

=1

y?=€8.37 + €6 2¢8° +...+ €9.8 > =120086.2840

i=1

>

Xy, = (132)(48.3) + (140)(46) + (140)(48) + ... + (185)(59.8) = 348686 .28

i=1

Sustituyendo estos resultados en la ecuacion
(i) i)
i=1 i=1 i=1
n n 2 n n 2
/z(zj /nzyf—[zyij
\ i=1 i=1 \ i=1 i=1

. 40(348686.28) — (6369)(2177.08)

. /40(1018437) — (6369)° ,/40(120086.2840) — (2177.08)?
._ 130474512-1386582252 _ 81628.68

- - =0.776
(416.3159858)(252.5352126)  105134.446

=

El coeficiente de correlacion lineal obtenido para el ejemplo de Estaturas y Pesos
de los estudiantes es 0.776, dado que este valor es cercano a 1 se puede ver que existe

relacion entre las dos variables asi como de que, a medida que la Estatura aumenta, el

Peso también lo hace, ya que el valor calculado para r es positivo.

En el apéndice 1.2 pueden verse los pasos a seguir para el calculo del coeficiente

de correlacion mediante el software estadistico SPSS v15.0
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1.5 Construccion de un Modelo Estadistico.

Un modelo estadistico es una expresion simbdlica en forma de igualdad o
ecuacion que se emplea en todos los disefios experimentales y en la regresion, para
indicar los diferentes factores que modifican la variable de respuesta. Si las mediciones
se refieren a dos variables, el analisis estadistico puede producir una asociacion

estadistica en las variables.

El andlisis de regresion se propone estimar o predecir el valor medio o promedio
(poblacional) de la variable dependiente con base en los valores fijos o conocidos de la
variable explicatoria, para entender como se lleva a cabo este analisis, examinamos el
siguiente ejemplo en el cual la poblacion con la que se trabaja son 40 estudiantes de

Estadistica Aplicada a la Educacion 11 del ciclo 1 2008 de la UES-FMO.

Se tienen los ingresos y los gastos de dichos estudiantes. Se cree que los gastos
semanales de un estudiante se relacionan con los ingresos. Las 40 observaciones se
presentan en la tabla 1.5
Donde:

x : Ingreso de los estudiantes por semana, en dolares.

y : Gasto de los estudiantes por semana, en dolares.



Tabla 1.5 Ingreso de estudiantes por semana.

y X 110a<20 20a<30 30a<40 40a<50 50a<60 60a<70 | Total
15 20 30 40 50 55 210
15 20 30 40 105
15 20 35 40 110
15 20 35
15 20 35
15 20 35
16 20 36
17 20 37
18 20 38

23 23
24 24
24 24
25 25
25 25
25 25
25 25
25 25
25 25
25 25
25 25
25 25
28 28
28 28
Total 141 532 95 120 50 55 993
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Como en la tabla 1.5 la variable “x” esta en intervalos de clase, en la tabla 1.6 los

valores de la variable “x” corresponden al valor promedio de cada intervalo con el fin de

tener un so6lo valor en la variable “x”, por ejemplo para el intervalo de 10-20 el valor

10+ 20

promedio o punto medio es =15, y asi sucesivamente.



43

Tabla 1.6 Ingreso de estudiantes por semana.

) X115 25 35 45 55 65| Total
15 20 30 40 50 55| 210
15 20 30 40 105
15 20 35 40 110
15 20 35
15 20 35
15 20 35
16 20 36
17 20 37
18 20 38

23 23
24 24
24 24
25 25
25 25
25 25
25 25
25 25
25 25
25 25
25 25
25 25
28 28
28 28
Total | 141 532 95 120 50 55| 993

La tabla 1.6 debe interpretarse de la siguiente manera: Para un ingreso promedio
semanal de $15 hay 9 estudiantes cuyos gastos de consumo semanales oscilan entre $15
y $18. Similarmente, para x = $55 hay un estudiante cuyo gasto de consumo semanal es
$50. En otras palabras cada columna de la tabla 1.6 muestra la distribucion de los gastos
de consumo “y” correspondiente a un nivel fijo de ingreso “x”; esto es, muestra la
distribucion condicional de “y” condicionada por los valores dados de “x”.

Dado que la tabla 1.6 representa la poblacion, se pueden calcular facilmente las

probabilidades condicionales de “y” p¢/| X; o probabilidad de “y” dado “x”, de la
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manera siguiente. Para X = $25 por ejemplo, hay 23 valores de y: 20, 20, 20, 20, 20, 20,
20, 20, 20, 23, 24, 24, 25, 25, 25, 25, 25, 25, 25, 25, 25, 28, 28, es decir, dado x = $25,

la probabilidad de obtener un gasto cualquiera de estos es 1/23. Simbdlicamente
~ 1, ~ 1 . .
pE=28|x=25 = >3 0 para otro valor p§ =40|x =45 = 3 y asi sucesivamente. Las

probabilidades condicionales para los datos de la tabla 1.6 se presentan en la tabla 1.7

Tabla 1.7 Probabilidades condicionales p | xi: para los datos de la tabla 1.6.

X
PY|x, 15 25 35 | 45 | 55 | 65
1/9 1/23 13 13 11 11
19 1/23 13  1/3
19 1/23 13  1/3
1/9 1/23
Probabilidades 1/9 1/23
19 1/23
condicionales 1/9 1/23
19 1/23
19 1/23
1/23
1/23
1/23
1/23
1/23
1/23
1/23
1/23
1/23
1/23
1/23
1/23
1/23
1/23
Media condicional dey | 47/3 532/23 95/3 40 50 55
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Ahora bien, para cada una de las distribuciones de probabilidad condicionales de
“y” se puede calcular su valor medio o promedio, término conocido también como la

media condicional o expectativa condicional, que se denota por Eq|x_ y se lee “el

valor esperado de “y” dado x”.

Para los datos de la tabla 1.6 las expectativas condicionales pueden ser calculadas
facilmente multiplicando los valores relevantes de “y”, dados en la tabla 1.6 por sus
probabilidades condicionales dadas en la tabla 1.7 y luego obteniendo la sumatoria de
estos productos. Para ilustrar lo anterior se tiene la media condicional o expectativa de

“y” dado x = $15 que es igual a:

15[1) +15[1 j +15[1) +15[1) +15(1j +15(1j +16[1j +17(1J +18(1] = 47
9 9 9 9 9 9 9 9 9 3
De este modo las medias condicionales aparecen en la ultima fila de la tabla 1.7

Figura 1.4 Distribucion condicional del gasto para varios niveles de ingreso dados
en la tabla 1.6
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En la Figura 1.4 se presentan los valores de la tabla 1.6 dispuestos en forma de
grafico, ademas se muestra la distribucion condicional de “y” (puntos azules)
correspondiente a los valores promedios de “x”. A pesar de que ocurren variaciones en
los gastos de consumo de los estudiantes, la figura muestra claramente que en promedio
los gastos de consumo aumentan al aumentar el ingreso. Dicho de otra manera la figura
sugiere que los valores (condicionales) promedios de “y” aumentan al aumentar “x”. La
afirmacion anterior resulta mas objetiva si se presta atencion en los puntos azules que
representan los valores condicionales medios de “y”. Estos puntos aparecen sobre una
linea recta con pendiente positiva. Esta linea se denomina linea de regresion o mas gene-

(Y1)

ralmente, curva de regresion o mas precisamente, curva de regresion de “y” sobre “x”.

Ademas las medias condicionales no siempre estardn sobre una linea recta
pueden perfectamente estar sobre una linea curva, en la figura 1.4 se puede observar que
solamente una media condicional estd fuera de la curva de regresion de “y” sobre “x”

que es la p(/:50|x:55: desde el punto de vista de la geometria, una curva de

regresion es simplemente el lugar geométrico de las medias condicionales o expectativas
de la variable dependiente para los valores fijos de las variables explicatorias. En la
figura 1.5 se puede observar que para cada x; existen ciertos valores poblacionales de

y” y una media (condicional) correspondiente. La linea o curva de regresion atraviesa

estas medias condicionales.
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Figura 1.5 Linea de regresion.
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1.5.1 Concepto de la Funcion de Regresion Poblacional (FRP).

De las figuras 1.4 y 1.5, se deduce claramente que cada media condicional

E¢|x, _esunafuncion de x;. Simbolicamente, se tiene:

EQ|x, Ff(x,) (111)

En donde f(x;) denota una funcién de la variable explicatoria x;. En el ejemplo de
construccion del modelo seccion 1.5 la E€|x; _es una funcion lineal de x;. La ecuacion
(1.11) se conoce como la funcion (de dos variables) de regresion poblacional (FRP) o

simplemente regresion poblacional (RP) y denota Unicamente que la media (poblacional)
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de la distribucion de “y” dado x; estd funcionalmente relacionada con x;. En otras
palabras, muestra como el valor promedio (poblacional) de “y” varia con las X;.

¢Qué forma tiene la funcion f (x;)?. Esta pregunta es bastante importante ya que
hay situaciones en las que no se dispone de toda la poblacion para el analisis. La forma
funcional de FRP es, por lo tanto, un hecho empirico aungque en ocasiones, es necesario
recurrir a la teoria. Como se observd en el ejemplo el gasto de consumo de los
estudiantes esta linealmente relacionado con el ingreso. En consecuencia, como una

primera aproximacion o hipétesis de trabajo se puede suponer que la FRP: E€|x; _es
una funcién lineal de x;, del siguiente tipo:
EQ[x; 3By +PB.x, (1.12)

En la cual Boy B1 son parametros desconocidos pero fijos que se conocen con el
nombre de coeficiente de regresion, donde Bo es la ordenada al origen y B; es la
pendiente.

Se puede interpretar que Bo representa el valor medio de “y” cuando “x” es cero y
la pendiente B; es el cambio de la media de “y” para un cambio unitario de “x”.

La ecuacion (1.12) se conoce como la funcion de regresion lineal poblacional o
simplemente como la regresion lineal poblacional. En el andlisis de regresion, nos
interesa estimar una FRP como la de la ecuacion (1.12), esto es, estimar los valores de
las incognitas Boy PB1 con base en las observaciones de “y” y “x” (esto se estudiard en el

Capitulo 2).
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1.5.2 Especificacion Estocastica de la Funcion de Regresion

Poblacional (FRP).

Como claramente se observa en la figura 1.4, al aumentar el ingreso de los
estudiantes el gasto de consumo en promedio también aumenta.

¢ Qué puede entonces decirse acerca de la relacion entre el gasto de consumo de
un estudiante y un nivel de ingreso dado?. Observando la figura 1.4 se ve que para un
nivel de ingreso dado Xx;, el gasto de consumo de un estudiante estd concentrado
alrededor del consumo promedio de todos los estudiantes para ese mismo X;, esto es,
alrededor de su expectativa condicional. Por consiguiente se puede expresar la

desviacion de un y; individual alrededor de su valor esperado de la siguiente manera:

g =Y, —E(Y|x;)
0 (1.13)

Yi =E(Y[X;) +¥;

En donde la desviacion g; es una variable aleatoria, no observable, que puede
tomar valores positivos 0 negativos. Técnicamente se conoce a €; como la perturbacion
estocéstica o término de error estadistico.

La ecuacion (1.13) postula que el gasto de consumo semanal de un estudiante
dado su nivel de ingreso, es igual al promedio del gasto de consumo de todos los
estudiantes con ese nivel de ingreso, mas una cantidad positiva 0 negativa que es
aleatoria. Se supone que el término de error que se agrega al modelo es una variable

sustitutiva de todas las variables omitidas que pueden afectar a “y”, pero que por una

razon u otra no pueden incluirse en el modelo de regresion.
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Si EQ|xX; >B, +B,X; se supone lineal en x;, como en (1.12), la ecuacion (1.13)
puede escribirse:

Vi =E(Y[X;) +¢ (1.14)
Yi =Bo +BiXi +5

La ecuacion (1.14) plantea el hecho de que el gasto de consumo condicional de

un estudiante estd relacionado linealmente con su ingreso mas un término de

perturbacion; asi, los gastos de consumo dado x = $35 (ver tabla 1.6) pueden expresarse

como:

Y, =30=B, +p,(35) +¢
y, =30=8, +p,(35) +¢, (1.15)
Y3 =35=P,+B,(35) +¢,

Ahora bien, si se toma el valor esperado de (1.13) en ambos lados, se obtendra:

E(y[x;)=E[E(Y|x;)]+E(e]|X;)
E(y[xi)=E(Y|x;)+E(e]X;)

(1.16)
Habiendo hecho uso de la propiedad que dice que el valor esperado de una
constante es igual a la misma constante’. Puede verse que en la ecuacién (1.16) se ha
tomado la expectativa condicional, siendo las x; la condicionante.
La ecuacion (1.16) indica que:
E(e|x;)=0 (1.17)

En otras palabras el supuesto de que la linea de regresion pase por las medias

condicionales de “y” (ver figura 1.5) implica que los valores medios condicionales de &;

! Ver apéndice 1.1c) para una breve discusion de las propiedades del operador E. Nétese que el E (y|x;), es
una constante.
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(condicionales a los x; dados) son cero, dicho de otra manera la media de los errores es
cero.

De lo anterior se deduce que (1.12) y (1.14) son formas equivalentes si E (g[x;) = 0% Sin
embargo, la especificacion estocastica (1.14) ofrece la ventaja de mostrar claramente que
ademas del ingreso hay otras variables que afectan el gasto de consumo, y que el gasto
de consumo de un estudiante no puede ser totalmente explicado s6lo por la o las

variables incluidas en el modelo de regresion.

1.5.3 Naturaleza Estocastica del Error o Término de Perturbacion.

Como pudo verse en la seccion 1.5.2, el término de perturbacion g, sustituye a
todas aquellas variables que han sido excluidas del modelo, pero que conjuntamente
afectan a “y”. La pregunta obvia es ;Por qué no se introducen explicitamente en el
modelo todas estas variables? o dicho de otro modo, ¢Por qué no desarrollar un modelo
de regresion multiple con tantas variables como sea posible? Esta interrogante tiene
varias respuestas a saber:

1. La teoria, si existe alguna, que determina el comportamiento de “y”, suele ser
incompleta. Se puede estar seguro de que el ingreso semanal “x” afecta el gasto de
consumo “y”, pero por otra parte, se puede no estar seguro o desconocer otras

variables que afectan a “y”. Por lo tanto & puede ser usada como un sustituto de

todas las variables excluidas en el modelo.

2 En efecto, en el método de Minimos Cuadrados Ordinarios que se desarrollara en el Capitulo 2 se supone
explicitamente que E (g[x) = 0.
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2. Aungue se sepa qué variables entre las omitidas son relevantes y se incluyan en
una regresion mdaltiple, es posible que no existan cifras sobre ellas. Es muy comun
en el analisis empirico que los datos que se desean tener no se encuentren a la
disposicion. Por ejemplo, se puede en principio introducir la riqueza de los
estudiantes, como una variable explicatoria, ademas del ingreso, para explicar el
consumo de los estudiantes. Desafortunadamente, ocurre a menudo que no se
encuentra informacion sobre esta variable, lo cual nos obliga a excluir del modelo
la variable riqueza, a pesar de su relevancia teorica en la explicacion del gasto de
consumo de los estudiantes.

3. Supongamos que ademas del ingreso x;, también afecta el gasto de consumo el
nimero de hermanos que estén estudiando X», el sexo X3, la religion x, y la regién
geografica xs. Es muy posible que la influencia conjunta de todas o algunas de
estas variables sea insignificante o a lo mejor aleatoria o0 no sistematica y que desde
el punto de vista practico y por razones de costo, no justifique su introduccién
explicita en el modelo. Cuando asi ocurre el efecto combinado de todas las
variables, puede ser tratado como una variable aleatoria &;>.

4. Aunque se tenga éxito en la inclusion de todas las variables en el modelo, no deja
de existir cierta aleatoriedad “intrinseca” en “y”, que a pesar de muchos esfuerzos

no puede ser explicada. En tal forma las €; pueden reflejar la mencionada

aleatoriedad intrinseca.

¥ Las variables sexo y religion son cualitativas y pueden ser de dificil cuantificacion.
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5. Finalmente siguiendo el principio que dice “las descripciones deben ser tan
simples como sea posible a menos que resulten inadecuadas”, lo ideal seria tener
un modelo de regresion lo mas simple posible. Si se puede explicar
“sustancialmente” el comportamiento de “y” (via el r* o coeficiente de
determinacion que se considera en el Capitulo 2) con dos o tres variables, y si
ademas, la teoria no es lo suficientemente solida como para abarcar otras variables,
para qué incluir mas variables. Mas bien representamos con ¢; todas las demas
variables. Sobra decir, que no se deben excluir las variables importantes si se
quiere mantener un modelo de regresion sencillo.

Por todas las razones mencionadas anteriormente, la perturbacion estocéstica ;, tiene un

papel critico en el analisis de regresion, que se estudiaran en Capitulos posteriores.

1.5.4 Funcién de Regresion Muestral (FRM).

Hasta aqui se han limitado los planteamientos a los valores poblacionales de “y”
correspondientes a unos X; fijos. Se ha hecho de manera deliberada, pues no se deseaba
hacer consideraciones de muestreo. Obsérvese que las cifras de la tabla 1.6 representan
la poblacion de los estudiantes de Estadistica Aplicada a la Educacién 11 del ciclo | 2008
de la UES-FMO y no la muestra. Se quiere ahora referirse a la muestra porque en la
préctica lo que estd a nuestro alcance es una muestra de valores de “y” correspondientes
a X; fijos. Por consiguiente, la tarea actual es la estimacién de la FRP con base en la

informacion muestral.
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Por ejemplo si se supone que no se conoce la poblacion de la tabla 1.6 y que todo
lo que se tiene es una muestra de “y” seleccionada aleatoriamente para los valores fijos

(134

de “x” (tabla 1.8). Ahora, no conociendo la tabla 1.6 se tiene un solo valor de “y” para

cada “x” dado; cada “y” (dado un x;) de la tabla 1.8 ha sido escogido aleatoriamente

entre sus equivalentes de la tabla 1.6 para cada X;.

De este modo, se puede formular la siguiente pregunta: ¢De la muestra de la tabla
1.8 es posible predecir el promedio del gasto de consumo de los estudiantes de la
poblacién como un todo para las X; escogidas? En otras palabras. ¢Es posible estimar la
FRP con base en los datos muéstrales?. No es factible estimar “con precision” la FRP
debido a las fluctuaciones muéstrales. Para examinar este punto supongamos otra

muestra de la poblacion de la tabla 1.6, tal como se presenta en la tabla 1.9.

Tabla 1.8 Primera Muestra Aleatoria de la Poblacion de la Tabla 1.6.

X 15 25 35 45 55 65
y 16 20 35 40 50 55

Tabla 1.9 Segunda Muestra Aleatoria de la Poblacion de la Tabla 1.6.

X 15 25 35 45 55 65
y 20 25 30 40 50 55

Al hacer un diagrama con los datos de las tablas 1.8 y 1.9 se obtiene la figura 1.6,

en la cual se dibujan dos lineas de regresion que tratan de “ajustar” los puntos dispersos.
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FRM; y FRM; representan la primera y segunda muestra respectivamente. Sin embargo,
la pregunta inicial es: ;Cual de las dos lineas de regresion es la “verdadera” linea de
regresion de la poblacién? No existe modo alguno de afirmar con certeza, cual de las dos
lineas que aparecen en la figura 1.6, representa la verdadera linea de regresion
poblacional, aparentemente ambas representan la linea de regresion poblacional pero en
razon de fluctuaciones muéstrales, en el mejor de los casos, son una aproximacién de la

verdadera regresion poblacional.

De manera analoga a la FRP que subraya la regresion lineal poblacional, es
posible desarrollar el concepto de Funcion de Regresion Muestral (FRM) que representa
la linea de regresiébn muestral. La contraparte muestral de la ecuacién (1.12) puede

escribirse como:

¥ =Py +PBrx; (1.18)
Donde:

. Se lee como sombrero o gorro.
Yy, : Estimador de la E (y|x;).

B, : Estimador de po.

Gl : Estimador de f;.
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Figura 1.6 Lineas de regresion basadas en dos muestras diferentes.

Regresion basada en la 1° Muestra

Regresion basada en la 2° Muestra

(asto de consumo semanal

T T T T T
1500 2500 3500 5 DD 5510 BS.00
Ingreso semanal

Noétese que un estimador también conocido como un estadistico (muestral), es
simplemente una férmula, que nos dice como estimar el parametro poblacional a partir
de la informacion proporcionada por la muestra. El valor particular obtenido por el
estimador después de una aplicacién se conoce con el nombre de estimado®.

Asi como se expresaba la FRP en dos formas equivalentes como las ecuaciones (1.12) y
(1.14), se puede también expresar la FRM ecuacion (1.18) en su forma estocéstica de la

siguiente manera:
Yi = Bo +lei +€ (1.19)
Donde ademés de los simbolos definidos anteriormente, e; denota el término

residual (muestral). Conceptualmente es anélogo a s;, y puede ser considerado como un

* De aqui en adelante el ~ sobre una variable significara un estimador o estimado del valor poblacional
relevante.
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estimador de g;. Se introduce en la FRM por las mismas razones por las que ; fue
introducido en la FRP. Resumiendo, el objetivo principal al hacer anélisis de regresion,
es estimar la FRP
Vi =By +BiX; +& (1.20)
Con base en la FRM
yi =Bo +PBiX; +8 (1.21)
En razon de que en la mayoria de las veces, el anlisis se debe llevar a cabo con
base en una muestra tomada de una poblacién. Como ya se ha dicho, por fluctuaciones
entre una muestra y otra, la estimacion de la FRP con base en la FRM es en el mejor de

los casos “aproximada”. Esta aproximacion se representa en forma de diagrama en la

figura 1.7.
Figura 1.7 Lineas de regresion poblacional y muestral.
¥
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Surge ahora la siguiente pregunta critica: puesto que se sabe que la FRM es una
aproximacion a la FRP, ¢(Es posible encontrar un método que “acerque” esta
aproximacion cuanto sea posible? En otros términos, ;Como se debe construir la FRM,

para que B, y B, estén tan cerca como sea posible a Boy 1 respectivamente? Se tratara

de dar respuesta a esta pregunta en el Capitulo 2.

1.6 Asunciones del Modelo de Regresion Lineal Simple.

Se admite que todos los factores o causas que influyen en una variable respuesta,
pueden dividirse en dos grupos: el primero contiene una variable “x” que se le llamara
variable explicativa, que se supone no aleatoria y conocida al observar “y”; el segundo
incluye el resto de los factores, cada uno de los cuales influye en la variable respuesta
solo en pequefia magnitud, que se le llama cominmente perturbacion aleatoria. La
hipotesis estructural basica del modelo es:

Vi =Bo +BiX; +& (1.22)
Donde:
Yi Y &i: Son variables aleatorias.
Xi: Es una variable predeterminada con valores conocidos.
Bo Y B1: Son pardmetros desconocidos.
Se establecen las siguientes asunciones:
a. La perturbacidn tiene esperanza nula, es decir:

E€ >0 (1.23)
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d.
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La varianza de la perturbacion es siempre constante, y no depende de “x”; lo
expresaremos diciendo que la perturbacion es homoscedastica:
Var €, >c° (1.24)
La ecuacion (1.24) expresa que la varianza de €; es un numero positivo constante
e igual a o°, practicamente (1.24) representa el supuesto de homoscedasticidad o
igual (homos) dispersion (cedasticidad) o igual varianza. Dicho de otra manera,
(1.24) quiere decir que las “y” poblacionales que corresponden a varios valores
de “x” tienen la misma varianza.
Para examinar el caso opuesto obsérvese la figura 1.9 en la que la varianza
condicional de la poblacion “y” aumenta a medida que “x” aumenta igualmente.
Esta situacion se conoce propiamente con el nombre de heteroscedasticidad o
dispersion desigual o varianza desigual, simbolicamente esta situacion puede
escribirse como:
Var €, >o? (1.25)
Como se ve en la ecuacion (1.25) aparece un subindice, lo cual quiere decir que
la varianza de la poblacion ya no es constante.
La perturbacion g; tiene una distribucién normal. Esta asuncion es consecuencia
del Teorema Central de Limite.
Las perturbaciones ¢; son independientes entre si, es decir:

E€e; =0 i #] (1.26)
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Estas cuatro ecuaciones pueden expresarse igualmente respecto a la variable respuesta,
como sigue:
a. La esperanza de la respuesta depende linealmente de “x”. Tomando esperanzas

en la ecuacion (1.22), como las X; se suponen no aleatorias:
\
EQi >Bo +BiX; (1.27)
El pardmetro o representa el valor medio de “y” cuando “x” es cero, B representa

el incremento que experimenta la media de “y” cuando “x” aumenta en una unidad.
b. La varianza de la distribucién de y; es constante.
Var ¢, >c? (1.28)
c. La distribucion de “y” para cada “x” es normal.
d. Las observaciones y; son independientes entre si.
Gréaficamente, las hipdtesis anteriores (excepto la ecuacion (1.25) que se muestra en la
figura 1.9) indican que, para “x” fija, la distribucion de probabilidad de “y” es normal,
con varianza constante ¢? y media que varia linealmente con “x”, como indica la figura

1.8.
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Figura 1.8 Asunciones del modelo de regresion simple para varianzas iguales.

4 fiy)

Figura 1.9 Asunciones del modelo de regresion simple para varianzas desiguales.

&

fiy)
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1.6.1 Comentarios a las Ecuaciones Anteriores.

(Y1)

La suposicion principal del modelo es que la media de la distribucion de “y”,

para “x” fija, varia linealmente con “x”. Como veremos estas hipotesis deben

comprobarse siempre, ya que condicionan toda la construccion del modelo.

La utilidad del modelo lineal y;, =B, +B,X; +¢, radica en que muchas relaciones

no lineales pueden convertirse en lineales transformando las variables adecuadamente.

En cualquier caso, conviene tener en cuenta que una relacion lineal debe en
general considerarse como una aproximacion simple, en un rango de valores limitados a
una relacién mas compleja. En consecuencia es necesario tener presente:

a. El rango de los valores dentro del cual vamos a trabajar.
b. El peligro de extrapolar fuera de ese rango.

Las suposiciones de que las perturbaciones tienen media cero, no seran ciertas
cuando existan observaciones tomadas en condiciones heterogéneas con el resto. Este
hecho puede a veces detectarse mediante un andlisis de los residuos del modelo y es
importante porque una unica observacion atipica puede tener gran influencia en la
estimacion.

La hipotesis de homoscedasticidad no se cumplira si la variabilidad de cada
distribucion condicionada depende de la media de dicha distribucion: como se observo
en el ejemplo de ingresos “x” y gastos “y” que cuando los ingresos son pocos, el gasto
es para todos ellos muy pequefio, es decir si se tiene un ingreso promedio de $15 sus

gastos son menores o iguales a $18 y existe muy poca variabilidad entre los estudiantes.

Sin embargo para ingresos altos hay mas variabilidad porque los gastos aumentan.
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Ejercicios 1.

1. El departamento de informatica de Estadisticos y Censos de El Salvador dedicado a
la introduccion de datos ha llevado a cabo un programa de formacion inicial del
personal. La tabla siguiente indica el progreso en pulsaciones por minuto (p.p.m)
obtenido en mecanografia de ocho estudiantes que siguieron el programa vy el

numero de semanas que hace que lo siguen:

I
(6]
o
~
(o]

Individuo 11 2 |3
N° Semanas X 3|1 5 ]2 8 6 9 | 3] 4
Ganancia de velocidad y | 87 | 119 | 47 | 195 | 162 | 234 | 72 | 110

a) Representar el diagrama de dispersion.
b) Calcular el Coeficiente de Correlacion.
c) Interpretar si existe relacion o no de acuerdo al diagrama y el valor del

Coeficiente de Correlacion.

2. Se toma una muestra aleatoria de 19 alumnos de la Universidad de El Salvador y se
estudian las variables x = nimero medio de hijos entre sus abuelos maternos y

paternos; y = numero de hijos de sus padres. Los resultados obtenidos son:

6/4/3/4/65/2|45|3|5|1|125|25|45|3|25|55
3(4(4|8 (1|4 (54|27 |3 |43 5|81|2|2]|6

a) Construir el diagrama de dispersion.
b) Calcular el Coeficiente de Correlacion.

c) Interpretar los resultados obtenidos en a) y b).
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3. Un comerciante al menudeo de la ciudad de San Miguel llevé a cabo un estudio para
determinar la relacion que existe entre los gastos “x” ($) de publicidad semanal y las

ventas “y” ($). Se obtuvieron los datos siguientes:

40 | 20 | 25 | 20 | 30 | 50 | 40 | 20 | 50 | 40 | 25 | 50
385 | 400 | 395 | 365 | 475 | 440 | 490 | 420 | 560 | 525 | 480 | 510

a) Dibujar el diagrama de dispersion.
b) Calcular el Coeficiente de Correlacion.
c) Concluir de a cuerdo a los resultados obtenidos en el diagrama y el valor del

Coeficiente de Correlacion. Es decir si existe 0 no relacion entre las variables

gasto en publicidad y ventas.

4. Un psicologo afirma en base a los datos obtenidos, que a medida que un nifio crece,
menor es el numero de respuestas inadecuadas que da, “x” representa la edad en

afios, y “y” representa el nimero de respuestas inadecuadas. Los datos son:

23|44 |5|5/6|7|7(9(9(10|11 /1112
y(11|12/10|13|11|/9|10|7|12|8|7| 3 |6 | 5|5

a) Elaborar el diagrama de dispersion.

b) Determinar la validez de esta conclusion por medio del valor del Coeficiente de

€, 9 (134

Correlacion entre las variables “x” y “y”.
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5. En la tabla siguiente se presenta la informacion sobre el nimero de horas de estudio

€,

x” para preparar un examen de Estadistica, y la calificacion obtenida en dicho

(Y1)

examen “y”.

X

3.5

4.5

4.5

5.5

5.5

10

a) Haga la gréfica (diagrama de dispersion).

b) Calcule el Coeficiente de Correlacion.

c) Concluya de acuerdo a lo obtenido en a) y b).

6. La Escuela de Biologia de la Universidad de El Salvador realiz6 un estudio bioldgico

de unos peces denominados nariz-negra. Se registraron la longitud

milimetros y la edad “x”. Los datos se muestran en la tabla siguiente:

X

0

3

2

2

1

3

2

4

1

1

y

25

80

45

40

36

75

50

95

30

15

a) Elaborar el diagrama de dispersion para estos datos.

b) Calcular el Coeficiente de Correlacion.

c) Explicar el significado de las respuestas anteriores.

(Y]

Yy

en



Apéndice 1: Deduccion de Ecuaciones y Propiedades.
1.1 Deduccién de Ecuaciones Utilizadas en el Capitulo 1.

a) Deduccion de la ecuacion (1.4) de la covarianza entre “x” y “y”.

Z(X =X)(y; -

xy_ n

n

Sy =+ 20X~ X0 -Y)

n

1 - -
SXy: HZ(Xiyi —XY; —X; Y +XY)

i=1

1(& n._ n oo
Sxy:n(gxiyi _gxyi _;Xiw;xy]

1 _.n N L
Sxy: n[ZXiyi _Xi;yi _yizﬂ:Xi + nxyj

i=1

Multiplicando y dividiendo por n los dos términos del centro se tiene:

= 1(ixiyi SES RRIES 33 +”ij
N\ - N )

n n
pero ﬁin =Xy iZyi = y} y sustituyendo se llega a

L.q.q.d

66
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b) Deduccidn de la ecuacién (1.10) Coeficiente de Correlacién r.
nZXiYi _[inj[zyi]
i=1
n n n 2
\/nzxs {3x ] /nzy. {3
i=1 i=1 i

Sxy _

=

ixiyi n (ZHJX,j e, [Zﬂ:yijz

Sxy:i:ln _)?y ’Sx \Z =

=1

Sustituyendo las ecuaciones anteriores en r y tomando en cuenta que X = —in
N

Se tiene:

S Xy
r="-" =
SS Iv,: g2 iy ¢
\/n;XI (J\/n§y| M
anxiy| nxy
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(3]

(5 (£

ixiyi —n
i=1

(8-

n
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— ~ Vm c

(B35
T JZ(ZJ\/ZV(M

(5o [5+5)

S50 50|
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Porlotanto r=

L.g.qd

c) Propiedades de la Esperanza (E).
e El valor esperado de una constante es igual a la constante. Si b es una constante
E(b)=b
e Siay b son constantes,
E(ax+b)=aE(x)+b
Lo cual puede generalizarse asi: Si X, X,,..., X, son N variables aleatorias y
a,,a,,.,a, Ybson constantes, entonces
E(a,X; +a,X, +..+ayXy +b)=a,E(x,)+a,E(X,)+..+ay E(xy)+b
e Si“x”y “y”son dos variables aleatorias independientes, entonces
E(xy) = E(X)E(y)

Es decir, la esperanza del producto de xy es igual al producto de las esperanzas

€, (Y1)

individuales de “x” y “y”.
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Apéndice 1.2: Solucion de Ejemplos Haciendo uso del Software
Estadistico SPSS v15.0.

€,

Ejemplo 4: Calcular el coeficiente de correlacion entre Estatura “x” y Peso “y” haciendo
uso de los datos de la tabla 1.3.

Pasos para la solucion de ejemplos con SPSS.

1. Inicie SPSS para Windows. Se presentard el editor de datos como se muestra a

continuacion:

daz 5in titulo1 [Conjunto_de_datos0] - Editor de datos SPSS

Archivo  Edicidn  Wer Datos Transformar  Analizar Graficos  Utiidades Wentana 7

B iy i ) =R FPCRE

0: Visible: 0 de 0

var | var | var | var | var | var | var -
1
%
3
1+ \Vista de datos A Vista de variables / | « m vl

SPS3 El procesador esta preparado

2. Haciendo un click en la pestaiia vista de variable se obtiene la siguiente

ventana.

22 Sin titulol [Conjunto_de_datos0] - Editor de datos SPSS

archiva  Edicidn  Wer Datos Transformar  Analizar  Gréficos  Utiidades  Wentana 7

™) [t 2 B = Oy % @

Nombre Tipo Anchura Decimales Efiqueta Valores
]
2
3
1 ‘\\fW{lde dalos \Vista de variables [/ |¢ " 2

SPS5 El procesador esta preparado
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3. En esta ventana se declaran las variables, es decir, se les coloca un nombre a las
variables, para el ejemplo queda de la forma siguiente, en donde Estatura es la

(Y1)

variable independiente “x” y Peso es la variable dependiente “y” :

vaf *Sin titulol [Conjunto_de_datos0] - Editor de datos SP5S

Archivo  Edicion  Wer Datos  Transformar  Analizar  Graficos  Utiidades  Ventana 7

DRSS W o > i BC EPORC

Nombre Tipo Anchura Decimales Efiqueta Valores
1|Estatura Numérico 8 2 Ninguno
2[Peso |Numérico 8 2 Ninguno
3

LAY \f’is’i de datos 4 Vista de variables / | < m » ’

SP3S El procesador estd preparado

4. Haciendo click en la pestafia vista de datos e introduciendo los datos para cada

variable se obtiene la ventana siguiente:

| &ii *gin titulol [Conjunto_de_datos0] - Editor de datos SPSS

Archivo  Edicién Wer Datos  Transformar  Analizar Gréficos  Utiidades  Wentana 7
DEHS W e RN %S @
1 : Estatura 140 Visible: 2 de 2
Estatura Peso | var | var | var | var | var -
1 140,00 46,00 =
2 140,00 48,00
3 149,00 48,00
4 132,00 48,30
5 156,00 48,30
6 145,00 49,00
7 155,00 49.00
8 158,00 49,00 L
4 » YWista de datos £ Vista de variables [/ | m >
SPS5 El procesador estd preparado

En la que se muestran solamente 8 datos de un total de 40 observaciones.
5. Teniendo todos los datos en el editor de datos se pide el diagrama de dispersion el
cual se obtiene siguiendo la ruta: Graficos —Interactivos— Diagrama de dispersion,

como se muestra a continuacion.
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a2 *Sin titulo1 [Conjunto_de_datos0] - Editor de datos SPSS

#rchivo  Edicidn Wer Datos Transformar  Analizar | Graficos  Utlidades  Wenkana 7
E ’ enerador de graficos... l E--l E--| Fa I
A4 0 . s
E’ E E - Interactivas Barras... \‘
1: Estatura 140 Cuadros de didlogo antiguos  » Puntos... i Visible: 2 de 2
. Lineas... | .

Estatura Peso | __Mwa ' Bandas... | [ var =

1 | 140’00 46,00 I;neas verticales. .. =
reas... 1
2 140,00 43,00 Sectares 4
3 149,00 43,00 Diagramas de caja...
d
4 132,00 43530 Earras de errar
Hisk:
5 156,00 48,30 Froarema
6 145,00 49,00
7 155,00 49,00
g 158,00 49,00 |
1 r \\l’ista de datos A “ista de variables / | 4 1 »
\|Diagrama de dispersion interactiva SPS5 El procesador esta preparado

6. Haciendo click en diagrama de dispersion y colocando cada una de las variables en

el eje correspondiente se obtiene lo siguiente: (en donde Estatura va en el eje de las

[

x” y Peso en el eje de las “y”).

Crear diagrama de dispersian

Szignar wariables A jusbe Trazos de unidn T itulas Opciones
ﬁ Cazo [focaze] | Coordenada Z-01 -
=55 Porcentaje [$pct]
55 Fecuento [$caount] T
| & 1Pesol
|_§ [E statura] e
“ariablesz de la levenda
Color: |
E =tilo: |

T amaifio: |

“ariables del panesl

Etiquetar lo=
casos mediante:

Acepkar Pegar R establecer Cancelar ApLda

7. Dando click en aceptar se obtiene el diagrama de dispersion siguiente:



74

A d
*
70.00 —
S
S
*
o
8 *
60.00 = *
o
* *
A4
* +$
3 L4
* ¢ *
+ ¢ @
hd
*
50.00 =] . +* . ¢
* . *
T T T T T
130.00 140.00 150.00 160.00 170.00 180.00
Estatura

De acuerdo con el diagrama de dispersién mostrado en la grafica se puede decir que
existe relacion lineal entre las variables Estatura-Peso.
Ahora se calculard el coeficiente de correlaciéon r o coeficiente de Pearson

como sigue: Analizar — Correlaciones— Bivariadas.

<52 *Sin titulo1 [Conjunto_de_datos0] - Editor de datos SPSS

frchivo  Edicion  Ver Datos  Transformar | Analizar Graficos  Utlidades  Ventana 7
B Informes 3 ¥ E--| = ; —
E} E |uv: h Estadisticos descriptivos r E == E (= % I\O
Tablas +
1: Estatura 140 Comparar medias 4 Visihle: 2 de 2
i 3
Estatura Pesc Maodela ||n.ea| general . | var | var | var %
Modelos lineales generalizados ¥
1 | 140,00 4€  modelos mixkos > £
Correlaciones M|  Bivariadas...
2 140,00 48 e -
egresidn 4 Parciales. ..
3 149,00 4%  Loglineal »  Distancias...
Clasificar T
4 132 ’00 4z Reduccion de datos 4
51 156,00 45 Escal=s >
Pruebas no paramétricas 3
b 145,00 48 sSeries temporales 4
7 155,00 46 SuUpetvivencia 4
’ Respuesta mulkiple 3
8 153,00 4€  andlisis de valores perdidos, . 3
1+ \Vista de datos § ‘ista de variahles Ellestras com!:ulejas I »
Correlacionss bivariadas Cantolldelcalidad * Lo
Curva COR...

Haciendo click en la opcion bivariadas se obtiene el cuadro siguiente en el que se

trasladan las variables de la izquierda a la derecha haciendo uso de la flecha y
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seleccionando el tipo de coeficiente que se desea calcular, en este caso se ha
seleccionado Pearson que es la opcion que tiene por defecto y la prueba de

significacion es bilateral:

Bl Correlaciones bivariadas

wariables: | Aceptar
ﬁ E =tatura
Fe=zao Fegar
lzl Restablecer
Cancelar
Apuda
Coeficientes de correlacidn
M Pearson [ Tau-b de Eendall [1 Spearman
Frusba de significacidn
&) Bilateral 2 Unilateral
W kM arcar las correlaciones significativas Opciones. ..

Y dando click en aceptar se obtiene el resultado siguiente:

Correlaciones

Estatura Peso
Estatura Correlacion de Pearson 1 776
n 40 40
Peso Correlacion de Pearson 776 1
n 40 40

Las correlaciones que se muestran son para la variable “x” con ella misma, y para la
variable “y”, por esto el primer valor es 1, n que es igual 40, y el coeficiente de
Correlacion de Pearson que es 0.776, que es el mismo que se obtuvo en el ejemplo 4
desarrollado en este Capitulo.

Se puede concluir entonces con el diagrama de dispersion y el valor del coeficiente de

correlacion de Pearson que, existe relacion alta entre la variable Peso y Estatura.

La utilizacion del software reduce el trabajo ya que los diagramas de dispersion y el

calculo del coeficiente se realizan de una forma muy rapida.



Capitulo 2

Estimacion y Prueba de Hipotesis.

2.1 Introduccion a la Estimacion y Prueba de Hipdtesis.

La Estimacion y la Prueba de Hipdtesis constituyen las dos principales ramas de
la estadistica clasica. La teoria de la estimacion consta de dos partes: Estimacion puntual
y Estimacién por intervalo.

En la estimacion el principal interés radica en poder estimar la Funcion de
Regresion Poblacional (FRP) con base en la Funcién de Regresién Muestral (FRM), de
la manera mas precisa posible. Como se vio en el Capitulo 1 en el Modelo de Regresion
Lineal Simple hay tres parametros que se deben estimar: Los coeficientes de la recta de
regresion, o y p1; v la varianza de la distribucion normal, ¢°.

En la actualidad el céalculo de los estimadores de los pardmetros para construir la
FRM se realiza por los siguientes métodos:

— Minimos Cuadrados Ordinarios (MCO).
— Maxima Verosimilitud (MV).

Pero en lo concerniente al andlisis de regresion, el método mas usado es el de los
Minimos Cuadrados Ordinarios. En el presente Capitulo se tratan los dos métodos en
términos del modelo de regresion con dos variables, pero se hace mas énfasis en el
MCO. Ademas se trata la estimacion por intervalo la cual esta relacionada con la prueba

de hipotesis.

76
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2.2  Definicién de Términos Basicos.

Analisis de Varianza (ANOVA): Técnica estadistica utilizada para probar la igualdad
de tres 0 mas medias de muestra y, de este modo, hacer inferencias sobre si las muestras
provienen de poblaciones que tienen la misma media.

Coeficiente de Determinacion: Medida de la proporcién de la variable dependiente, que
es explicada por la linea de regresion, esto es, por la relacion de “y” con la variable
independiente “x”.

Estimacion: Valor especifico observado de un estimador.

Estimacion por Intervalo: Estimacion del pardmetro de la poblacion indicando un
valor maximo y un valor minimo dentro del cual se encuentra el parametro poblacional.
Estimacion Puntual: Estimacion del parametro de la poblacion calculado con la
informacion de la muestra.

Estimador Insesgado: Estimador cuyo valor esperado es el pardmetro de la poblacion.
Estimador Eficiente: Estimador con un menor error estandar que algun otro estimador
del parametro de la poblacion, esto es, cuando méas pequefio sea el error estandar de un
estimador, mas eficiente sera ese estimador.

Estimador Consistente: Estadistico que se aproxima al parametro de la poblacion a
medida que aumenta el tamario de la muestra.

es: Error estandar o desviacion tipica.

Hipotesis: Enunciado o proposicion no probados acerca de un factor o fenémeno de

interés para el investigador. Una hipdtesis estadistica es un enunciado respecto a una
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poblacién y usualmente es un enunciado respecto a uno 0 mas parametros de la
poblacion.

Hipotesis Alternativa: Afirmacion de que se espera alguna diferencia o efecto. La
aceptacion de la hipotesis alternativa daré lugar a cambios en las opiniones o0 acciones.
Hipotesis Nula: Afirmacion en la cual no se espera ninguna diferencia ni efecto. Si la
hipétesis nula no se rechaza, no se hara ningn cambio.

Intervalo de Confianza: Intervalo de valores que tiene designada una probabilidad de
que incluya el valor real del pardmetro de la poblacion.

Prueba de Hipdtesis: Procedimiento a través del cual se rechaza o no la hipotesis nula.
SSres: Suma de cuadrados residuales, o suma de cuadrados de error.

SSt: Suma total de cuadrados, o suma corregida de cuadrados de las observaciones.

SSr: Suma de cuadrados de regresién, o suma de cuadrados del modelo.

Varianza: Desviacion cuadrada media de todos los valores de la media.
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2.3 Estimacion de los Parametros por el Método de Minimos

Cuadrados Ordinarios (MCO).

La funcion de regresion poblacional no es observable directamente; es preciso
estimarla a partir de la FRM, motivo por el cual se explica a continuacion como se

determina la FRM. Recordando la FRM lineal con dos variables, se puede escribir:
yi =Bo +B1x; +8 (2.1)
Yi =Y +¢€ (2.2)
Donde ¥, es el valor estimado (media condicional) de y;. También la ecuacion
(2.2) puede expresarse como:

& =YY,
€ =Y, _BO_lei

(2.3)

Lo que muestra que los e; (los residuos) son simplemente las diferencias entre los
valores verdaderos y los estimados de “y”.

Los pardmetros Bo Y B1 son desconocidos, y se deben estimar con los datos de la
muestra. Supongamos que hay n pares de datos: (Y1, X1), (Y2, X2),-.., (¥n, Xn) €Stos datos
pueden obtenerse en un experimento controlado, disefiado en forma especifica para
recolectarlos, en un estudio mediante la observacion, o a partir de registros histéricos
existentes.

Estamos interesados en determinar la FRM de forma tal que esté tan cerca como

[}

sea posible al “y” real. Con este fin se puede adoptar el siguiente criterio:
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Elegir la FRM de manera tal que la suma de los residuos Zeizz ¢, —yi: sea tan
i=1 i=1

pequefia como sea posible.
Aunque intuitivamente este criterio parece atractivo, no es necesariamente un

buen criterio como se muestra en la figura 2.1.

Figura 2.1 Criterio de Minimos Cuadrados Ordinarios.

X X 3 xy

n
Si se adopta el criterio de minimizar Zei , Se observa en la figura 2.1 como los
i=1

residuos e, y es asi como los residuos e; y e4 reciben la misma ponderacion en la suma
(e1+ ey + e3+ e4) aunque los dos primeros estén mucho mas cerca de la FRM que los dos
ultimos. En otras palabras, todos los residuos tienen igual relevancia sin que importe qué
tan cerca o que tan dispersas estén las observaciones originales de la FRM. Como

consecuencia, la suma algebraica de los e; puede ser pequefia (a un cero o igual a cero)
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aunque los e; estén muy dispersos alrededor de la FRM. Para verificarlo supongamos
que ey, €, €3 Yy e4 tienen valores 10, -2, 2 y -10 respectivamente; la suma algebraica de
estos residuos es cero, aunque e; Yy e4 estén mas dispersos alrededor de la FRM que e, y
es. Este problema puede evitarse adoptando el criterio de Minimos Cuadrados segun el

cual la FRM puede establecerse en forma tal que:

n

ei2 = i ‘li =i ;2
o= (2.4)

=]

n
2
ei2 q/i _BO_Glxi/
i 1

i=1 i=

Sea tan pequefia como sea posible y donde e’ representa los residuos al

cuadrado. Elevando al cuadrado los residuos e;, este método destaca mejor los residuos

n
e1 Y €4 que los residuos e, y e3. Como ya se vio, bajo el criterio de minimizar Zei la
i=1

suma puede ser pequefia con los e; bien dispersos alrededor de la FRM, situacion que no

puede representarse con el Método de los Minimos Cuadrados, por cuanto entre mas

n
grandes sean los e; (en valor absoluto) mas grande sera la Zef. Una justificacion
i=1

adicional para el Método de los Minimos Cuadrados es la de que los estimadores
obtenidos por este método tienen propiedades muy deseables desde el punto de vista
estadistico.

De la ecuacion (2.4) se puede deducir que:

n

Zeiz Zf(BO’Bl) (2-5)
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O sea que la suma de los residuos al cuadrado es una funcién de los estimadores

B, yB,. Para un conjunto dado de datos con diferentes valores 8, yf, se obtendran

n
diferentes e; y por lo tanto diferentes valores de Ze?. El principio de Minimos
i=1

n
Cuadrados escoge B,y B, en forma tal que para una muestra dada la Zef resulte tan
i=1

pequefia como sea posible.

2.3.1 Estimacion de By Yy Bs.

Para estimar o y 1 se usa el Método de Minimos Cuadrados. Esto es, se estiman
Bo y P tales que la suma de los cuadrados de la diferencia entre las observaciones y; y la
linea recta sea minima segun la ecuacion:
Vi =Bo +B1X; +¢; (2.6)
La ecuacion (2.6) se puede escribir como:

Y, =B +B.x, +€,  i=1,2,..,n 2.7)

Se puede considerar que la ecuacion (2.6) es un Modelo de Regresion
Poblacional, mientras que la ecuacion (2.7) es un Modelo de Regresion Muestral, escrito
en términos de los n pares de datos (yi, X;) (i = 1, 2,..., n). Asi, el criterio de Minimos

Cuadrados es:

S‘O!Bl}i(i_co_slxij (2-8)



83

Los estimadores por Minimos Cuadrados de B, y B, deben satisfacer:

oS _ - A Ay o

E— 2§&| BO B1XI/ 0 (29)
y

SBS:_ZZHJ G By —B.x; Bi =0 (2.10)

Simplificando estas dos ecuaciones se obtiene:

B, +Blixi = iyi (2.11)

Bozxi +Bl_zn:xi2 :ZYiXi (2.12)

Las ecuaciones anteriores se conocen como ecuaciones normales de Minimos

Cuadrados y al resolverlas se obtiene:

Bo:y_Bl)? (2-13)

_ n 1
En donde y = %Z Y, Y X= ") X;, son las medias muéstrales de “x”y “y”.
N

i=1

n | (2.14)
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La deduccion de las ecuaciones (2.13) y (2.14) se muestra en el apendice 2.1 a) y 2.1 b).

Una forma alternativa de calcular 8, es:

D XY; —nxy
Bl = |=1n -,
> xZ-nx
i=1
Por consiguiente, B, y B, en las ecuaciones (2.13) y (2.14) son los estimadores por
Minimos Cuadrados de la ordenada al origen y la pendiente, respectivamente. EI modelo

ajustado de Regresién Lineal Simple es:
¥i =Bo + By (2.15)
La ecuacion (2.15) produce un estimador puntual, de la media de “y”, para una
determinada “x”. Como el denominador de la ecuacion (2.14) es la suma corregida de

cuadrados de la X, y, el numerador es la suma corregida de los productos cruzados

(covarianza) de X; Yy Vi, estas ecuaciones se pueden escribir en una forma mas compacta

como sigue:
n 2
n [in)
S = X-2 _\i=t J
et n (2.16)
n 2
Sxx = (i _ij
i=1
y

= n- (2.17)
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Entonces, una forma comoda de escribir la ecuacion (2.14) es:

SXy
= (2.18)

XX

La diferencia entre el valor observado y; y el valor ajustado correspondiente Y,

se llama residuo o residual. Matematicamente el i-ésimo residual es:

ei=yi_Yi:yi_(BO+BlXi)’ i:1’2""9n (219)

Los residuales tienen un papel importante para investigar la adecuacion del
modelo de regresion ajustado, y para detectar diferencias respecto a los supuestos
bésicos.

Los estimadores previamente obtenidos, se conocen como estimadores de
Minimos Cuadrados, por derivarse del principio de los Minimos Cuadrados. Obsérvese a
continuacidn las caracteristicas de estos estimadores.

1. Estan expresados unicamente en términos de cantidades observables (de “y” y “x”).
2. Son estimadores puntuales; es decir, que dada la muestra, cada estimador

proporcionara un solo (punto) valor del pardmetro poblacional relevante.

Una vez obtenidos los estimadores de los Minimos Cuadrados a partir de los

datos que se tengan es muy fécil ajustar la Linea de Regresion Muestral (figura 2.2).
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2.3.2 Propiedades de los Estimadores de Minimos Cuadrados y el

Modelo de Regresién Ajustado.

Los estimadores por Minimos Cuadrados 8, y B, tienen algunas propiedades
importantes.
Primero, obsérvese que, segin las ecuaciones (2.13) y (2.14), B, y B; son

Sey _
S

n
combinaciones lineales de las observaciones y;. Por ejemplo B, = Zciyi
i=1

XX

~

«-x

XX

Donde c, = ,parai=1,2,...,n.

Los estimadores 8, y B, por Minimos Cuadrados Ordinarios son estimadores
insesgados de los parametros B, y B, del modelo. Para demostrarlo con B,, considérese

La esperanza o valor medio de f,.
E(f,) :E(Zciyi):ZCiE(yi):ZCi(Bo +lei):BOZCi +BlZCiXi

Ya que se supuso que, E(g;) = 0. Ahora se puede deducir en forma directa que Zci =0
i=1

n
yque ) c;x; =1,y entonces

i=1

E(y) = Bo 3ci By D ci%; =Bo(0) + By (D) = By
i=1 i=1

EB,) =8, (2.20)

La deduccion completa de este resultado se muestra en el apéndice 2.1 c).
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Esto es, si se supone que el modelo es correcto [que E(yi) = B, +B,X;], entonces B, es
un estimador insesgado de B, de igual forma se puede deducir que B, es un estimador
insesgado de B, es decir,
La esperanza o valor medio de f,.

E(Bo) =By (2.21)

La deduccidn de este resultado se muestra en el apéndice 2.1 d).

La varianza de f,.

var(®,) = var[zn: ciyij

n (2.22)
var(p,) = Y cf var(y,)

Ya que las observaciones y; son no correlacionadas, por lo que la varianza de la

suma es igual a la suma de las varianzas. La varianza de cada término en la suma es
c?var(y;) y en la ecuacion (1.28) Capitulo 1 se hizo el supuesto que Var €; >c2; en

consecuencia,

n
var(,) =o2> c?
i=1

GZZ:(Xi_i)2
var(,) = i=182

c°’S
var(3,) = SZ"X

XX

2

var(,) = ;L (2.23)

XX
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2
y el error estandar de $, estd dado por: es(B,) =/ var(,) = /g— = \/_SL

Lavarianzade f,es

var(®,) = var(y - f;x)
var(3,) = var(y) + var((-x)p,)

var($,) = var(y) + (-x)* var(3,) (2.24)
var(,) = C:]Z+ x’ var(®,)

(1 X°
var,)=c| =+ —
(Bo) 9 [n S,

Y el error estandar B, esta dado por:

es(ﬁo)zmz 0'2[£+S;—J—c (1+;_J

n

var = varianza y o es la constante o varianza homoscedastica (ecuacion 1.24 Capitulo
1) y se puede estimar como se muestra en la seccién 2.4.

La deduccidn de las ecuaciones (2.23) y (2.24) se muestra en el apéndice 2.1 ¢) y f).

Otro resultado importante a cerca de la calidad de los estimadores por Minimos
Cuadrados B, y B; es el Teorema de Gauss —Markov, que establece que para el
modelo de regresion (ecuacion (1.2) del Capitulo 1) con las hipotesis E(g) = 0,
var(e) = o® y con errores no correlacionados, los estimadores por Minimos Cuadrados

Ordinarios son insesgados y tienen varianza minima en comparacion con todos los

demas estimadores insesgados que sean combinaciones lineales de las y;. Con frecuencia
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se dice que los estimadores por Minimos Cuadrados son los Estimadores Lineales
Insesgados Optimos, donde “6ptimos” implica que son de varianza minima.

En el apéndice 2.1 g) se demuestra el teorema de Gauss-Markov.

Hay otras propiedades utiles del ajuste por Minimos Cuadrados que se muestran
a continuacion:

1. Lalinea de Regresion Muestral (figura 2.2) pasa a través de la media muestral de “x”

(Y1)

y “y”. Esto se puede ver partiendo de (2.13) puesto que ésta puede reescribirse como
Bo =y P x=y=P, +P,x, como se observa en la figura 2.2.

Figura 2.2 Diagrama que muestra como la linea de regresion muestral

pasa a través de los valores de las medias muéstrales de “y” y “x”.
v

s An

Yi= B +Bx

FRAI

|
[

i

2. El valor medio de “y” estimado (¥;) es igual al valor medio del “y” observado
debido a que:
¥; =Bo +B.X; = (Y= BX) +B.X =y =B X +Pyx; =y +By(X; —X)  (2.25)
Sumando a ambos lados, en la ultima igualdad, sobre los valores muéstrales y

dividiendo por el tamafio de la muestra n se obtiene:
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= +
n n n
v ZBlXi ZBli
§:l+ i=1 + i=1
n n n
DX _
yoyapy T B0
n n
y=y+px-Ppx
y=y (2.26)

L.q.q.d

3. El valor medio de los residuos e; es cero del apéndice 2.1 a) la primer ecuacion es:

n ~
- 22 G - B, —PBiX =0 pero dado que e; =y; —f, —B,X;, la anterior ecuacion se
i=L

n
reduce a —ZZei =0 donde e=0 como resultado de la propiedad anterior, la
i=1

Regresién Muestral es:
yi =B +Bix; +8 (2.27)
4. Los residuos e; no estan correlacionados con el valor predicho de y;, lo cual se puede

verificar como sigue:

Zn:yiei =0 (2.28)
i=1

n
5. Los residuos e; no estan correlacionados con x; esto es inei =0.
i=1
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2.4  Estimacion de o’

Ademas de estimar B, y B;, se requiere un estimador de o para probar

hipotesis y formar estimados de intervalos pertinentes al modelo de regresion. En el caso

ideal este estimado no deberia depender de la adecuacion del modelo ajustado, eso sélo

€,

es posible cuando hay varias observaciones de “y”, para al menos un valor de “x” o
cuando se dispone de informacién anterior acerca de . Cuando no se puede usar este
método, el estimador de o? se obtiene de la suma de cuadrados residuales, o suma de

cuadrados de error:
! 2 4 2
SSpes =D 85 =D ¥ Vi _ (2.29)
i=1 i=1

Se puede deducir una foérmula coémoda para calcular SS... sustituyendo

¥y, =B, +B.x; en laecuacion (2.29), y simplificando se llega a:

n

SSres = D y2 —ny’ —B.S,, (2.30)

i=1

Pero
Lo, 2 % >
ZYi —ny qu/i —Y_ =Sy, =SS5
i-1 )

Es justo la suma de cuadrados corregida, de las observaciones de la respuesta, por lo que
SSgres =Syy — BlSXy =SS; - Blsxy (2.31)

La deduccion de (2.31) se presenta en el apéndice 2.1 h).
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La suma de cuadrados residuales tiene n-2 grados de libertad, porque dos grados

de libertad se asocian con los estimados 8, y B; que se usan para obtener y;.

En el apéndice 2.1 i) se demuestra que el valor esperado de SSq, €S E(SSge,) = (n —2)c”

Por lo que un estimador insesgado de o2 es:

n
2
2 SSR Z—J.:Ei

(2.32)

La cantidad MS... se llama cuadrado medio residual.

Res

La raiz cuadrada de 62 (es(62) =62 = JMS,.. ) se llama, error estandar de la

(1]

regresion y tiene las mismas unidades que la variable de respuesta “y”.

Ya que 6° depende de la suma de cuadrados residuales, cualquier violacion de

los supuestos sobre los errores del modelo, o cualquier especificacién equivocada de la
forma del modelo pueden dafiar gravemente la utilidad de 6% como estimador de c°.

Como 67 se calcula con los residuales del modelo de regresion, se dice que es un

estimador de ¢® dependiente del modelo.

2.5 Coeficiente de Determinacion r*: Medida de la Bondad del Ajuste.

Hasta el momento, nos hemos referido al problema de la estimacion de los

coeficientes de regresion, a sus errores estandar y algunas de sus propiedades.
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Consideraremos ahora la bondad del ajuste de la linea de regresion ajustada al
conjunto de datos, es decir, se trata de encontrar en qué medida se ajusta la linea de
regresion muestral a los datos. De la figura 2.1 se desprende claramente que si todas las
observaciones coincidieran con la linea de regresion, obtendriamos un ajuste “perfecto”,
lo que raras veces ocurre. Generalmente tienden a haber algunos e; positivos y otros
negativos, con la esperanza de que los residuos localizados alrededor de la linea de
regresion sean lo més pequefios posible. Ahora bien, el coeficiente de determinacién r?
(caso de dos variables) o R? (regresién multiple) es una medida de resumen que nos dice
qué tan exactamente la linea de regresion muestral se ajusta a los datos, y se denota de la

forma siguiente:

S, S,
N e
x>y XX“yy
Donde:
n n
Sxy :inyl i=1 . i=1

La cantidad definida como r? se conoce como el coeficiente de determinacion

(muestral) y es ampliamente utilizado como una medida de la bondad del ajuste de una
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linea de regresion. Es decir, el r> mide la proporcién o porcentaje de la variacion total en

“y” explicada por el modelo de regresion. Sus propiedades mas importantes son:

1. Es una cantidad no negativa.

2. Sus limites son 0 < r*<1. Un r? de 1 quiere decir ajuste perfecto, mientras que un r?
de 0 quiere decir que no hay relacion entre la variable dependiente y las variables
explicatorias.

Aunque el r? puede calcularse directamente a partir de la ecuacién (2.33) se
puede obtener méas rapidamente haciendo uso de la siguiente ecuacion:

2 __ A2 S>2< _ Q2 Sxx
r —Bl(si]—ﬁl[s ] (2.34)

yy

(Y3} (1))

Donde S,, y S,, son las varianzas muéstrales de “x” y “y” respectivamente.

Una cantidad muy relacionada con el r? pero conceptualmente diferente, es el coeficiente
de correlacién, que como se vio en el Capitulo 1 es una medida del grado de asociacion

entre dos variables. Puede calcularse bien como:

r=+/r2 (2.35)
O a partir de su definicion dada en la ecuacion (1.10) del Capitulo 1. El r puede tomar
dos valores un positivo y un negativo, se tomara el positivo cuando la pendiente de la

ecuacion de regresion sea positiva y el negativo en el caso contrario.

Ejemplo 1: A continuacion se presenta informacion de 14 estudiantes sobre el nimero
de Horas de estudio “x” para preparar un examen de Estadistica, y la Calificacion

(Y1)

obtenida en dicho examen “y”.
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Tabla 2.1 Observaciones de 14 estudiantes.

Solucién:

Figura 2.3 Diagrama de dispersion para las Horas de estudio vs. Calificacion.

10 = *

Calificacion obtenida, y

1.:)0 2.(l)0 3.:)0 4.:)0 5.:)0 6.(l)0
Horas de estudio, x
El diagrama de dispersion figura 2.3 nos muestra que la relacion entre las dos
variables (Horas de estudio y Calificacion obtenida) es lineal con pendiente positiva, de
manera que cuantas mas horas dedique a estudiar mayor es la calificacion obtenida en el

examen. Por tanto, tiene sentido buscar la recta de regresion.

Se calculara la recta de regresion haciendo uso de ecuaciones y propiedades

expuestas anteriormente.
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Tabla 2.2 Resultados basados en la tabla 2.1

n Xi Yi X{ yi XiYi
1 1 3 1 9 3
2 2 4 4 16 8
3 2 5 4 25 10
4 3 6 9 36 18
5 3 8 9 64 24
6 35 7 12.25 49 24.5
7 4 8 16 64 32
8 4 6 16 36 24
9 45 7 20.25 49 315
10 45 8 20.25 64 36
11 5 9 25 81 45
12 55 8 30.25 64 44
13 55 9 30.25 81 49.5
14 6 10 36 100 60
sumas ixi =53.5 iyi =98 Zn:xf =233.25 Zn:yf =738 Zn:xiyi = 409.5
i=1 i=1 i=1 i=1 i=1
1 1 1 1
== . =—(98)=7 X=-">» Xx; =—(53.5)=3.8214
y nizl‘,y. 14( ) nizl‘, i 14( )
n n
n (z Xi (z yl ]
zxiyl . i=1 . i=1
_i=1
Bl 0 2
n “
zxiz i=1
i=1 n
409.5- 7(53'5)(98)
Bl = 2
233.25- (535)
14
35
b, = 28.803
B, =1.215
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Bo = )7—[31i
BO =7-1.215(3.8214)
Bo = 2.356

Por tanto la ecuacion de regresion muestral es:
Y, =B, +ByX; =2.356 +1.215x; (2.36)

Calificacion =2.356+1.215 Horas de estudio

Tabla 2.3 Resultados basados en la tabla 2.2

2

Vi e =Yi Vi e;
3571 -0.571 0.326
4.786 -0.786 0.618
4.786 0.214 0.046
6.001 -0.001 0.000
6.001 1.999 3.996
6.6085 0.392 0.153
7.216 0.784 0.615
7.216 -1.216 1.479
7.8235 -0.824 0.678
7.8235 0.177 0.031
8.431 0.569 0.324
9.0385 -1.039 1.078
9.0385 -0.038 0.001
9.646 0.354 0.125

Dy, =97.9865 | > e; =0.013 e? =9.471
i=1 i=1 i=1

ef

n

6_2 — i=1

n-2

,  9.471

C14-2

52 _ 9471
12

62 =0.789
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6% =0.789 es un estimador de o?y S, =28.803 denominador de $,, con estos datos

calculamos:

La varianza de B, es:

El error estandar de f, es:

La varianza de B, es:

El error estandar de f, es:

2

(e}
Var(Bl) = s
0.789
var(p,) = €8.803"

var(®,) = 0.027393

eS(Bl) = Var(Bl)
es(f,) = -/0.027393

es(f,) =0.1655
es(B,) ~ 0.166

1 x°
var,) =c% =+
®B,) G[n S }

XX

2
var(3,) =0.789 1, (382147
14 28.803

var(3,) = 0.789(0.5784)
var(B,) = 0.456

ES(BO) = \/Var(Bo)
es(B,) = -/0.456
es(B,) = 0.675



Con los datos obtenidos anteriormente calculamos el valor de r? y el valor de r asf.

B,=1.215, S, =28.803
o 2
0 [ YiJ
i=1
Syy:zyiz_ I n
i=1
n ) L
Syy =Zyi —-ny

2
S,y = 738-14(7)
S,y =52

Sxx
yy

r? = (1.215)2(

28.803)

r’ = (1.476)(0.554)
r’ =0.818

r= i/\/f‘i2 == 0.818 =+0.904

99

Se puede observar que existen dos valores para r, + 0.904 y - 0.904 para este

ejemplo tomaremos el valor positivo r = 0.904, debido a que la relacion que existe entre

las variables es directamente proporcional, es decir, que a medida que crece la variable

“x” también lo hace la variable “y”, en la siguiente figura se puede observar que la

pendiente es positiva.



Figura 2.4 Recta de regresion para los datos de la tabla 2.1.

Calificacion obtenida, y

10 =

1.00

2.00

T T T T
3.00 4.00 5.00 6.00

Horas de estudio, x

100

La figura 2.4 muestra que la relacion que existe entre las dos variables es positiva

o tiene pendiente positiva, es decir, que por cada hora mas que dedique a estudiar mayor

sera su calificacion.

Figura 2.5 Linea de regresion muestral basadas en las cifras de la tabla 2.1

Calificacion ohtenida, ¥

'.-’”

¥

10+

Fi= 2356+ 1.215%

!
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La FRM ecuacién (2.36) y la linea de regresion asociada se interpretan de la
siguiente manera: cada punto de la linea de regresion proporciona una estimacion del

e,

valor esperado o valor promedio de “y” correspondiente al valor escogido de “x” es
decir ¥, es una estimacion del E(y[x;). El valor de $; =1.215 que mide la pendiente de
la recta e indica que para los valores de x =1, 2, 3, 3.5, 4, 4.5, 5,5.5, 6 Horas de estudio,
a medida que “x” aumenta digamos en 1 hora, el aumento estimado en el valor medio o
promedio de la Calificacion obtenida en el examen es aproximadamente 1.215.

El valor de f,=2.356 o intercepto de la linea indica el nivel promedio de la

calificacion obtenida en el examen cuando ha estudiado cero horas.

El valor de r* = 0.818 significa que aproximadamente el 81.8% de la variacién de
las Calificaciones obtenidas en el examen esta explicada por el nimero de Horas
dedicadas a estudiar.

El coeficiente de correlacion de r = 0.904 muestra que las dos variables,

Calificacion obtenida y Horas dedicadas a estudiar estan positivamente asociadas.

Ejemplo 2: La siguiente tabla recoge los datos de 10 personas, donde “x” es el nimero
de horas semanales que éstas dedican a hacer Deporte (Hs Deporte), y “y” el nimero de
pulsaciones por minuto que las personas tienen cuando estan en reposo, estimar los

parametros B, y B, .

Tabla 2.4 Observaciones de 10 personas que practican deporte.

HsDeporte,x | 0 | O | O |21 (21|33 |4]|5]|7
Pulsaciones,y | 66 | 62 | 73| 72 | 65 | 60 | 66 | 58 | 57 | 54
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Solucion:

Figura 2.6 Diagrama de dispersion de las Pulsaciones vs. Hs Deporte.

73.00= ¢

72.00 = *

66.00=— ¢ *
65.00 = *

62.00=— ¢

Pulsaciones

60.00 = *

58.00 =
57.00 =

54.00 = *

T T T T T
0.00 1.00 2.00 3.00 4.00 5.00 6.00 7.00

Hs De porte

En el diagrama de dispersién (figura 2.6) se puede observar que para valores
pequenos de “x” los valores de “y” son altos, y para valores altos de “x” los valores de
“y” son pequefios lo que indica que cuando una persona dedica pocas horas a hacer
deporte sus pulsaciones cuando esta descansando son mayores, y cuando dedican varias

horas a hacer deporte sus pulsaciones son mucho menor.

Tabla 2.5 Resultados basados en la tabla 2.4

n X; Yi x; y? XiYi
1 0 66 0 4356 0

2 0 62 0 3844 0

3 0 73 0 5329 0

4 1 72 1 5184 72
5 1 65 1 4225 65
6 3 60 9 3600 180
7 3 66 9 4356 198
8 4 58 16 3364 232
9 5 57 25 3249 285
10 7 54 49 2916 378

sumas| D .X; =24 | >y, =633 | > x7 =110 | > y7 =40423| 3" x,y; =1410
i=1 i=1 i=1 i=1 i=1
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y=13y, = 1 (639 =633 x=13% =L oay=24
ns”' 10 ng™' 10
. [E)3)
inyi_ i=1 i=1
B, = L n
1~ n 2
., (%)
2_ i=1
La10.. 24(633)
Blz 10
110—(24)2
10
g, - 1410-15192
' 110-57.6
~109.2
b, = 52.4
B, =—2.084

Como la pendiente es -2.084 esto confirma lo que se observa en la figura 2.6, es

decir datos con pendiente negativa.

Bo = y_Bli

B, =63.3—(-2.084)(2.4)
B, =63.3+5.001

B, =68.3016

B, ~68.302

Por tanto la ecuacion de regresion muestral es:

Vi =Bo +Byx;

(2.37)
y, = 68.302 - 2.084x,

Pulsaciones =68.302—2.084 (Hs Deporte)
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Se puede interpretar que la pendiente de -2.084 es la disminucion semanal
promedio de pulsaciones debido al numero de horas dedicadas a hacer deporte, la

ordenada al origen de 68.302 representa el numero de pulsaciones antes de hacer

ejercicio.

Tabla 2.6 Resultados basados en la tabla 2.5

¥, e =Y;—V €;
68.302 -2.302 5.299
68.302 -6.302 39.715
68.302 4.698 22.071
66.218 5.782 33.432
66.218 -1.218 1.484
62.05 -2.05 4.203
62.05 3.95 15.603
59.966 -1.966 3.865
57.882 -0.882 0.778
53.714 0.286 0.082
Y, =633.004 e, =—0.004 e =126.531
i=1 i=1 i=1
n
>l
62 = =l
n-2
, 126.531
6° =
10-2
, 126531
6° =
8
62 =15.816

6% =15.816, es un estimador de 6 y S, =52.4 denominador de f,, con estos datos

calculamos:
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La varianza def, :

02

var =—
6-g
15.816
var(Bl) = 6274\

var($,) =0.30183

El error estandar de B, :

eS(Bl) = \/Var(Bl)
es(B,) = -/0.30183
es(B,) = 0.5494

La varianza de {3,

var@,) = 02(1+ XZ]
n

SXX
1 (2.4)°
var =15.816 — +
Go) (10 52.4 j

var(,) =15.816(0.2099)
var(3,) = 3.320

El error estéandar de B, :

es(By) = var(,)
es(B,) =/3.320
es(B,) =1.822

Con los datos obtenidos anteriormente calculamos el valor de r? y el valor de r como
sigue:

f,=-2.083, S, =524



n
Syy = Zylz _ny2

2
S,y = 40423-10(63.3)
S,y = 354.1

r2 = 612 (SXXJ
Syy

r? = (—2.083)2(52'4)

354.1
r? = (4.3388)(0.1479)
r2 =0.643

y

r=+r?
r=+./0.643
r = +0.801

Figura 2.7 Diagrama de dispersion con ajuste.

TAam - &
T2 »

Pulsacionss

T
om 1m Zm am +00 S am Tm
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En la figura 2.7 se puede observar que la relacion que existe entre las dos

variables es negativa o tiene pendiente negativa, es decir que por cada hora mas que

dedique a hacer deporte una persona sus pulsaciones disminuiran.
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Figura 2.8 Linea de regresion muestral basadas en las cifras de la tabla 2.4
¥

T3.00=
TI.00=

1= 62,302 — 2.084x%;

.ﬂ-"’f/

G .00 =
G500 =

G2.00=

Pulsaciones

. } B, =68302

n

B, =-2.084

55.00
A7.00-

4.00=

T T p— T T w T L
0.00 o0 X 200 4.00 5.00 G.00 7.o0
Hs Depoxte

La FRM ecuacién (2.37) y la linea de regresion asociada se interpretan de la
siguiente manera: cada punto de la linea de regresion proporciona una estimacion del

e,

valor esperado o valor promedio de “y” correspondiente al valor escogido de “x” es
decir y; es una estimacion del E(y|x;). El valor de Bl =—2.084 que mide la pendiente de
la recta e indica que para los valores de x = 0, 1, 3, 4, 5, 7 horas semanales, a medida que
“x” aumenta digamos en 1 hora, la disminucion estimada en el valor medio o promedio
de las pulsaciones es aproximadamente -2.084. El valor de BO =68.302 o intercepto de

la linea indica el nivel promedio de las pulsaciones cuando no se ha hecho ningun
deporte.

El valor de r* = 0.643 significa que aproximadamente el 64.3% de la variacion de
las pulsaciones esta explicada por el nimero de horas semanales dedicadas a hacer

deporte.
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El coeficiente de correlacion de r = - 0.801 muestra que las dos variables,
Pulsaciones y las Horas dedicadas a hacer deporte estdn negativamente asociadas, es
decir que, a medida que aumentan las Horas dedicadas a hacer deporte las Pulsaciones

disminuyen.

2.6 Prueba de Hipotesis de la Pendiente B; y del Intercepto B .

Con frecuencia interesa probar hipotesis y establecer intervalos de confianza de
los pardmetros del modelo; estos procedimientos requieren hacer el supuesto adicional
de que los errores g; del modelo estén distribuidos normalmente. Asi, los supuestos son:
que los errores estén distribuidos en forma normal e independiente, con media cero y
varianza o, lo cual se abrevia “NID (0, 62)”. NID viene de Normalmente e

Independientemente Distribuido.

2.6.1 Uso de las Pruebas t.

Supongamos que se desea probar la hipotesis que la pendiente es igual a una

constante por ejemplo a B1o. Las hipétesis correspondientes son:

Ho :Bl :[310

Hl Bl # BlO (238)

En donde se ha especificado una hipdétesis alternativa bilateral. Como los errores

gi son NID (0, o?), las observaciones y; son NID (Bo + Bixi, o2). Ahora, f, es una

combinacion lineal de las observaciones, de modo que f, esta distribuido normalmente
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2
. N (e} - - - s
con promedio f; y varianza s usando la media y la varianza de B, que se determiné

XX

en la seccion 2.3.2. Por consiguiente, el estadistico

Zo Sl _BIO

\GZ/SXX

Esta distribuido N(O, 1). Si se conoce o?

, Se podria usar Z, para probar la
hipétesis (2.38). ComUnmente se desconoce o2 Ya se ha visto que MSges €S un
estimador insesgado de o®. En el apéndice 2.1 (propiedad 6 de los estimadores) se
establece que (n—2)MSg., /o? tiene una distribucion ji-cuadrada(y’ ,) con n — 2

grados de libertad y que MSges y B, son independientes. De acuerdo con la definicion

del estadistico t que se presenta en el apéndice 2.1 j) se tiene que:

t, = —
P MSq. /Sy es(By)

Sigue una distribucion t,, si es cierta la hipotesis nula H, :B, =f,,. La cantidad de

Br—Bw  _ BB (2.39)

grados de libertad asociados con t, es igual a la cantidad de grados de libertad asociados
con MSges. Asi, la razon to es el estadistico con que se prueba H,:B, =B, . El
procedimiento de prueba calcula ty y compara su valor observado de acuerdo con la
ecuacion (2.39) con el punto porcentual /2 superior de ty. la distribucion te, n.o). Este
procedimiento rechaza la hipétesis nula si:

to| > Lz, n2) (2.40)

También se podria usar el método del valor p para tomar la decision.
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El denominador del estadistico ty en la ecuacion (2.39) se llama con frecuencia el

error estandar estimado, o mas sencillamente el error estandar de la pendiente. Esto es,

~ [MS
es§, = S—Res (2.41)

XX

Por lo anterior, se ve con frecuencia a ty escrito en la forma:

tO _ Bl B Bw (242)

= =
esﬁl/

Se puede usar un procedimiento parecido para probar hipotesis a cerca de la

ordenada al origen. Para probar

Ho :Bo :Boo

Hl ﬁO ;éBOO (243)

Se podria usar el estadistico de prueba

En donde es €, := JM SRe{i + SX] es el error estdndar de la ordenada al origen.

XX

La hipotesis nula H, 1B, =B, Serechazasi [ty >ty o o o) -

2.6.2 Prueba de Significancia de la Regresion.

Un caso especial muy importante de la hipotesis en la ecuaciéon (2.38) es el

siguiente:
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H,:B,=0

Hip 20 (2.45)

Estas hipotesis se relacionan con la significancia de la regresion. EI no rechazar

e, " (Y4

H, :B, =0 implica que no hay relacion lineal entre “x” y “y”. Este caso se ilustra en la
figura 2.9. Nétese que eso puede implicar que “x” tiene muy poco valor para explicar la
variacion de “y” y que el mejor estimador para cualquier “x” es y=7 figura 2.9a), o que
la verdadera relacion entre “x” y “y” no es lineal figura 2.9b). Por consiguiente, si no se

rechaza H, :B, =0, equivale a decir que no hay relacion lineal entre “x” y “y”.

Figura 2.9. Casos en los que no se rechaza la hipotesis Ho.

°®
°
d [ [ ] ® .0. .
y @ ® y ¢ ©
o 0 Lo o o o ':oo e e o
o.'.. °
X X
a) b)

Figura 2.10. Casos en los que se rechaza la hipoétesis Hy.
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Tambieén, si se rechaza Hy, eso implica que “x” si tiene valor para explicar la
variabilidad de “y”. Esto se ilustra en la figura 2.10. Sin embargo rechazar Hy podria
equivaler a que el modelo de linea recta es adecuado figura 2.10a), 0 que aungue hay un
efecto lineal de “x”, se podrian obtener mejores resultados agregando términos
polinomiales en “x” figura 2.10b).

El procedimiento de prueba para Ho se puede establecer con dos métodos. El

primero usa el estadistico t dado en la ecuacion (2.41), con 19 = 0, es decir,

Bl -0 Bl

7 es(B) " es(y)

La hipotesis de la significancia de la regresion se rechazaria si \to\ >tz n20 Y€l

segundo es el método de andlisis de varianza.

Ejemplo 3. Se probard la significancia de la regresion en el modelo de las horas

dedicadas a estudiar del ejemplo 1 es decir, H,:,=0y H,:p, #0 .
Datos:
El estimado de la pendiente es [31 =1.215.

El estimado de o? que resultd MS,,, = 6% =0.789 .

El error estandar de la pendiente eses(B,) = \/var(Bl) =./0.027393=0.1655~0.166.

Solucién:
1. H,:B,=0

2. H B, #0
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3. Se selecciona un nivel de significancia de o = 0.05 y como la prueba es de dos
colas o/2 = 0.05/2 = 0.025 y se tiene que el valor de la tabla de t es
t0.05/2, 14-2) = Y025, 12) = 2.179

4. Regidn critica: sit<-2.179 6 t > 2.179, entonces rechazamos Hy.

5. Célculos:

b _1215

=———=——-=7.319
es(B,) 0.166

0

Figura 2.11 de la Distribucion t.

7.319

6. Decision Estadistica: se rechaza Hp porque el valor calculado para to cae en la
zona de rechazo de Ho, es decir que B, es estadisticamente significativa, esto es,
significativamente diferente de cero.

7. Conclusion: dado que el valor calculado para ty (7.319) es mayor que el de la
tabla (2.179) se concluye que hay una relacion lineal entre la calificacion

obtenida en el examen y las horas dedicadas a estudiar.
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2.6.3 Anadlisis de Varianza.

También se puede utilizar un método de analisis de varianza para probar el
significado de la regresion. Este analisis se basa en una particion de la variabilidad total
de la variable “y” de respuesta. Para obtener esta particiéon se comienza con la identidad:

yvi-y=¢; —37} (’i—yi: (2.46)
Se elevan al cuadrado ambos miembros de la ecuacion (2.46) y aplicando

sumatorias, se obtiene:
Z% _yj:Z‘i —)7} ‘/i Y :j
i=1 i=1
Z% _yj:ZQi _yj"'zvi =Y j +ZZ ¢ _y}i _Yi:
i=1 i=1 i=1 i=1

Notese que el tercer término del lado derecho de esta ecuacion se puede escribir

de la siguiente forma:
22 ¢, _y}i =¥ ::Zzyi(yi _Yi)_zyz ¢ -y ::zzyiei _Zyzei =0
i=1 i=1 i=1 i=1 i=1

Ya que la suma de los residuales es siempre cero y la suma de los residuales
ponderados por el valor ajustado de y; correspondiente, también es igual a cero por lo

anterior,

Zn:(i_yiz " Qi_yz—l—iﬁi_yij (2.47)

i=1 i=1
El lado izquierdo de la ecuacion (2.47) es la suma corregida de cuadrados de las
observaciones, SSt (Syy), que mide la variabilidad total en las observaciones. Los dos

componentes de SSt miden, respectivamente, la cantidad de variabilidad en las
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observaciones y; explicada por la linea de regresion, y la variacion residual que queda

n
sin explicar por la linea de regresion. Se ve que SSg,, =z ¢, —§/f es la suma de
i=1

cuadrados de los residuos o la suma de cuadrados de error de la ecuacion (2.29). Se

n
7‘2 -7
acostumbra llamar a SSg =Z(/i -y~ la suma de cuadrados de regresion, o del
i=1

modelo. La ecuacion (2.47) es la identidad fundamental del anlisis de varianza para un
modelo de regresion. En forma simbolica, se acostumbra a escribir:

SS, =SS, +SS (2.48)

Res
Si se comparan las ecuaciones (2.48) y (2.31), se ve que la suma de cuadrados de

regresion se puede calcular como sigue:

A

SSg =B1S,y (2.49)

La cantidad de grados de libertad se determina como sigue. La suma total de

cuadrados, SSt, tiene dfr = n-1 grados de libertad, porque se perdié un grado de libertad

n =~ —
como resultado de la restriccion Z ¢, -y para las desviaciones y; —y. La suma de
i=1

cuadrados del modelo, o de la regresion es SSg y tiene dfz = 1 grado de libertad, porque
SSr queda completamente determinado por un parametro, que es f,. Por Gltimo, antes se
dijo que SSges tiene dfres = N-2 grados de libertad, porque se imponen dos restricciones a

las desviaciones y, — ¥ como resultado de estimar B, y ;. Obsérvese que los grados

de libertad tienen una propiedad aditiva
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dff = dfg + dfges

n-1=1+(n-2) (2.50)

Se puede aplicar la prueba F normal del andlisis de varianza para probar la
hipotesis H, : B, =0. En el apéndice 2.1 propiedad 6 de los estimadores se puede ver
que:

1. SSges= (N-2) MSges sigue una distribucion 2 , .
2. Si es cierta la hipdtesis nula H,:B, =0, entonces SSr tiene una distribucion

Xn-2-

3. SSges Y SSr son independientes. De acuerdo con la definicidn del estadistico F.

SSg SS
Fo = i T _ws, (251)
SSRes /dees SSRes /(n - 2) MSRes

Sigue la distribucion F, n-2). Y los valores esperados de estos cuadrados medios son:

E(MSRes) = 02
E(MSg) =0 +B2S,,

Estos cuadrados medios esperados indican que si es grande el valor esperado de

Fo, es probable que la pendiente 1= 0. Para probar la hipotesis H, : B, =0, se calcula el

estadistico Fo de prueba y se rechaza Ho si Fo > F, 1,n-2).

El procedimiento de prueba se resume en la tabla 2.7.
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Tabla 2.7 Analisis de varianza para probar el significado de la regresion.

Fuente de Suma de Gradosde Cuadrado =
Variacion Cuadrados Libertad Medio 0
Regresion SSg =S,y 1 MSg MSg/MSges
Residual ~ SSges =SSt —B:S,y n-2 MSges
Total SSt n-1

Ejemplo 4. Se probara el significado de la regresion para el modelo desarrollado en el

ejemplo 1, es decir si H,:B, =0 6 H,:B, #0 de los datos de las horas dedicadas a

estudiar y la calificacion obtenida en el examen.

Datos:

El modelo ajustado es ¥, =, +p,x; = 2.356+1.215x,
2
c ( 'j ” —2
El valor para SSt =S, = >y - AL A > y?—ny’ =738 -14(7) =52

(53.5)(98)

=409.5 - =35

La suma de cuadrados de regresion se calcula con la ecuacion SSg =f,S,, , como sigue:

SSg =B,S,, =1.215(35) = 42.525.

n
Y la suma de los errores al cuadrado SSges = Zef =9471
i=1

El anélisis de varianza se resume en la tabla 2.8.
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Solucion:
1.H,:B,=0
2.H,:B,#0

3. Se selecciona un nivel de significancia de oo = 0.05 y se tiene el valor de la tabla F
es F(o,o5, 1,12) = 4.75

4. Calculos:

SS
- % ~ MSy  BiS, 42525
® SSp/(N—2) MSg, 62 0789

=53.897

El valor calculado de Fo = 53.897 y el de la tabla F(o.05 1,12) = 4.75

Tabla 2.8 Analisis de varianza para el modelo de regresion horas de estudio.

Fuentede Suma de Grados de Cuadrado

Variacion Cuadrados Libertad Medio Fo
Regresion 42.525 1 42.525 42.525/0.789 = 53.897
Residual 9.471 12 0.789
Total 52 13

5. Decision Estadistica: se rechaza Hy porque el valor calculado para Fo (53.897) es

mayor que el de la tabla (4.75).

6. Conclusion: Se concluye que la variacion en la calificacion obtenida puede

atribuirse a las horas dedicadas a estudiar.
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Mas a cerca de la prueba t.

Se dijo, en la seccion 2.6.1, que el estadistico de prueba

t, = Py _ Ps (2.52)

" es(ﬁl) ) \V MSRes/Sxx

Se podria usar para probar la significancia de la regresion. Sin embargo, notese

que al elevar al cuadrado ambos miembros de la ecuacion (2.52) se obtiene

A2
— Blex — MSR (253)
MS MS

tg

Res Res

Asi, t2 en la ecuacion (2.53) es idéntica a Fo del método de andlisis de varianza
en la ecuacion (2.51). Una muestra es el ejemplo 3 de las horas dedicadas a estudiar,
to= 7.319, asi que t2 = (7.319)? = 53.567 ~ Fy = 53.897. En general, el cuadrado de una
variable aleatoria t con f grados de libertad es una variable aleatoria F con 1 y f grados
de libertad en el numerador y el denominador respectivamente. Aunque la prueba t para

H, :B; =0 equivale a la prueba F en la regresion lineal simple, la prueba t es algo méas

adaptable, porque se podria usar para probar hipétesis alternativas unilaterales (sea Hj:
B1 <00 H;: By >0), mientras que la prueba F s6lo considera la alternativa bilateral.

Por ultimo, recuérdese que decidir que 31 = 0 es una conclusion muy importante
que sélo es apoyada por la prueba t o la prueba F. La incapacidad de demostrar que la
pendiente no es estadisticamente distinta de cero no necesariamente quiere decir que “x”

y “y” no estan relacionadas. Puede indicar que la capacidad de detectar esta relacion se

ha confundido por la varianza del proceso de medicion, o que el intervalo de valores de
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€C,,

x” es inadecuado. Se requiere una gran cantidad de evidencia no estadistica y

conocimiento del problema, para llegar a la conclusion que 1 = 0.

2.6.4 Prueba de Hipotesis de la Correlacion.

Como se vio en el Capitulo 1, el Analisis de Correlacion intenta medir la fuerza
de tales relaciones entre dos variables por medio de un simple nimero que recibe el
nombre de coeficiente de correlacion.

La constante p (rho) recibe el nombre de coeficiente de correlacidn poblacional y
juega un papel importante en muchos problemas de analisis de datos de dos variables.

El valor de p es 0 cuando B; = 0, lo cual resulta cuando esencialmente no hay regresion
lineal; esto es, la linea de regresion es horizontal y cualquier conocimiento de “x” no es

de utilidad para predecir “y”.

Ejemplo 5. Para los datos de la tabla 2.1 Horas dedicadas a estudiar y la Calificacion

obtenida se encuentra que r = ++/r2 = +./0.818 = +0.904.

Un coeficiente de correlaciéon de 0.904 indica una buena relacion lineal positiva
entre “x” y “y”. Dado que r* = 0.818, se puede afirmar que aproximadamente el 81.8%
de la variacion de los valores de “y” se deben a una relacion lineal con “x”.

Una prueba de la hipotesis especial p = 0 contra una alternativa apropiada es

equivalente a probar 3; = 0, para el modelo de regresion lineal simple y, por lo tanto, son



121

aplicables los procedimientos de la seccion 2.6.1 en los que se utiliza la distribucion t

con n-2 grados de libertad o la distribucion F con 1 y n-2 grados de libertad.

El valor de t, esta dado por:

t, = i (2.54)

\Gz/sxx

La hipotesis nula se rechazarfa si [ty > t(,/5 1 2

Solucion:

1.

N

Zeoma de rechama Hy

Ho:p=0
H :p#0
Se selecciona un nivel de significancia de o = 0.05 y como la prueba es de dos
colas /2 = 0.05/2 = 0.025 y se tiene que el valor de la tabla de t es

t(0.05/2, 14-2) = t(0. 025, 12) = 2.179.
Regidn critica: sit<-2.179 6 t > 2.179, entonces rechazamos Hy.

Calculos:

(__ B 1215 1215
0

= = = ~7.319
J64/s,  /0.789/28.803 0.166

Figura 2.12 de la Distribucion t.

e = L02E




122

6. Decision Estadistica: se rechaza la hipotesis de no asociacion lineal.
7. Conclusion: dado que el valor calculado para ty (7.319) es mayor que el de la tabla
(2.179) se concluye que hay una relacién lineal entre la calificacion obtenida en el

examen Y las horas dedicadas a estudiar.

2.7  Estimacion de Intervalo en la Regresion Lineal Simple.

En esta seccion se describird la estimacién del intervalo de confianza de los

parametros del modelo de regresion.

2.7.1 Intervalos de confianza de By, B1 y 6°.

Ademas de los estimadores puntuales de Bo, B1 Y o, también se pueden obtener
estimados de intervalos de confianza para esos parametros. El ancho de dichos intervalos
es una medida de la calidad general de la recta de regresion. Si los errores se distribuyen

en forma normal e independiente, entonces la distribucion de muestreo tanto de

A

Bl_Bl t BO_BO

t=— =" 7

es(f,) es(B,)
Es la distribucion t con n-2 grados de libertad. Asi, un intervalo de confianza de

100(1-a) por ciento para la pendiente [3; se determina como:

Br—tiwrzn 2€SB1) <Py <Py +1t 20 2eSBr) (2.55)

Y un intervalo de confianza de 100(1-o) por ciento para la ordenada al origen f¢ es:

Bo —twran28B0) <Bo <Bo + /2.0 28B0) (2.56)
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Estos intervalos de confianza tienen la interpretacion usual, por lo tanto, si
hubiese que tomar muestras repetidas del mismo tamafio a los mismos valores de “x”, y
formar, por ejemplo, intervalos de confianza de 95% de la pendiente para cada muestra

entonces el 95% de esos intervalos contendran el verdadero valor de f;.

Si los errores estan distribuidos en forma normal e independiente, el apéndice 2.1

propiedad 6 de los estimadores detalla que la distribucion de muestreo de

€-25°/c’=6C- Z:MSRQS/G2 es ji-cuadrada, con n-2 grados de libertad. Asi:

n—-2)MS
P{xz(l—afz, n-2) < ()—ZR“ <%’ n—Z)} =1-o
(o)

Y en consecuencia, un intervalo de confianza de 100(1-ct) por ciento para o? es:

‘]_Z:MSRes <62 < (]_Z:MSRes

5 5 (2.57)
X(a/2, n-2) X (1-0/2, n-2)

Ejemplo 6: Se estableceran los intervalos de confianza del 95% para Bo, B1 Y o> con los

datos de las horas dedicadas a estudiar del ejemplo 1.

Intervalo de confianza para f3o.
Datos:

El valor estimado del intercepto es: B, =y —B,x =7 —1.215(3.8214) = 2.356

El error estandar de $, es(,) = /var(,) =-/0.456 =0.675
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El valor de la tabla de t es t(o_o5/2‘ 14-2) = t(0_025, 12) = 2.179

Sustituyen los datos anteriores en la ecuacion (2.56) se tiene:

Bo—tiwsz n2eBo) <Bo <Bo+1tw2 n2eB0o)
2356 2.179(0.675) < B, < 2.356+ 2.179(0.675)
2.356-1.47 <P, <2.356+1.47

0.88<pB, <3.826

El 95% de esos intervalos incluiran el verdadero valor del intercepto.
Si se escoge un valor distinto de o y se utilizan los mismos datos, el ancho del

intervalo de confianza resultante sera distinto.

Intervalo de confianza para B;.
Datos:

El valor estimado de la pendiente es p, =1.215

El error estandar de B, es(B,) = /var(B,) = /0.027393 = 0.1655~ 0.166

El valor de la tabla de t es t(.os5/2, 14-2) = t(0.025 12) = 2.179

Solucién:

By - toa n—2)95(81) <Py <P+ L2 n—2)eS(Bl)
1.215-2.179(0.166) < B, <1.215+ 2.179(0.166)
1.215-0.361714< B, <1.215+0.361714
0.85<p, <157

En otras palabras, el 95% de esos intervalos incluiran el verdadero valor de la

pendiente.
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En general, cuando més grande sea el coeficiente de confianza 1-a., el intervalo

de confianza sera mayor.

Intervalo de confianza para ¢°.

El intervalo de confianza de 95%, para o se determina a partir de la ecuacion (2.57).

Utilizando los datos:

n

Zeiz 9.471 9.471
Cuadrado medio: 62 =MS,, =it - %+ _*

- - —0.789
RS " n_2 14-2 12

Grados de libertad: n-2 = 14-2 =12

Tmita i PAp A2 2 2
Limite inferior: (.2 n-2) = X(00s/2 12 = % (0025 12 = 23.337

imi e A, 2 2 2
Limite SUPErior: (12 n2) = X(1-0052 12) = X(0975 12) = 4404
El intervalo de confianza queda de la siguiente manera:

€2 (0.789) 2 L (0.789)
23.337 4.404
9.468 _ , 9.468

<" <——
23.337 4.404
0.40 <6° <215

Se puede interpretar de la siguiente forma: dado un coeficiente de confianza del
95%, en 95 de cada 100 intervalos tales como (0.40, 2.15) deberan contener el verdadero

valor de &°.
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2.8 Estimacion por Maxima Verosimilitud.

Un método general de estimacion puntual con algunas propiedades tedricas mas
definidas que las del método de los MCO es el método de Maxima Verosimilitud (MV),
cuya idea fundamental consiste en estimar parametros de modo tal que la probabilidad

(134

de observar “y” sea lo maximo posible maximizar la FMV.

1 -1 =
f(y:)= e = Bo —ByX;
(vi) o [om )@[202 ¢ —Bo—B, |)}

-1

FMV(y;, X;,Bo, 5110) H(m -~ exp[Z 2

¢ By —leif}

n (2.58)

FMV(y;,X;,Bg.B1,67) = (mzm ’ p{z;lzz ¢ -Bo _leij:|
=

Y por la independencia de las observaciones, tomando logaritmo natural a ambos lados

resulta que la funcion es:

In FMV(y;,X;,Bg.B;,02) = In{(mzjﬂz exp{z_clzz ¢, — By —ByiX; fﬂ
i=1

~/2 -1
In FMV(yi!XhBO!Bl!GZ): In (TKFZ) +In exp|:&‘_zz vi _BO _leifj|
i=1

Por propiedades de logaritmo

n

In FMVo(y;, X;,84,B1,0%) =- *ln (m [212 leifJ
1
I EMVIY,, %, Bo 102 =- T 2z Tino? - 13 ¢ —By—px, T (259)
2 2 2c6°

Para obtener los estimadores de o y B1 derivaremos esta funcion respecto a cada uno de

los parametros.



dln FMV 1 < 5 _8
W EI 271',—5'”(5 — zgqi—ﬁo—ﬁlxif
oln FMV 1 L B Ay T
6-[30_O_O_Z‘Z(Z)E%_BO_BlXiﬁ_l)
‘B‘O — y_ B’li (260)
dIn FMV 1 < 57
% - EIn27c—§ln ZZ‘/i_BO_leij
oln FMV
T_O O—F(Z)Zv ~Bo - leﬁx)
o ZYiin
Sxy -2 A
i=1 n

.ix (ZX]

La deduccion de las ecuaciones (2.60) y (2.61) se encuentra en el apéndice 2.1 k)

(2.61)

8InFMV n 1 & ~ = 3
— =-—"In2 ——In =By — By X;
86 2 T 2 ZiZ_J;&I BO Bl [
n 1¢ ~ 3
O=-—+— i i
6 63%& BO Bl
. 5 ony
ZQi_BO_lel)
52 ="+ - (2.62)
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Obseérvese que los estimadores de Maxima Verosimilitud de la ordenada al

origen y de la pendiente, B, y B,, son idénticos a los obtenidos con los Minimos

Cuadrados. También &2 es un estimador sesgado de o El estimador sesgado se
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. . . . . . ~ n-1
relaciona con el estimador insesgado &° ecuacion (2.32) mediante 6> = ——=
n

6%, El

sesgo es pequefio cuando n es moderadamente grande, por lo general se usa el estimador

insesgado 6°.

En este Capitulo se hizo mas énfasis en el método de Minimos Cuadrados
Ordinarios por lo siguiente:
Se minimiza la suma de cuadrados de los residuos por varias razones:
— Es facil obtener la férmula de los estimadores.
— Sin técnicas de optimizacion numérica.
— Teoria estadistica es sencilla: insesgadez, consistencia, etc.
— Solucion coincide con las propiedades deducidas de la esperanza

condicional.
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Ejercicios 2.

1. En la siguiente tabla se muestran 8 observaciones donde “x” es el ingreso de los

(134

padres en miles de dolares y “y” promedio de calificaciones de un grupo de

estudiantes.

X 21 | 15 | 15 9 12 | 18 6 12
y 4 3 | 35 | 2 3 | 35 | 25 | 25

a) Calcular los valores de 3, y 3, para la curva de regresion y formar la ecuacion.

b) Calcular la varianza 6.
c) Calcular la varianza de los pardmetros var(B,), var(,)y sus errores estandar.
d) Calcular el coeficiente de determinacion r°.
e) Realizar la prueba de hipotesis para la pendiente y para la ordenada al origen.
f) Establecer los intervalos de confianza del 95% para o, B1 Y 6°.
2. Se cree que la pureza del oxigeno producido con un proceso de fraccionamiento esta
relacionada con el porcentaje de hidrocarburos en el condensador principal de la

unidad de procesamiento. A continuacion se muestran los datos.

Pureza (%) Hidrocarburos (%) | Pureza (%) Hidrocarburos (%)
86.91 1.02 96.73 1.46
89.85 1.11 99.42 1.55
90.28 1.43 98.66 1.55
86.34 1.11 96.07 1.55
92.58 1.01 93.65 1.40
87.33 0.95 87.31 1.15
86.29 1.11 95.00 1.01
91.86 0.87 96.85 0.99
95.61 1.43 85.20 0.95
89.86 1.02 90.56 0.98




a) Ajustar un modelo de regresion lineal simple a los datos.

b) Probar la hipotesis Hy: f1=0.

c) Calcular r?.

d) Determinar un intervalo de confianza de 95% para la pendiente.

e) Concluir de acuerdo a lo obtenido en los literales anteriores.
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. En la tabla siguiente aparecen los datos sobre el desempefio de los 26 equipos de la

liga nacional de fatbol en 1976. Se cree que la cantidad de yardas ganadas por tierra

por los equipos contrarios “x” tiene un efecto sobre la cantidad de juegos que gana un

(Y3}

equipo “y”.

Cantidad Yardas por tierra | Cantidad Yardas por tierra
de juegos del contrario | de juegos  del contrario
10 2205 6 1901
11 2096 5 2288
11 1847 5 2072
13 1903 5 2861
10 1457 6 2411
11 1848 4 2289
10 1564 3 2203
11 1821 3 2592
4 2577 4 2053
2 2476 10 1979
7 1984 6 2048
10 1917 8 1786
9 1761 2 287
9 1709 0 2560

a) Formar la tabla del analisis de la varianza y probar el significado de la regresion.

b) Determinar un intervalo de confianza de 95% para la pendiente.

¢) Concluir en base a los resultados.
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4. Construir la recta de regresion y formar los intervalos de 90% de confianza para los
parametros de regresion de los datos siguientes, donde x = n° de revoluciones por

minuto, y = potencia en Kw. de una maquina diesel.

X | 400 | 500 | 600 | 700 | 750
580 | 1030 | 1420 | 1880 | 2100

5. La estatura de un bebe al nacer (en cm.) y el periodo de embarazo (en dias) son:

X |277.1]279.3 | 281.4 | 283.2 | 284.8
48 49 50 51 52

Ajustar una recta de regresion y construir intervalos de confianza para sus
coeficientes.
¢Es lineal la relacién entre las variables “x” y “y”?.

6. Calcular la varianza residual y el coeficiente de correlacion para los datos siguientes:

Presion | Temperatura
20.79 194.5
22.40 197.9
23.15 199.4
23.89 200.9
24.02 201.4
25.14 203.6
28.49 209.5
29.04 210.7
29.88 211.9
30.06 212.2
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7. Para los datos del ejercicio 2 del Capitulo 1 realizar lo siguiente:

a) Calcular los valores de B, y B, para la curva de regresion y formar la ecuacion.

b) Calcular la varianza 6.

c) Calcular la varianza de los parametros var(B,) y var(B,) y el error estandar de

\/var(BO) y X/var(Bl).
d) Calcular el coeficiente de determinacion r>.
e) Realizar la prueba de hipotesis para la pendiente y para la ordenada al origen.
f) Establecer los intervalos de confianza del 95% para o, B1 Y 6°.

8. Ha salido al mercado un nuevo modelo de grabadora de DVD, un poco mas caro que
los anteriores, pero con unas prestaciones muy superiores, de manera que la labor de
los técnicos de los grandes centros comerciales es muy importante a la hora de
presentar este producto al cliente. Con el objetivo de saber si el “nimero de técnicos
comerciales presentes en una tienda” (X) puede tener alguna incidencia en el “niimero
de aparatos vendidos durante una semana” (y), Se observaron quince centros

comerciales con los resultados que se muestran a continuacion:

15 15 15 15
> x;=215; > x§ =3567; Y y; =1700; D x;y; = 28300

i=1 i=1 i=1 i=1
a) Encontrar la recta de regresion
b) Cual es el nimero de aparatos que se puede estimar que se venderan en un centro

con 17 comerciales.
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Apéndice 2: Deduccion de Ecuaciones.
2.1 Deduccion de ecuaciones utilizadas en el Capitulo 2.

a) Deduccion de B, ecuacion (2.13).

Yi :ﬁo +B1Xi +€

yi :S‘/i +e|

€ =Y; _yi
-2\ - . 2 N2
y Yel=> ¢ —y; entonces, > €; —B,—Pix; > =D e;
i1 i=L =1 =

Derivando ambos lados de la ecuacion anterior con respecto ha 3, es decir que los

demas términos se toman como constantes y la derivada de una constante es cero.
a n Q n n > a n 5
~ i —Bo —BsiX j: ~ ( € J
B, (Z T ap, 2

ZZ”: Qi _Bo _lei 20—1—0) =0

25 €, B, ~Bux, (- =0
_Zi Qi _ﬁo _lei:=0
_Z_Zn: Qi _Bo —lei:=0

~

Zn:Qi _Bo _lei/:_iz

-
|
>
o
|
>
S
X
\” /
o
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Zn:yl_BlZn:Xi:nBo
iyi_ﬁlixi X
i=1 i=1 =B,
n
LY XX
i=1 _Bl i=1 _Bo
n n
y_ﬁlxzﬁo
ﬁozg/_[gl)_(

L.q.q.d

b) Deduccion de B, ecuacion (2.14) derivando ahora con respecto a B, se tiene:

2 (54bb )= 2 5er)

op, o\ =
ZZH: Qi _Bo _B1Xizo_o_xi):0

22”: ‘(i _ﬁo _lei Z_Xi) =0

_Z_Zn: Qi _Bo —leiZXi)=0
0

Zn:Qi _Bo _leizxi):_

—2
Zn:Qi _Bo _leizxi)zo
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gyixi —Boizljxi —Blixs ~0
Sy - (-0 Y =3
ileyixi - yiiljxi ¥ leg:xi _ Bé;x?
iZl]yixi —in::xi :Blizl:xiz j@lxgxi
iZl]yixi —in::xi ZB{ZX? _ngi]

Zyixi - yz Xi
i=1 =L _
Zn: X; _)?Zn: X

i=1

i=1

By

n

n Zyl n
Zyi T i:ln in
i=1 - i=1 — B1

B @X‘]n(iy,j |
ZX(Z:j

L.g.qd

C) Los estimadores 3, y, por Minimos Cuadrados son estimadores insesgados de los
pardmetros B, yp, del modelo, es decir que E(f}o) =B, Y E(Bl) =p,, Para

demostrarlo con B,, primero se tiene que:
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n

ZYi ¢ _)?:

.S . B o _
Bl — SXy Donde Sxy = zyl (i - X‘ y SXX = Z (i _Xj entonces Bl _ |=r;|_
i=1 )

. ' i S5
i=1
Sise hace B, =) cy; donde
i=1
Ci — ‘(i _X/
SXX

Ci T n ‘(i _X/

‘(i _i;z

i=1

Se facilitan los calculos.

La esperanza o valor medio de B, ecuacion (2.20).
E(Bl) = E(Zciyi) = ZCiE(yi) = Zci(BO +lei) = BOZCi +Blzcixi

Pero > c; =0 porque.

i=1
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n

Y cx; =1 Porque

-~
i — XX
=1

1
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2

X

1

n

1

n

—27(Zn:xi +>
-1

n
1

> XE=XD X

2

>x
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i1 n n
n n 2
Ny xi— > x
. i=1 i=1
Zcixi - n : n 2
o n> x| Y'x,
i=1 i=1
n

Entonces,
E(B1) = Bozci +Blzcixi
E(B,) =Bo(0)+B, ()
E(B,) =8,

L.g.qd

n

Zyi

d) Para probar que E(B,) = Bo se parte de que:p, =y—f,x = i:ln —B,x pero en el

n
desarrollo de E(f,) se consider6 f, =>_c;y; entonces,
i=1
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n

. zyl n

Bo=y—Bix="—-x>cyy, :Z(%—ici )yi y luego haciendo r igual a lo que esta
i=1

n i-1

dentro del paréntesis para facilitar el desarrollo de la deduccion de la ecuacién

1 - n
r==-xc; entonces, B, = > 1y,
n i1

La esperanza o valor medio de B, ecuacion (2.21).

E(ﬁo) = E(Zi: LYi )

E(Bo) = X rE(Y,)

E(Bo) :Zri (Bo +B:X%;)

E(B,)

ZriBO + Zrif’lxi

i=1
n n
i=1 i=1

E(Bo):Bo f +Blzn:rixi

n
i=1 i=1

Pero ) r, =1 porque

i=1

Asi:
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Donx; =——-x> c;x; pero) c;x; =1 asi

Por lo que
E(Bo) = Bozri + Blzrixi

E@Bo)=Po() +B,(0)
E(BO)ZBO

Por lo tanto ﬁo es un estimador insesgado de Bo.

L.q.q.d

e) Deduccion de la varianza de Bl ecuacion (2.23).
var(,) = var(z ciyi)
i=1
var(,) =) cf var(y;)
i=1

En las asunciones del modelo seccién 1.6 del Capitulo 1 se vio que Var €, } c?.

Tomando en cuenta esto se tiene,
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var(3,) =Y c? var(y,)
i=1

var@,)=> clo’
i=1

n
var(3,) =c2> c’

i=1

2
~

XIES

var(,) = o?| 4=

n _2
> ¢ - X_
i=1

2
(o)

Por lo tanto var(3,) = s

XX

L.g.qd

n
f) Deduccion de la varianza de f3, ecuacion (2.24), antes se tom6 3, = > ry; con el
i=1

propdsito de facilitar el desarrollo, entonces,



var(,) = var( n Ly, J

i=1

Var(ﬁo) :Zn: ri2 Var(Yi)

n
var@,) = r’c’
i=1

n
var(,) = o> rf
i=1

2
n
var(,) =c’> | = —xc, j
i=1

var(,) = c* _n (1j

n

n 2 n n
var@,) = ¢° (1j —2£§20i+§220i2
iz \N L) i1

n
pero > ¢, =0entonces,

var,) =o°
var@,) = c*
var(3,) = c*
var(3,) = c*

i=1

2
n(lj - 25(0) +X°
n n

—

1 iZ:l:‘(i_X/

—+X S

f Z‘(i_ij
i=1

1 1

—+X -

n Z‘(i_ij

1_
~2=xc, +x°¢’

n

)

-~
=X
—

i=1

> ¢

2
<

X
-

|

143
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—2
Por lo tanto var(Bo):c{lJrSX J
n

XX

L.q.q.d

g) Teorema de Gauss-Markov.
Los estimadores de Minimos Cuadrados ﬁo yBl son lineales e insesgados para
mostrar que estos estimadores tienen varianza minima dentro de la clase de todos los

estimadores lineales e insesgados consideremos el estimador de 5,

By =Zn:ciyi Donde ¢, =k, = ¢ X ¢ —X_
i=1 S - -~
XX Z I _X/

i=1
Que muestra que PB,es promedio ponderado de los “y” con c; sirviendo como
ponderaciones.

Definiendo un estimador alterno de 3, asi:

B, = i};]kiyi
Donde k; son también ponderaciones iguales a c;. Ahora bien
) = EQ) k)
() = DKW,
) = Dok +Bix)

EB]) = Bo Yk 46, ) k%



Por lo tanto para que B, sea insesgado se requiere que:

Ahora

Asi E(B;)=0+p,(1) =B,

var(;) = var(zn: C.Y; J

i=1

var(;) = var[zn: iyi]

i=1

var(B;) = > ki var(y,) Pero Var ¢, =c?, entonces
i=1

var(3;) =o> ki
i=1

2

- X; — X X; —X

var@;) =c?> | k; ——— — —
= Z(i_X) Z(i_xi

145

Como se puede observar se ha sumado un cero adecuado, ahora agrupando términos y

desarrollando el cuadrado se tiene:

. . X; —X X —X
var(3,) = c* k, ——— — IR
= Z(' _X/ Z(l_xz
i=1 i=1
2
n X —X n X —X X —X
var(Bl)=czz ki ——— +26° Y | k, ' ' 2
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2

n X, —X n X, —X X, —X 20 =)°
Var@I):GZZk nli +2(SZZ K, —— i +o° =

= Z(.—x = iznl:(i—xj iznll(i_xj [Z;:(X.—x)zjz

Sustituyendo k; los dos primeros términos se hacen cero y solamente queda:

n

Z(Xi _i)2

i=1

$¢-53)

var@;) =c’

2

Var(BI) = nG—_?’
Z(i =X
i=1

2
* (6)
var(,) = S_

XX

Por lo tanto var(p;) = var(,)

Puede entonces decirse que con ponderaciones k; = ¢;, que son las ponderaciones
de Minimos Cuadrados Ordinarios, la varianza del estimador lineal B, es igual a la
varianza del estimador de Minimos Cuadradosf&l; o si no var(p,) > var (B,). Dicho de
otra forma, si hay un estimador lineal insesgado de 3, con varianza minima, debe ser el
estimador de Minimos Cuadrados Ordinarios. Igualmente puede mostrarse que ﬁo es un

estimador lineal insesgado de o con varianza minima.

h) Deduccion de SSges ecuacion (2.31).

A~

SSpes = 87 = €, —¥, 3 Entonces, SSq,, :Syy—ﬁlsxy =S8S; —B,S,,

i=1 i=1



Primeramente se tiene:

S, =Zn:xi2 —Zn:2xi§+zn:7<2
" _ :

S, = Zn:xf —2x> x; +nx’

Asi se tiene;

Entonces,

147
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S =249,
SS,.. :21: ¢ -, -Bx
S5, =2 1~ (=B i,
$S,., =_”zl¢/i Sy Bix— X,
SSes =3 4, — ¥ - .(x, ~X__ agrupandose tiene
SSne =2 Ay ) B0 -0
:Zl(wi -3) =20y, = VB (x, =)+ hax, =) )

e = 20 W) B2 )0 =20 B Y 66, -0’

SSRes :Syy - 2ﬁlsxy + 6128xx peroBl =
55 =5, -4 22 s, o[ 5.

6> 6,7
SShes =Sy =251+ S

ny (S L
SSpes =S, — s G =

Sy

SSges =S,y — Sy

SSRes = Syy - 618xy

Por lo tanto SSg,, =S, —B.S,,

L.gq.qd
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i) Un estimador insesgado de o? es 6°.

A eiz
&2 = SSRes _ Syy_Bley _ ;

= =MS
n-2 n-2 n-2

Cuadrado Medio Residual

Res

S
SSRes = Syy _Blsxy y como Bl = Sl: Blsxx =S entonces

XX

xy !

SSRes = Syy - Blsxy
SSRes = Syy - Bl (Blsxx)
SSRes = Syy - 812 (Sxx)

SSRes = zn: ‘/i _yj_Blzi ‘(i _)?j
i=1 i=1

SSRes = iy? _nyz _BIZ[ZH:XIZ _nxzj
i=1

i=1

SSRes = iy? - nyz _(anxiz _nXZJBIZ
i=1

i=1
Ahora al tomar los valores esperados se tiene:

~ n —2 n —2 A
£ 65, = S E0D -nEG) - 3xi - e
i=1 i=1
Por teorema se sabe que una forma de calcular la varianza de una variable aleatoria es:
% =E&? —p*despejando la E&? setiene % +u?=E&*
Se pueden sustituir las cantidades
2y .2 2
E(y' ) - GYi +MYi
E(y*) =0} +u
y THy

Ay 2 2
E@B,) = G THy
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La ecuacion E(SSRES}ZE(yf)—nE(yz)—(fo —nxz}E(Bf) queda de la forma
i=1 i=1

siguiente:

Sus 3065 41505 410 3o 0 | € 4 per
i=1

Hy :[-))0+le
Ky :BO-‘_Bl;
He, =B,
oz =c*/n
2
. _ o
GBl _S

Entonces distribuyendo el simbolo de sumatoria y sustituyendo se tiene:

~ /n ~
EGSRes/ Z‘y.“““y./”"iJr“iI[zxiz_ j El—'—uﬂl/
i=1

~ n ~ n -y ~
I=. 1= 1=
i=1 i=1 XX

n

\ fooz
E€S,,, =no +Z¢2+2Boﬁlx+ﬁ1x _7_n( Lo 5| +B12X -

XX

o’ Y Xt j
E€S Res _— 1O +ZBO +2B0B12X +Blzx -0 _nBO ZBoﬁlnX Blnx - (nll"'ﬁlzxz—nxzﬁf

ZXf—nx i

-2
B
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n

Y x

E €Sk :: no’ + nBS + ZBOBIZXi "'ﬁlzlez -o’ - nﬁé - ZBoﬁlniﬂT_Bfni
] ]

Reduciendo términos semejantes se obtiene:

2 2 a2\ u2 202
—(0 +B; Y X2 —nx ﬁlj
i=1

E€Sp., =N0" +2BB, Y X, +B Y X —0° —2BoB, Y X, —Binx" —c” —BI D X} +nxP;
i=1 i=1 i=1 i=1

E€S,,. =nc’-c°-c’

E€S,,., =Nnc’ -2c°
E GSRes :Z (n - 2)02

Por lo tanto E€S,., > (n—2)c® ahora tomando esperanza de

E(GZ)Z E(SSRes)
n-2
E(Zn:efj
E(67) = n_—2
E(e?) = 9729
-2
E(6%) =c°

Se concluye entonces que 62 es un estimador insesgado de o?.

L.g.qd

En resumen y de acuerdo con el supuesto de normalidad, los estimadores por

Minimos Cuadrados f&o ,[31 y &% poseen las siguientes propiedades estadisticas.

1. Son insesgados.

2. Tienen varianza minima, tomando en cuenta la propiedad anterior esto quiere decir

que son insesgados con varianza minima, es decir estimadores eficientes.
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3. Consistentes, esto es, que a medida que el tamafio de la muestra aumenta

indefinidamente, los estimadores convergen al valor poblacional verdadero.

4. B, esta normalmente distribuida con

Media: E(3,) =,

—2
Varianza: var(,) = 5{1 + ;(_j
n

XX

Se puede escribir como f,~ N(B,, GE )

5. B, esta normalmente distribuida con

Media: E(B,) =B,

2
(&)

Varianza: var(B,) = s

XX

Y puede escribirse también como Bl~ N(B,, csg )

6. €-23%/c°=€-2MS,,. /o esta distribuida como la distribucion y°

>ef
(ji-cuadrado) con n-2 grados de libertad, porque &2 = lzliz y sustituyendo este

n
28

‘] ) i=1
n-2 Lo,
| 2¢
valoren € -2 & /o’ envez de 6 se tiene: . ==
(¢} (¢}

7. (B, .B,) estan distribuidas independientemente de 62.



153

J) Férmula de la Distribucién Normal y la Distribucion t.

) o X — .
La formula de la distribucién normal es; z =2~ pero comunmente se desconoce la
(&)

. . - o , X —
varianza poblacional (¢°) entonces se utiliza la distribucion t, la formula es: t = il o

S
partiendo de esta definicidon se tienen los valores de t para los parametros.

A A~ A A

Bl _[310 _ Bl B BlO t Bo _Boo Bo _BOQ

ty= =— y
i VMSRes/Sxx ES(Bl) ’ \/MS (1 ;2 ] es‘o/
Res|

XX

k) Deduccion de los parametros de regresion por el método de Maxima
Verosimilitud.

Derivando primero con respecto a B, .

oln FMV n n, - 1 ~ o~ 2
e =-—In27-—In5%- =B, =B, X
P LR L =) I Lp

oln FMV 1 4 ~ o~ >
W—O—O—EQ);% —Bo = BiX; (1)

OnFMV 1 & ~ =~ N
—65 = _52 21 ‘/i - Bo - lei /
0 i=

Ahora igualando a cero la derivada parcial y despejando f, se tiene:

18 7 .7
OZTQZQi_BO_BIXi/
G ia

0= 4 Qi_ﬁo_ﬁlxi:



0 zy| Blzx
nBo = ZYi _Blzxi
_Zn:yi Blzn:xi

n n

L.gq.qd

Derivando ahora con respecto a p,

OJINFMV n n, ~
——=—=-—In2n-—Inc" - —;
aBl 2 2 2c i=1
oln FMV 1 n ~ o~ >
———=0-0-—(2 i = Bo —ByX; (=X,
5 202();& Bo —BuX; (-X,)
olnFMV 1 & ~ o~
- = :TZ Bo_leiL(i
B, 6 I

Igualado la derivada parcial a cero y despejando P, se tiene:

- Z(y.— XBy —BiX?

G

=}

0= (iyi_XiBO_leiz/

=]

n

ley| Bole BliX?

i=1 i=

- le)zx By

0

o
|| Il
ERN E]

H

L i&i—go_ﬁlxij

Y B B
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X
o~
— < T
n_V_V/,_i n_VV/,f n_VV/,? n_VX/_H,. AL A\l
| | I |
VM VM VM 2_.| VM N
X X X x VNI x A
FAERTAERAEE A A I
Il I Il I
N e 18 (e
AR
Jes | X
+ |
Xl 2V.A|

L.gq.qd
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Apéndice 2.2: Solucion de Ejemplos Haciendo uso del Software
Estadistico SPSS v15.0.

Haciendo uso del software se pueden obtener los resultados de los ejemplos 1, 3,

4, 6, en una sola ejecucion siguiendo los pasos que se muestran a continuacion:
1. Se les da un nombre a las dos variables en estudio, se digitan los datos para cada
variable y se obtiene la ventana siguiente en la cual solamente se muestran 8

observaciones del total (14).

.555 *S5in titulo1l [Conjunto_de__datos0] - Editor de datos SPSS

Archivo  Edicién  Wer Datos  Transformar  Analizar  Graficos  Utiidades  ventana 7
= B B 4 =20 B e FEN % @
1 : Calificacion_oh |3 Wisible: 2 de 2
Horas_de_estudi0| Ca]j_ﬁcaciéniobtenida| var | wvar | wvar | wvar -~
1 1,00 | 3,00] E
2 2,00 4,00
3 2,00 S.00
a 3,00 6.00
s 3,00 B.00
6 3,50 7,00
7 4,00 2.00
8 4,00 6,00 L
4 » % Wista de datos 4 “ista de variables S |« " >
5PSS El procesador_esta preparado

2. En la barra de menu se selecciona la opcién Analizar — Regresion — Lineal como

se muestra a continuacion:

a2 *Sin titulol [Conjunto_de_datos0] - Editor de datos SPSS

Archivo  Edicion  wer Datos Transformar | Analizar Graficos  Utilidades  ventana @
Ty Informes 3 v E—-—-l = £ /—\
t} E |uv: h Estadisticos descriptivos 3 E =i E = || = % I\Q
Tablas 3
1: Calificacion_ob |3 Comparar medias r Visible: 2 de 2
= Modelo lineal general 3
Horas_de_estudio|C it i ar | var | var | var -~
== Modelos lineales generalizados  »
1 1,00 I: Modelos mixkos 3 I E
»
2 2,00
’ S |
3 2.00 3 Estimacian curvilinea...
Clasificar 3 L .
4 3900 Reduccidn de datos 3 LUgI'StIEa ERETEbon
5 Eecalas > Logistica multinomial ...
3,00 . Crdinal...
Prughas no paramétricas 3 "
robit. ..
6 3950 Series temporales »
Supervivencia 4 Mo lineal. ..
7 4,00 - .
Respuesta mdltiple 4 Estimacidn ponderada...
8 4,00 Anélisis de valores perdidos. .. Minimos cuadrados en dos fases. .. 3
= - : Muestras complejas 3
4 » \'\hsta de datos A Yista de variables P . Escalamienta dpkimo. .. *
Reqgresidn lineal o

Curva COR. L. I
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3. Al hacer click en la opcidn lineal aparece la siguiente ventana en la cual se colocan

las variables cada una en su lugar.

Hll Hegresion lineal

& Horas_de_estudic E1= alisrie:
[~ 1 = Calificacicn_obtenida

Eloguese 1 de= 1

Feagar

Siguisntse F establecer

Independientes: Cancelar
& Haoras__de  estudia Auuda
kA Etodo: ITrtroducir =

“Wariable de seleccidn:

Etiquetas de caso:

Fonderacican HMCF:

U

E stadisticos. . Graficaos_ Guardar. Opciornes. .

Al pulsar en los botones Estadistico y Guardar aparecen los cuadros siguientes:

Regresion lineal: Estadisticos

Cosficientes de regresian W Ajuste del modelo

[ E stimacionses [ Cambio en A cuadradao = i

. - ancelar
M Imtervalos de confianza ] D e=scriptivos
[ b atriz de covarianzas [ Carrelaciones parcial v semiparcial Aoauda

[ Diagnasticos de colinealidad

Fesiduos
[ Durbin-wwf atson

[ Diagnasticos por caso
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Regresion lIineal: Guardar nuewvas variables

“Walores pronosticados Feziduos

1 Mo tipificados 1 Mo tipificados lmj
[ Tipificados [ Tipificados Cancelar
[ Corregidos [1 Estudentizados AupLda
[1E.T. del prondastico promedio 1 Eliminados

Distancias [1 Eliminados estudentizado=s

1 k1 ahalanobis E ztadisticos de influsncia
[N De Cook [ DFfrEcstaz
[ walores de influencia [ DFEestas tipificada=s

[ Dfajuste

[ DEAsjuste tipificado
[ Razdn entre covarianzas

Intervalos de prondastico
[l rdedia [C1Ilndividuos

Intervalo de conmfianza: =

E ztadisticos de los cosficientes

[ Crear cosficientes de los estadisticos

E =portar imnformacidn del maodelo a un archivo =<k L

E =armirnar

1 I hcluir la matriz de cowvarianzas

Dando un click en el boton aceptar aparecen los siguientes resultados

Variables introducidas/eliminad&s

Variables Variables
Modelo introducidas eliminadas Método
1
Horas__ge_ Introducir
estudio

a. Todas las variables solicitadas introducidas
b. variable dependiente: Calificacién_obtenida

En la tabla de variables introducidas se observa que no se ha eliminado ninguna variable

Estadisticos descriptivos

Desviacion
Media tip. N
Calificacién_obtenida 7.0000 2.00000 14
Horas_de_estudio 3.8214 1.48851 14

La tabla de estadisticos descriptivos muestra la media que son exactamente las
obtenidas en el ejemplo y la desviacion tipica para cada una de las variables, también

puede observarse que aparece el nimero de observaciones n = 14.



Correlaciones

Horas_de__ Calificacion__
estudio obtenida
Horas_de_estudio Correlacion de Pearson 1 .904 **
Sig. (bilateral) .000
oroduotes oruzados 28.804 35.000
N 14 14
Calificacion_obtenida Correlacion de Pearson .904 *% 1
Sig. (bilateral) .000
s e
N 14 14

**. La correlacion es significativa al nivel 0,01 (bilateral).

En la tabla correlaciones se presenta la correlacion de cada variable que es el 1
que aparece, eso quiere decir que la correlacion de una variable con ella misma es 1 6
correlacion perfecta, el valor de 0.904 es el coeficiente de correlacion, para las dos
variables 6 r que como se vio en el Capitulo 1 es una medida del grado de relacién lineal
existente entre dos variables, el valor de 28.804 es la varianza de la variable “x” 0 Sy, S€
tiene también la varianza de la variable “y” esto es Syy = 52.000, ademas se muestran los

[}

productos cruzados es decir Sy, = 35 0 sea la covarianza de las variables “x”y “y”.

Coeficientes

Coeficientes no Intervalo de confianza para
estandarizados B al 95%
Limite
Modelo B Error tip. t Sig. Limite inferior | superior
1 (Constante) 2.356 .676 3.488 .004 .884 3.829
Horas_de_estudio 1.215 .166 7.341 .000 .854 1.576

a. Variable dependiente: Calificacién_obtenida
En la tabla coeficientes se muestran los coeficientes 3, =2.356 y 3, =1.215, que
son los mismos valores obtenidos en el desarrollo del ejemplo 1. El error estandar de la

pendiente y de la ordenada al origen es: es(f,)=0.166 y es(B,)=0.675, se tienen los
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valores de t para la pendiente y la ordenada 3.488 y 7.341 el valor de t para la pendiente
es el mismo que se obtuvo en el ejemplo 3, se puede observar también que los intervalos
de confianza para los parametros son 0.884 <f3,<3.829 y 0.8%4 <P, <1.576 es casi

igual al obtenido en el ejemplo 6 s6lo que varia un poco por algunas aproximaciones

internas del software.

ANOV AP
Suma de Media
Modelo cuadrados gl cuadréatica F Sig.
1 Regresion 42.529 1 42.529 53.888 .0002
Residual 9.471 12 .789
Total 52.000 13

a. Variables predictoras: (Constante), Horas_de_estudio
b. variable dependiente: Calificacién_obtenida

La tabla ANOVA, es la misma del analisis de la varianza se puede observar que

los valores obtenidos en esta son iguales a los obtenidos en el desarrollo del ejemplo 4.

Resumen del modef

Estadisticos de cambio

Error tip. de la Sig. del
Modelo R R cuadrado estimacion Cambio en F gll gl2 cambio en F
1 .9042 .818 .88838 53.888 1 12 .000

a. Variables predictoras: (Constante), Horas_de_estudio
b. Variable dependiente: Calificacion_obtenida

En la tabla resumen del modelo se observa el valor del coeficiente de correlacion,
pero, también muestra el coeficiente de determinacion r? o bondad de ajuste de la linea
de regresion al conjunto de datos, con el cual se puede decir que hay un buen ajuste ya

que este valor es 0.818 cerca de 1 como se mostro en el ejemplo 1.



Capitulo 3

Validacion del Modelo y Prediccion.

3.1 Introduccién a Validacion del Modelo y Prediccion.

Una vez estimado el modelo de regresion y obtenidos los residuos, hay que
comprobar si los supuestos que se han utilizado para construirlo no estan en
contradiccion con los datos; a este proceso se le denomina validacién del modelo. Si los
supuestos son adecuados, se puede utilizar el modelo de regresion lineal para generar
predicciones y/o tomar decisiones. Los supuestos de un modelo estadistico se refieren a
una serie de condiciones que deben darse para garantizar la validez del modelo. Al
efectuar aplicaciones practicas del modelo de regresion, nos veremos en la necesidad de
examinar muchos de estos supuestos. En este Capitulo se estudian los cuatro supuestos
del modelo:

— Linealidad: La relacion entre las dos variables es lineal.

— Homoscedasticidad: La variabilidad de los residuos es constante.
— Normalidad: Los residuos siguen una distribucién normal.

— Independencia: Los residuos son independientes entre si.

Los dos primeros supuestos pueden generalmente comprobarse antes de construir
el modelo, observando el grafico de dispersion entre las dos variables. Los supuestos de
normalidad e independencia conviene comprobarlos, analizando los residuos después de

ajustar el modelo. Los residuos también dan informacion respecto a la linealidad y a la
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moscedasticidad. En este Capitulo también se utiliza el modelo para hacer

predicciones.

3.2 Andlisis de los Residuos.

El analisis de los residuos consiste en ver la distribucién de los residuos; esto se

realiza gréficamente representando en un diagrama de dispersion los puntos €;,e, Tes

|/’
decir, sobre el eje de las abscisas se representa el valor estimado y; y sobre el eje de las
ordenadas, el valor correspondiente del residuo, es decir e; =y; — ¥;.

Veamos un ejemplo.

Figura 3.1. Diagrama de dispersion de los valores estimados y los residuos.

F
g -
- - -
-
L | L | -
- -
L - -
-
- -
-
-
- -
-
- - -
-

by
Si el modelo lineal obtenido se ajusta bien a los datos entonces la nube de puntos

€€ : no debe mostrar ningun tipo de estructura.
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Para ilustrar la utilidad del analisis de los residuos del modelo estimado, la tabla

€, %

3.1 presenta cuatro conjuntos de datos distintos en los que los valores de “x” para las

tres regresiones primeras son los mismos, este ejemplo es debido a Anscombe (1973)™.

Tabla 3.1 Datos de Anscombe (1973).

Caso (a) Caso (b) Caso (c) Caso (d)
x@) | y@) [x(b)]y)[x(c)] y(c) |x(d)] y(d)
10 | 804 | 10 |9.14| 10 | 746 | 8 | 6.58
8 | 695| 8 |[814| 8 | 677 | 8 | 576
13 | 758 | 13 |8.74| 13 |12.74] 8 7.71
9 | 881 | 9 877 9 | 711 | 8 | 8.84
11 1 833 | 11 |9.26| 11 | 7.81 8 8.47
14 | 9.96 | 14 |8.10| 14 | 884 | 8 | 7.04
6 | 724 | 6 |[613| 6 | 6.08 ]| 8 | 525
4 426 4 |310| 4 | 539 | 19 [1250
12 11084 12 |9.13| 12 [ 815 | 8 | 5.56
7 | 482 7 |726] 7 | 642 ] 8 | 791
5 |568| 5 |474] 5 | 573 | 8 | 6.89

Al hacer la regresion de “y” sobre

[}

en los cuatro casos, se obtiene

exactamente la misma recta y =3+0.5x, la variacion explicada, la no explicada y la

varianza residual son iguales en las cuatro regresiones ( G2 =1.52), asi como el valor del

estadistico t para el contraste H, :p, =0. El coeficiente de correlacion r es también

igual en los cuatro modelos (0.82). Por lo tanto, las cuatro regresiones parecen ser

formalmente idénticas. Sin embargo, si se estudian sus residuos, la situacion se modifica

radicalmente: la figura 3.2 presenta graficos de los residuos e; frente a los valores

estimados ¥; para los cuatro conjuntos de datos.

L El ejemplo de Anscombe se puede encontrar en el articulo siguiente: TW. Anscombe (1973) “grapas in
Statistical analysis”. The American Statistician (nim. 27, Pag. 17-21).
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Figura 3.2 Graficos de los residuos para el ejemplo de Anscombe.

t (a) t ®)
a e
- — > @ - . > ()
& (l:) A (d)
2
g
@
T, > 7€) : - > 5@

De acuerdo con los gréficos de los residuos, el modelo (a) no ofrece ninguna
evidencia de error de especificacion, el modelo (b) no verifica el supuesto de linealidad
ya que los residuos muestran claramente una estructura curvilinea, el modelo (c) no
verifica el supuesto de normalidad de las perturbaciones ya que tiene un valor atipico
incompatible con una distribucion normal y que afecta mucho a la estimacion de la
regresion.

Finalmente, en el modelo (d) no podemos comprobar si los supuestos son ciertos
0 no, ya que la pendiente de la recta viene determinada Unicamente por un valor, y
tendriamos que ser extraordinariamente cautelosos a cerca de las posibles utilizaciones

de este modelo.
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Este ejemplo ilustra la importancia de analizar cuidadosamente los residuos del

modelo estimado.

3.3 Validaciéon del Modelo Mediante los Residuos.

(Y4

Es frecuente que la muestra disponible contenga unicamente un valor de “y” para
cada “x”, y por lo tanto, los contrastes basicos de linealidad, homoscedasticidad y
normalidad de las distribuciones condicionadas no pueden realizarse a priori; entonces la
validaciéon del modelo hay que hacerla sobre los residuos. Se verd a continuacién el

efecto del incumplimiento de cada supuesto sobre el modelo, y la forma de contrastarlos.

3.3.1 Linealidad.

El supuesto de linealidad establece el rango de valores observados para las
variables: es decir que la media de la variable dependiente crece linealmente con la
variable independiente. Es importante tener en cuenta que solo se puede contrastar la
linealidad en el rango de valores observados de las variables y que esto no implica que la
linealidad se mantenga para otros posibles valores no incluidos en la muestra. Para
comprobar la linealidad, ademas del grafico de dispersion de las variables se debe hacer
un gréfico de los residuos frente a los valores estimados. Cuando se detecta falta de

linealidad? el modelo es inadecuado y conducira a malas predicciones.

2 No linealidad: La relacion entre las variables independientes y la dependiente no es lineal.
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El incumplimiento del supuesto de linealidad suele denominarse error de
especificacion, algunos ejemplos son: omisién de variables independientes importantes,

inclusion de variables independientes irrelevantes.

3.3.2 Homoscedasticidad.

Para cada valor de la variable independiente 0 combinacion de valores de las
variables independientes, la varianza de los residuos es constante.

Si la varianza de los errores es muy diferente para unos valores de la variable
explicativa que para otros, se tiene heteroscedasticidad, y las varianzas calculadas para
los estimadores son erroneas. Ademas, los estimadores por Minimos Cuadrados o
Maéxima Verosimilitud no son buenos estimadores, porque no tienen en cuenta la distinta
precision de los datos. Si la varianza de los errores varia aleatoriamente de unas partes a
otras, el efecto de este tipo de heteroscedasticidad puede ser pequefio. Sin embargo,
cuando hay pautas sistematicas de variacion en la variabilidad, se deben tener en cuenta

para mejorar el modelo.

3.3.3 Normalidad.

El supuesto de normalidad es necesario para justificar el método de estimacion y
las distribuciones de los estimadores. Los efectos de la falta de normalidad dependen
crucialmente de si la distribucién que generan las perturbaciones tiene alta kurtosis®

(colas pesadas) o no. Las distribuciones con alta kurtosis o colas pesadas pueden generar

¥ Kurtosis es una medida de la presencia de los valores extremos de la distribucion.
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con la probabilidad apreciables datos que se apartan mas de 4 6 5 desviaciones tipicas de
la media de la distribucion. Si la distribucion es aproximadamente simétrica y con colas
similares 0 menos pesadas que la normal, el efecto de la falta de normalidad sobre el
modelo de regresion es muy pequefio y los resultados obtenidos bajo normalidad son
aproximadamente correctos. Sin embargo, cuando la distribucion tiene colas pesadas, el
efecto de la estimacion de los parametros de los valores extremos o atipicos puede ser
muy grande. Entonces el Método de Minimos Cuadrados o Maxima Verosimilitud
(suponiendo normalidad) es un mal procedimiento de estimacion: es decir los
estimadores tienen varianza mucho mayor que la calculada bajo Minimos Cuadrados y

los intervalos y contrastes seran invalidados.

La normalidad de los residuos puede contrastarse graficamente representando su
distribucion acumulada en papel probabilistico normal, el grafico resultante se denomina
grafico probabilistico normal de los residuos, Yy, si la distribucion de los residuos es
normal, el grafico tiene que mostrar aproximadamente una linea recta.

Existe normalidad en los residuos si su media es cero y la varianza es constante.

3.3.4 Independencia.
La dependencia temporal del error aleatorio es esperable cuando los datos de las
variables correspondan a una serie temporal. Por ejemplo, si relacionamos las ventas de

helados cada mes con la temperatura del mes, la secuencia temporal de los datos es
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importante y no se tiene en cuenta en el modelo de regresion, que es invariante ante

permutaciones de los datos.

Cuando los datos corresponden al mismo momento temporal (se dice entonces
que se tiene una muestra de corte transversal) es esperable que las perturbaciones sean

independientes.

Los residuos son independientes entre si, es decir, los residuos constituyen una
variable aleatoria, recuérdese que los residuos son las diferencias entre los valores
observados y los pronosticados. Es frecuente encontrarse con residuos

autocorrelacionados cuando se trabaja con series temporales.

Ejemplo 1: Con la informacion de los 14 estudiantes del ejemplo 1 (nimero de Horas de
estudio “x” y la Calificacion obtenida en dicho examen “y”’) del Capitulo 2, se realiza el

analisis de los residuos para el cual se obtuvo la siguiente recta de regresion.

Vi =Bo +B1X

(3.1)
¥; = 2.356+1.215x;

Calificacion = 2.356 + 1.215 (Horas de estudio)
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Tabla 3.2 Datos de Horas de estudio, Calificacion obtenida, estimacion y residuos.

2

n Xi Yi Vi ei=Yi—Vi &

1 1 3 3.571 -0.571 0.326
2 2 4 4.786 -0.786 0.618
3 2 5 4.786 0.214 0.046
4 3 6 6.001 -0.001 0.000
5 3 8 6.001 1.999 3.996
6 3.5 7 6.6085 0.392 0.153
7 4 8 7.216 0.784 0.615
8 4 6 7.216 -1.216 1.479
9 4.5 7 7.8235 -0.824 0.678
10 4.5 8 7.8235 0.177 0.031
11 5 9 8.431 0.569 0.324
12 55 8 9.0385 -1.039 1.078
13 55 9 9.0385 -0.038 0.001
14 6 10 9.646 0.354 0.125

Sumas > x;=535| > y; =98> y;=97.9865 | » e;=0.013 ief =9.47
i=1 i=1 i=1 i=1 i=1

El diagrama de dispersion obtenido para estos datos es el siguiente:

Figura 3.3 Diagrama de dispersion para las 14 observaciones.

Calificacion obtenida, y

10 =

3.00

T T
4.00

Horas de estudio, x
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De acuerdo con la forma que tiene la figura 3.3 se puede ver que se cumple el

supuesto de linealidad de los datos, a medida que aumentan los valores de la variable

“x” también lo hace la variable “y”. Para comprobar el supuesto de linealidad ademas

del diagrama de dispersion, se muestra el grafico de los residuos frente a los valores

estimados.

Figura 3.4 Grafico de los residuos frente a los valores estimados.

b

En el grafico de los residuos se puede observar que la nube de puntos no sigue

ningln tipo de estructura, de manera que se puede decir que tiene sentido la regresion

hecha sobre la muestra. En las figuras 3.3 y 3.4 se comprobaron los supuestos de

linealidad y homoscedasticidad.

Para comprobar el supuesto de normalidad se hace el histograma de los residuos

con una curva normal superpuesta; como se muestra en la figura 3.5.
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Figura 3.5 Histograma de los residuos.

YVartable dependiente: v

Pz

Frecuencia
1

1/

Media=34E- 14

Desviacidn Tipica= 0961
e n=14

Eegresidn Eesiduo Tipdficads

2 2

La curva se construye tomando una media de O y una desviacion tipica de

aproximadamente 1, como se ve en el grafico; es decir la misma media y la misma

desviacién tipica que los residuos tipificados.

Para comprobar el supuesto de normalidad también se muestra el gréfico

probabilistico normal de los residuos.

Figura 3.6 Grafico de probabilidad normal de los residuos.

Variable dependiente: y

o o
o ®
1 1

Prob acum esperada
5
]

T T
0.2 0.4 0.6 0.8 1.0
Prob acum observada
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El grafico de probabilidad normal de la figura 3.6 muestra informacién similar a
la obtenida en el histograma. Como se tiene que la distribucion de los residuos es
aproximadamente normal, se puede observar que los puntos se aproximan a la recta.

El supuesto de independencia entre los residuos se cumple dado que los datos
corresponden al mismo momento temporal, pero también se puede comprobar el grado
de independencia, con el estadistico d de Durbin-Watson (1951) que se define como
sigue:

n

Z(ei —e;,)°

d= '=2n— (3.2)
el
i=1
El estadistico d oscila entre 0 y 4, y toma el valor de 2 cuando los residuos son
independientes. Los valores menores que 2 indican autocorrelacion positiva y los valores
mayores que 2 autocorrelacion negativa. Podemos asumir independencia entre los

residuos cuando el estadistico d toma valores entre 1.5y 2.5.

Para nuestro ejemplo el estadistico d es el siguiente:

_ €0.786—(-0.571) * + €.214—(-0.786) * +...+ ©—(0.354) > 17.005

d
€¢0571% + €0.786 > +...+ €.354 9.47

=179

Dado que el valor de d = 1.79 se encuentra entre 1.5 y 2.5 podemos asumir que

los residuos son independientes.

Nota: El anélisis de los residuos se puede realizar haciendo uso del paquete estadistico

SPSS v15.0 como se muestra al final de este Capitulo.
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3.4 Prediccion Usando el Modelo.

Con base en los datos muestrales de la tabla 2.1 (observaciones de 14

estudiantes) se obtiene la siguiente regresién muestral:
yi = 2.356 +1.215%; (3.3)
Donde:

y.: Es el estimador del verdadero E(y;) correspondiente a un “x” dado.

Una aplicacion de la regresion muestral consiste en predecir sobre el futuro de

(1]

y” para algin valor dado de “x”.

Existen dos clases de predicciones:
1. Prediccion del valor medio condicional de “y” correspondiente a un determinado
“x”.
2. Prediccidn de un valor individual de “y” correspondiente a X .

A estas dos predicciones se les llama prediccién media 'y prediccion individual.

3.4.1 Prediccion Media.

Para concretar los conceptos, supongamos que Xo = 3.5 y que se quiere predecir

E(y, | X, =3.5). Ahora es posible mostrar que la regresiébn muestral ecuacion (3.3)

proporciona la estimacion puntual de esta prediccion media de la siguiente manera:



174

Yo =Bo +B1Xo
¥, = 2.356+1.215(3.5) (3.4)
¥, =6.6085

Donde:

¥, Es el estimador de E(y, | X,).

Como Y, es un estimador; no es extrafio que sea diferente de su verdadero valor,
la diferencia entre los dos valores (y, —¥,) nos da una idea de la fiabilidad de la
prediccion.

Para estimar este error se necesita encontrar la distribucion muestral de y,.
También es posible mostrar que y, es una variable aleatoria que estd normalmente

distribuida, con media (B, +p,X, ), Y varianza dada por la siguiente ecuacion:

var(y,) = var(B, +B;X,)

var(y,) = var(y — B, x + leoz
var(y,) = var I7+ Br(Xg —X) _
var(y,) = var(y) + var |x0 - x)B, :

var(y,) = var(y) + (xo —x)* var(®,)
2

2
Var(Yo)=%+ «, _Xf gxx

—>
var(y,) = GZRJF ‘(OS_X/} (3.5)

- - o - -7
Reemplazando o por su estimador insesgado &< y haciendo uso de la ecuacién dada en

el apéndice 2.1 j) del Capitulo 2 se tiene que la variable
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_ Yo — E(yl Xo) _ Yo _(Bo +I31X0) _ Yo _(Bo +leo) (36)

artyy) /[1 «J =D
\6‘ + =

n S

XX

Sigue la distribucion t con n-2 grados de libertad. La distribucion t puede por lo

tanto, emplearse para encontrar intervalos de confianza del verdadero E(y,|X,), Y para

hacer pruebas de hipétesis a cerca del mencionado valor en la forma usual.

Un intervalo de confianza de 100(1-o) por ciento para la respuesta media en el
punto X = X €s:

Yo — Y2 n-2€5(Yo) SE(Yo [ X0) <90 +t(/2 n-2€5(Y0)

(3.7)
Bo +B1xg =tz n-2)€5(¥o) < Bo +B1Xg < Bo+PBixo + twr2 n-2€5(Yo)

Ejemplo 2: Haciendo uso de los datos obtenidos en el ejemplo 1 del Capitulo 2 se tiene:

Datos:

X0 = 35, '%2 =0.789,n = 14, Sxx = 28.803 , i = 38214, t(o_o5/2, 14-2) = t(0_025, 12) = 2179,
9o =Bo + P10

¥, = 2.356+1.215(3.5)

¥, = 6.6085

ex(,) = \/(0.789)[ 1 e.5—3.8214fJ

—+
14 28.803
es(y,) =0.243
Por lo tanto, el intervalo de confianza del 95%, para el verdadero valor

E(y, | X,) =B, +B,X, esta dado por:

6.6085 — 2.179(0.243) < E(Y, | X, = 3.5) < 6.6085 +2.179(0.243) (3.8)
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Es decir,

6.079 <E(y, | X, =3.5) <7.139

De este modo dado un Xo = 3.5, con muestras repetidas en 95 de cada 100
intervalos como el de la ecuacion (3.8) estara incluido el verdadero valor medio; la
mejor estimacion de este valor medio verdadero es obviamente la estimacion puntual
6.6085.

Si obtenemos intervalos de confianza del 95%, como el de ecuacion (3.8), para
cada uno de los “x” dados en la tabla 2.1, hallaremos lo que se conoce como intervalo de
confianza o banda de confianza para la funcion de regresion poblacional que se muestra

en la figura 3.7.

Figura 3.7 Intervalos de confianza para el promedio “y” y para un “y” individual.

F'Y

f{’ i = .
Intervale de confianza P ¥ = 2356+ 1.215x;

para un “y" promedio P_J,—-*

00+

Intervalo de confianza
para un "y individual

{Calificacidn obtenid 2, ¥
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H
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3.4.2 Prediccion Individual.
Si nos proponemos predecir un valor individual de “y” como Yy, que corresponde
a un valor dado de “x” como X,, €s posible probar que el mejor estimador lineal

insesgado de y, esta también dado por la ecuacion (3.4), pero su varianza sera:

o2
var(y,) =02{1+ 1, ‘(O_X/} (3.9
n S

XX

Reemplazando o por su estimador insesgado G y haciendo uso de la ecuacion

dada en el apéndice 2.1 j) del Capitulo 2 se tiene que la variable

t— Yo—Yo _Yo (— y)o (3.10)
x| esly
\6{1+i+‘(ox’} i

También sigue la distribucién t. Por consiguiente la distribucion t puede

utilizarse para hacer inferencias a cerca del verdadero valor vy, .

Asi, el intervalo de confianza de 100(1-o) por ciento para yo en el punto x = Xq €s:

Yotz n-2€5(Yo) < Yo [ Xo < Vo +tas2 n-2)€5(Yo)

(3.11)
Bo +B1Xo — Y2, n-2)85(Yo) < Yo | Xg < Bo+BiXo +1 (/2 n-2)€5(Yo)
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Ejemplo 3: Haciendo uso de los datos obtenidos en el ejemplo 1 del Capitulo 2 se tiene:

Datos:

X =35, 52-0789, n=14, S, =28.803, X =3.8214, toos 142 = Loozs, 12 = 2.179,
Yo =PBo +B1Xo

9o = 2.356+1.215(3.5) y

9, = 6.6085

1 €5-3.8214°
es = [(0.789)| 1+ — + =
(Yo) J( )[ 14 28.803

es(y,) =0.920
Sustituyendo en la ecuacion (3.11) se tiene el intervalo de confianza del 95%

para y, correspondiente a X, = 3.5 sera:

6.6085—2.179(0.920) <y, | X, = 3.5 < 6.6085+ 2.179(0.920)
4.6038<y,|X, =3.5<8.6132

(3.12)
Comparando este intervalo con el de la ecuacion (3.8), se puede ver que el
intervalo de confianza para y, individual es mas ancho que el intervalo de confianza

para el valor medio de y,.

Calculando intervalos de confianza como el de la ecuacién (3.12) condicionales a
los valores de “x” de la tabla 2.1, obtenemos una banda de confianza del 95% para los
valores individuales de “y” que corresponden a los valores mencionados de “x”. La

banda de confianza para nuestros x; individuales al igual que la banda para y, se

representa en la figura 3.7.
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Notese que una caracteristica importante de las bandas de confianza de la figura
3.7 es la amplitud (anchura) de las bandas es menor cuando Xo = x. Esto podria sugerir

que la habilidad predictiva de la linea de regresion muestral decrece a medida que X, se

separa progresivamente de x. En conclusion, hay que ser muy cautelosos al “extrapolar”

la linea de regresion cuando se trata de predecir y, o un Yy, asociado con un X, dado,

que esté mas o menos lejos de la media muestral x.
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Ejercicios 3.

1. Para los datos del ejercicio 1 del Capitulo 2 hacer:
a) La grafica de los residuos.
b) Analisis de los residuos.

2. Consideremos las observaciones de los Pesos y Alturas de un conjunto de 10
personas: el individuo 1 tiene 161 cm. de altura y 63 kg. de peso, el individuo 2

tiene 152 cm de altura y 56 kg de peso, etc., tal como se ve en la tabla siguiente:

Individuo 1 2 3 4 5 6 7 8 9 10

Alturacm.x | 161 | 152 | 167 | 153 | 161 | 168 | 167 | 153 | 159 | 173

Peso kg. y 63 | 56 | 77 | 49 | 72 | 62 | 68 | 48 | 57 | 67

c) Estimar la ecuacion de regresion.
d) Hacer el andlisis de los residuos.
e) Determinar el intervalo de confianza del 95% para la prediccién media y para la
prediccién individual dado xo = 162.
3. Para los datos del ejercicio 4 del Capitulo 2 realizar:
f) El analisis de los residuos.
g) Determinar el intervalo de confianza del 95% para la prediccion media y para la

prediccién individual dado xo = 650.
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3.5 Analisis de los Residuos Haciendo uso del SPSS V15.0.

Llamamos residuos a las diferencias entre los valores observados y los
pronosticados: (y; —Y;).

Después de haber digitado los datos en el editor, se realiza el andlisis siguiendo

los pasos que se muestran a continuacion:

Analizar ——» Regresion—— Lineal, luego aparece el siguiente cuadro:

Hl Regresion IIneal

" D ependiente: ﬂ‘l
- e
Fegar

EBlogu= 1 de= 1

Siguiente Heztablecer

Independientes: Cancelar
& = Aopuda
kA Etado: Irtroducir -

“ariable de seleccidn:

Etiquetas de caso:

Ponderacidan FHMICPF:

J U

E=stadisticos. .. Graficos. .. Guardar... Opciones...

En el que se colocan las variables, haciendo click en el botén Estadisticos se

obtiene el cuadro Regresion lineal: Estadisticos, como se muestra a continuacion:

Regresion Iineal: Estadisticos

Coeficientes de rearesidn [ Ajuzte del rmodelo | T fma=r |
[ E stimaciones [] Cambio en B cuadrada = I

. . ancelar
[ Intervalos de confianza [1 Descriptivos
1 rMatriz de covarianzas [ Cornrelaciones parcial p zemiparcial Apuda

[ Diagnssticos de colinealidad

R esiduos
] Durbin- A atzon
[ Driagndsticos por caso
&) Walores atipicos a mas de: |E dezviaciones tipicas

(» Todos los casos




182

Por defecto, el SPSS lista los residuos que se alejan de cero a mas de 3
desviaciones tipicas, pero el usuario puede cambiar este valor introduciendo el valor
deseado. Para obtener un listado de los residuos que se alejan de cero de por lo menos
mas de tres desviaciones tipicas.

Haciendo click en la opcion Guardar de la ventana Regresion lineal se obtiene

la ventana siguiente:

Regresion lineal: Guardar nuevas variables

Yalores pronosticados R e=siduos -

S Cormtinuar |
1 Mo tipificados 1 Mo tipificados
[ Tipificados [ Tipificados (E=Tr=T=lsT
[ Corregidos 1 Estudentizados Apda
1 E.T. del prondstico promedio 1 Eliminados

Distancias 1 Eliminados estudentizados

] M ahalanabis E stadisticos de influsncia
[ De Cook [ DFfEestas
[ “alores de influencia [ 1 DiIBestas tipificadas

1 DEsjuste:
1 DEsjuste tipificado
[ Razdn entre covarianzas

Intervalos de prondstico
[ Media [ Individuos

Interwalo de confianza: =

E=ztadisticos de los cosficientes

[ Crear cosficientes de los estadisticos

E=portar informacidn del modelo a2 un archivo >=kdl
E =arinar

[ Incluir la matriz de covarianzas

En la cual se marca la opcion No tipificados del recuadro Residuos y aceptando

esas opciones se obtiene la tabla resumen que se presenta a continuacion:

Estadisticos sobre los residuod

Desviacion
Minimo Maximo Media tip. N
Valor pronosticado 3.5716 9.6472 7.0000 1.80873 14
Residuo bruto -1.21699 1.99814 .00000 .85352 14
Valor pronosticado tip. | -1.895 1.464 .000 1.000 14
Residuo tip. -1.370 2.249 .000 .961 14

a. Variable dependiente: Calificacion obtenida, y
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Con informacion sobre el valor maximo y minimo, la media Yy la desviacion

tipica de los pronosticos, de los residuos, de los prondsticos tipificados y de los residuos

tipificados.

Es especialmente importante sefialar que la media de los residuos vale cero y la

desviacion tipica de los residuos esta acercandose a uno.

Independencia

Uno de los supuestos basicos del modelo de regresién lineal simple es el de
independencia entre los residuos. EIl estadistico Durbin-Watson proporciona
informacion sobre el grado de independencia existente entre ellos.

En el cuadro Regresion lineal: Estadisticos se selecciond la opcion Durbin-

Watson esta eleccion permite obtener la tabla que se muestra a continuacion:

Resumen del model®

R cuadrado | Errortip.de Durbin-
Modelo R R cuadrado corregida la estimacion Watson
1 .9042 .818 .803 .88838 1.782

a. Variables predictoras: (Constante), Horas de estudio, X
b. Variable dependiente: Calificacion obtenida, y

Como se dijo antes podemos asumir independencia entre los residuos cuando
Durbin-Watson toma valores entre 1.5 y 2.5, en la tabla Resumen del modelo se
observa que el valor es de 1.782 ~ 1.79 que es el que se obtuvo al hacerlo a mano
utilizando los residuos, por lo cual se puede decir que existe independencia entre los

residuos.
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Homoscedasticidad

El procedimiento Regresion lineal dispone de una serie de graficos que
permiten, entre otras cosas, obtener informacion sobre el grado de cumplimiento de
los supuestos de homoscedasticidad y normalidad de los residuos. Para utilizar estos
gréficos en el cuadro Regresion lineal pulsamos el boton gréaficos y se obtiene la

ventana siguiente:

| Regresion hneal: Graficos

DEFEMDNT LiETErEE || @ | Continuar |
ZPHRED
ZHRESID Cancelar
*DRESID v s
“ADJPRED : wuda
"SHESID |:|
“SDRESID I:I b

Graficos de residuns tipificados [ Generar todos loz graficos parciales

[1 Histograrma
[] Grafica de prab. normal

Las variables listadas permiten obtener diferentes gréaficos de dispersion. Las
variables precedidas por asterisco son las variables creadas por el SPSS.
ZRESID: (residuos eliminados o corregidos): residuos obtenidos al efectuar los
pronosticos eliminando de la ecuacion de regresion el caso sobre el que se efectia el
pronaostico.
ZPRED (pronosticos tipificados): prondsticos divididos por su desviacion tipica.
Son prondsticos transformados en puntuaciones ~ (media 0 y desviacion tipica 1).
Trasladar la variable ZRESID al cuadro Y: del recuadro Dispersién 1 de 1.

Trasladar la variable ZPRED al cuadro X: del recuadro Dispersion 1 de 1.
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Aceptando estas elecciones el visor ofrece el diagrama de dispersion que se

muestra en la figura siguiente:

Observando el diagrama de dispersion podemos ver que no sigue ningun tipo de

estructura, entonces, se puede decir que tiene sentido la regresion hecha sobre la

muestra.

El diagrama de dispersion de las variables ZPRED y ZRESID posee la utilidad

adicional de permitir detectar relaciones de tipo no lineal entre las variables. Si la

relacion es, de hecho, no lineal, el diagrama puede contener indicios sobre otro tipo

de funcién de ajuste: por ejemplo, los residuos estandarizados podrian, en lugar de

estar homogeneamente dispersos, seguir un trazado curvilineo.

Normalidad

El recuadro Regresion lineal: Gréaficos contiene dos opciones graficas que

informan sobre el grado en el que los residuos tipificados se aproximan a una

distribucién normal.
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Histograma: Ofrece un histograma de los residuos tipificados con una curva normal

superpuesta como se muestra en la figura siguiente:

YVartable dependiente: v

Frecuencia
1

Pz

%

Media=34E- 14

Desviacidn Tipica= 0961
e n=14

Eegresidn Eesiduo Tipdficads

2 2

Segun este grafico se puede ver que los residuos son aproximadamente normales,

pero ademas del histograma, se tiene el grafico de probabilidad normal que se muestra a

continuacion:

Prob acum esperada

Variable dependiente: y

1.0

o
0
1

o
o
1

o
A
1

0.2

T T T T T
0.2 0.4 0.6 0.8 1.0

Prob acum observada
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En el que se puede observar que los puntos se aproximan a la diagonal, si la
relacion entre las variables fuera perfecta todos los puntos estarian sobre la linea,
pero esos son casos remotos que cuando se trabaja con datos reales casi nunca se

cumple.

Linealidad
Por dltimo se tiene la linealidad, que se puede observar en el diagrama de

dispersién como se mostro en la figura 3.3.



Capitulo 4

Modelo de Regresion Lineal Multiple.

4.1 Introduccion al Modelo de Regresion Lineal Multiple.

El modelo de dos variables, que estudiamos en el Capitulo 2, es mas bien
inadecuado en la practica. Por esta razon, necesitamos extender nuestro modelo simple
con dos variables a un modelo que contenga mas de dos variables. Esto nos conduce al
estudio de los modelos de regresion mdaltiple, es decir, a los modelos en que la variable
dependiente “y” depende de dos o mas variables explicatorias.

El modelo de regresion multiple mas simple es el de la regresion de tres
variables, una dependiente y dos explicatorias, en este Capitulo se estudiara este modelo
y lo generalizaremos para mas de tres variables en el Capitulo 5.

El procedimiento de Regresion Lineal permite utilizar mas de una variable
independiente, y, por tanto, permite llevar a cabo analisis de regresion multiple, la
ecuacion de regresion ya no define una recta en el plano, si no un hiperplano en un
espacio multidimensional.

Para el modelo de regresion multiple se describen los supuestos que subyacen al
modelo.

Ademas, la estimacion de los parametros se realiza por el metodo de Minimos
Cuadrados Ordinarios, y haciendo uso del algebra matricial para el caso de k variables.

En este Capitulo nos ocuparemos también, de la prueba de hipdtesis y luego de

la estimacion por intervalo para modelos que incorporen tres variables.

188
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4.2 Definicién de Términos Basicos.

Coeficiente de Determinacion Multiple (R?): Representa el porcentaje de variabilidad de
“y” debida a la recta de regresion.

Coeficiente de Correlacion Multiple (R): Representa el porcentaje de variabilidad de “y”
que explica el modelo de regresion.

Coeficiente de Correlacion Parcial: Mide la asociacion entre dos variables después de
controlar los efectos de una o mas variables adicionales.

Colinealidad: Es un problema del analisis de regresion y se da cuando las variables
explicativas del modelo estan relacionadas constituyendo una combinacién lineal.
Diagrama de Dispersion Multiple: También llamado hiperplano de regresion que pasa

necesariamente por el punto (Y, X1, X2).

Hipotesis Estadisticas: Es un enunciado acerca de la distribucion de probabilidad de
una variable aleatoria. Las hipdtesis estadisticas a menudo involucran una o mas
caracteristicas de la distribucion, como por ejemplo forma o independencia de la
variable aleatoria.

Multicolinealidad: Problema estadistico que se presenta en el analisis de regresion
maltiple, en el que la confiabilidad de los coeficientes de regresion se ve reducida
debido a un alto nivel de correlacion entre las variables independientes.

No Multicolinealidad: Ocurre cuando las variables explicativas del modelo no estan

correlacionadas.
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4.3  Asunciones del Modelo de tres Variables.

Al generalizar la funcion de regresion poblacional con dos variables (FRP)

ecuacion (1.20), podemos escribir la FRP para tres variables como sigue:

Yi =Bo +BiXy +BoXy +8 (4.1)
Donde:
y: Es la variable dependiente.
X1Y Xz: Las variables explicatorias.
e: El término del error.
i: La i-ésima observacion.
Dentro del esquema del modelo de regresion lineal presentado en el Capitulo 2,

especificamente suponemos que:

E(e;) =0 Paracadai 4.2)
E(gg)) =0 i#] (4.3)
Var € ¥ o® Paracadai (4.4)
E(e;,X,) =E(g;,X,)=0 (4.5)

A esta lista afladimos ahora otro supuesto que denominamos el supuesto de no
multicolinealidad, que significa que no existe una relacion lineal exacta entre las
variables explicatorias. Formalmente, no multicolinealidad significa que no existe un

conjunto de nimeros A1 Y A, distintos de cero, tales que:

MXy +A,X, =0 (4.6)
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Si tal relacion lineal existe, entonces, se dice que X; y Xz son colineales o
linealmente dependientes. De otra forma, si la ecuacion (4.6) se cumple s6lo cuando
A, =A, =0, entonces, se dice que X; ¥ Xz son linealmente independientes.

El supuesto de no multicolinealidad requiere que en la funcién de regresion
poblacional tedrica se incluyan Unicamente aquellas variables que no sean funciones

lineales de algunas de las variables del modelo.

4.4 Interpretacion de la Ecuacion de Regresion Lineal Multiple.

De los supuestos del modelo de regresion clasico, se deduce que, tomando el
valor condicional esperado de “y” en ambos lados de la ecuacién (4.1), obtendremos:
EQY; [X,,X;) = Bo +ByXy; +B,X,, (4.7)
O sea que, la ecuacion (4.7) nos da la media condicional o valor esperado de “y”
condicionado por los valores fijos o dados de X; y X,. Por lo tanto, como en el caso de
dos variables, el andlisis de regresion maultiple es un analisis de regresion condicional,
condicional en los valores fijos de las variables explicatorias, y lo que obtenemos es el

promedio o valor medio de “y” para los valores fijos de las variables X;.

4.5 Significado de los Coeficientes de Regresion Parcial.
El significado de los coeficientes de regresion parcial es el siguiente:

Bo: Se puede interpretar como el valor medio de “y” cuando las x; son cero.
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B1: Mide el cambio en el valor medio de “y”, E(y;|X,,X,) por cambio de una unidad en
X1, Mmanteniéndose X, constante. En otras palabras nos da la pendiente de
E(y, | X,,X,) con respecto a x1, manteniéndose x, constante.

B2: Mide el cambio en el valor medio de “y” por unidad de cambio en x,, manteniéndose

X1 constante.

4.6  Estimacion de los Coeficientes de Regresion Parciales por
Minimos Cuadrados Ordinarios (MCO).

Para estimar los parametros del modelo de regresion con tres variables, ecuacion

(4.1), usamos el método de Minimos Cuadrados Ordinarios visto en el Capitulo 2.

4.6.1 Estimadores de MCO.

Para encontrar los estimadores de MCO, escribimos primero la funciéon de

regresion muestral (FRM) correspondiente a la FRP de la ecuacion (4.1) como sigue:

Yi =Bo +Byxy +B,%, +e (4.8)
Yi=Vi+¢§ (4.9)
Yi—Vi=¢ (4.10)

Donde:

g . Es el término residual.
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El procedimiento MCO consiste en buscar los valores de los parametros
desconocidos, de tal forma que la suma residual de cuadrados sea tan pequefia como sea

posible. Simbdlicamente, lo que se quiere es:

n

min Z |2 = Zn: qi - j=zn: Qi _Bo _leli _BZXZi 3 (4.11)

= i= i=1
Donde SSges Se obtiene por manipulacién algebraica de la ecuacion (4.8),
derivando con respecto a las variables desconocidas, igualando las expresiones

resultantes a cero y resolviéndolas simultdneamente se obtiene:

y =B, +B, X1 +B,X%z (4.12)

Zn:yixl = Zn: ixfi +Bzzn:X1iX2i (4.13)

i=1 i=1 i=1

ZinZi =BOZX2i +B1Z:an2i +Bzzxgi (4.14)
i=1 i=1 i=1 i=1
De la ecuacion (4.12) se ve claramente que:
Bo =y—81§1—62§2 (4-15)

Que es el estimador de MCO del intercepto poblacional Bo.

3 0 ~) (Y, - y>2<x2.—Xz> —Z(xz. X2)(ys - y)z(xl. X1) (X5 —X2)
b= (4.16)

i(xu _il)ZZ(Xzi _RZ)Z _(Z (X =X1) (X _XZ)j
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B 3706 =X ), =) (6= = 35 06, = )Y, =) (6 =Xk %2

(4.17)

n n

Z(Xli _il)ZZ(Xzi —?2)2 _Ei (Xli _il)(xzi _XZ)J

=
La deduccidn de las ecuaciones (4.15), (4.16) y (4.17) se muestran en el apéndice 4.1 a),
b)y c).
Las ecuaciones (4.16) y (4.17) nos dan los estimadores MCO de los coeficientes de
regresion parcial poblacional, 1y B2 respectivamente.

Los valores de los coeficientes se pueden obtener también encontrando las
sumatorias, sustituyéndolas en las ecuaciones (4.12), (4.13) y (4.14) y luego

simultaneando las ecuaciones para despejar los coeficientes.

Recapitulando se tiene que:
1. Las ecuaciones (4.16) y (4.17) son de naturaleza simétrica pues una puede
obtenerse a partir de la otra intercambiando los papeles de x; y de X..
2. Los denominadores de estas ecuaciones son idénticos.

3. El caso de tres variables es una extension natural del de dos variables.

4.6.2 Varianzay Errores Estandar de los Estimadores de MCO.

Una vez obtenidos los estimadores de los coeficientes de regresion parciales, se
pueden encontrar las varianzas y los errores estandar de estos estimadores en la forma
indicada en el Capitulo 2 apéndice 2.1 ). Como en el caso de dos variables, necesitamos

los errores estandar para dos propositos:
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® Para probar hipotesis estadisticas.

® Para establecer los intervalos de confianza.

Las ecuaciones son como sigue:

flji(xzi -x2)% + (izfi(xli -x1)? _Zilizzn:(xli - X1)(Xy — X2)
var®,) = i+ i=L i=1 i1 : *g? (4.18)
2 (X = x1) Y (X —X2)? _(Z(Xu - X1)(Xy —Xz)j
L i=1 i=1 i=1 |

ES(BO) = K/Var(BO) (4.19)

Zn:(xzi -X2)?
=

var(,) = , %o’ (4.20)
Z(Xli - i1)22(X2i -X2)? _(Z(Xli —X1)(Xy —XZ)J
i1 i—1 i1
es(B,) = [var(3,) (4.21)
Y (5 — 3
var(®,) = = , %o (4.22)
Z(Xli _il)ZZ(XZi -X2)? _(Z(Xli - X1)(Xy; —XZ)J
i1 i1 i1
es(B,) =-/var(3,) (4.23)

Donde o? es la varianza (homoscedastica) de los errores poblacionales &;

Un estimador insesgado de o est4 dado por:

6% =11 (4.24)
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L
€
i1

n-2

Observe la similitud de este estimador de o con el de dos variables G2 =

Para el caso de la regresion multiple con tres variables los grados de libertad son n-3,

n
pues al estimar Zef debemos estimar primero Bo, B1 Y B2 lo cual consume tres grados
i=1

de libertad.
El estimador G2 puede calcularse a partir de la ecuacion (4.24), una vez que los

residuos e; estén disponibles, pero puede también obtenerse mas rapidamente usando la

siguiente relacion:

n n
i=1 i=1

el =3 -9) - 0 XY -V -B G XY (425)

La deduccion de este resultado se muestra en el apéndice 4.1 d).

4.6.3 Propiedades de los Estimadores de MCO.

Los estimadores de los coeficientes de regresion parcial de MCO satisfacen el
teorema de Gauss-Markov, el cual establece que de todos los estimadores lineales
insesgados, los de MCO tienen la minima varianza.

A proposito, vale la pena anotar los siguientes aspectos de la funcion de
regresion muestral ecuacion (4.8).

1. Como en el caso de dos variables, la linea (superficie) de regresion de tres

variables pasa por las medias y, X1 y X2. Esto se deduce facilmente de la

ecuacion (4.12).
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2. El valor medio de ¥, es igual al valor medio de los valores observados vy, lo

cual se puede ver facilmente:

9, =B +Byxy + B,y
¥ =Y —Byxa—Pyxz +Bx; + B,y

SVO2Y A% BYX BYx BYx.
i=1 — =1 i=1 i-1 I ‘

_ _ + i=1
n n n n n n
n
2.9 ny B.nx: B,nx
o YR P2 g %+,
n n n

Iz :y_Bl)zl_Bzi2 +Bli1+82§2

(4.26)

I
<

yi

n

3. Zei =e =0 (la sumatoria de los errores es aproximadamente cero, entonces, la
i=1

media es cero).

n
4. Los residuos e;j no estan correlacionados con V., es decir Zeiyi =0
i=1

5. Los residuos e no estdn correlacionados con X; ni con Xy, €S decir,

n
Dex,=>ex,=0
i=1

i=1
6. Como se vio en el Capitulo 2, para las pruebas de hipdtesis suponemos que los
errores ¢; estan distribuidos normalmente con media cero y varianza * con este

supuesto los estimadores f3,,p, yp, estdn también distribuidos normalmente

con medias iguales a Bo, 1 Yy B2 respectivamente y con las varianzas dadas

anteriormente.
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7. Siguiendo la logica del modelo de dos variables dado en el Capitulo 2, bajo los

supuestos de normalidad puede demostrarse que (n-3)6°/c® sigue la
distribucion ji-cuadrada () con n-3 grados de libertad, esto nos permite hacer

pruebas de hipétesis a cerca del verdadero valor de o°.
En el Capitulo 2, se anot6 que, bajo los supuestos de normalidad, los estimadores de
MCO y MV de los coeficientes de regresion del modelo de dos variables son idénticos.
Esta igualdad se extiende a otros modelos que contenga cualquier nimero de variables.
Las pruebas de esta afirmacion se encuentran en el Capitulo 2 apéndice 2.1. No obstante,

esto no se cumple para el estimador de 2. Se puede demostrar que el estimador MV de

Ye?

2 i=1

c° es: independiente del nimero de variables del modelo, mientras que el

n

2.6

n
estimador de MCO de ¢ es: ':172 en el caso de dos variables, ' 3
n-— n—

e;
en el caso de tres

el
i=1

variables y Iik en el caso del modelo con k variables. En otras palabras, el estimador

de MCO de o? tiene en cuenta el nimero de grados de libertad, mientras que el
estimador de o de MV no lo hace. Naturalmente, si n es muy grande los estimadores de

o de MCO y de MV tienden a ser iguales.
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4.7 Coeficiente de Determinacion Maltiple R? y el Coeficiente de

Correlacion Mdltiple R.

En el caso de dos variables vimos que r? definido como la ecuacion (2.33) mide
la bondad de ajuste de la ecuacidén de regresion; es decir, nos da la proporcion o
porcentaje de variacion total en la variable dependiente “y” explicada por la variable
“x”. Esta definicion de r* puede facilmente extenderse a modelos de regresion de mas de
dos variables. Por consiguiente, en el modelo de tres variables estamos interesados en
conocer la proporcion de la variacion en “y” explicada conjuntamente por las variables

X1 Y Xo. El valor que nos da esta informacion se conoce como el coeficiente de

determinacién multiple y se denota con R?; conceptualmente es igual a r°.

Para encontrar el R? se puede seguir el procedimiento siguiente:

Para cada observacién, podemos descomponer la diferencia entre y;, y su media

y COmo sigue:

V-V =0 -9)+F -y

Elevando al cuadrado ambos lados y aplicando sumatorias obtenemos:
Z(Yi _3_/)2 :Z(Yi _yi)2+2(yi _3_/)2 (4.27)
i=1 i=1 i=1

Variacion eny = Variacion residual + Variacion explicada

La deduccion del resultado anterior se muestra en el apéndice 4.1 e)
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Usando la terminologia introducida en el Capitulo 2:
SSt = SSges + SSR
Dividiendo ambos lados de la ecuacion por SSt se tiene:

SSr _SSq _ SSkes
SS; SS;  SS;

LSS SSkes
SS;  SS;

(Y4l

El R? mide la proporcion de la variacion en “y”, que es explicada por la ecuacion de
regresion multiple, se define como el cociente de la suma de cuadrados debida a la
regresion entre la suma de cuadrados totales y se denota de la siguiente forma:

n2 _SSq
SS,
Z(yi _y)z
R2 — i=1
Z(yi _9)2
i=1

n elz
Z(yi _y)z
i=1

Dado que los valores en la ecuacion (4.28) son generalmente calculados en forma
rutinaria, R? puede calcularse facilmente. Note que R? al igual que r* estd comprendido
entre 0 y 1. Si es 1, significa que la linea de regresion ajustada explica el ciento por
ciento de la variacion en “y”. De otra forma si es cero, el modelo no explica nada de las

(Y32

variaciones en “y”.



201

Se dice que el ajuste del modelo es “mejor” mientras mas cerca de 1 esté el RZ.

Recuerde que en el caso de dos variables definimos el valor r como el coeficiente de
correlacion e indicamos que media el grado de asociacion (lineal) entre dos variables.

El analogo de r en el caso de tres 0 mas variables es el coeficiente de correlacion
multiple, denotado por R, y es una medida del grado de asociacion entre “y” y todas las

variables explicatorias conjuntamente. Aunque r puede ser positivo o negativo, R

siempre es positivo. En la practica, R tiene poca importancia. EI més significativo es R>.

4.7.1 Comparacion de Dos o Mas Valores de R?: El R? Ajustado.

Una propiedad importante del R? es el hecho de ser una funcién no dependiente
del numero de variables explicatorias del modelo; a medida que aumenta el niamero de
variables explicatorias, R casi invariablemente crece y nunca decrece, en otras palabras,
una variable “x” adicional no disminuira el R?. Para ver eso, recordemos la definicion

del coeficiente de determinacion:

R2=1- = (4.29)

Ahora, Z:(yi —y)? es independiente del numero de variables “x” del modelo, sin
i=1

n
embargo la suma de cuadrados residuales (Zef] depende del numero de variables
i=1

explicatorias (incluyendo el intercepto). Por intuicion, resulta claro que a medida que el



202

n
numero de variables “x” aumenta, Zef debe decrecer o mantenerse; por lo tanto, el R?
i=1

como se definid en la ecuacion (4.29) crecera. En vista de lo anterior al comparar dos

modelos de regresion con la misma variable dependiente pero con distinto numero de

variables “x”, es necesario tener cuidado de escoger el modelo que tenga el mayor R
Para comparar dos R?, hay que tener en cuenta el niimero de variables “x” del

modelo, lo cual puede hacerse rapidamente mediante un coeficiente de determinacion

alterno, como sigue:

(4.30)

Donde:

k: Numero de parametros en el modelo incluyendo el término de intercepto.

(En el modelo de 3 variables k = 3, porque se estima Bo, B1 Y B2). El R? definido de esta
forma se conoce como el R? ajustado éz . El término ajustado significa ajustado por

los grados de libertad asociados con las sumas de cuadrados que aparecen en la ecuacion

(4.29): Zef tiene n-k grados de libertad en un modelo con k parametros, que incluyen
i=1

el intercepto, y Z(yi —y)? tiene n-1 grados de libertad. Para el caso de tres variables
i=1

sabemos que Z e’ tiene n-3 grados de libertad.
i=1
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La ecuacion (4.30) puede escribirse como:

o A2
R =1-2_ (4.31)

yy
Donde:
&2: Es la varianza residual, un estimador insesgado del verdadero 2.

Syy : Es la varianza muestral de “y”.

Es facil ver que R’ y R? estan relacionados, sustituyendo la ecuacién (4.29) en (4.30)
obtenemos:

R’ =1-(1-r%) =L (4.32)
n—k

La deduccion de este resultado se presenta en el apéndice 4.1 f).

De la ecuacion (4.32) se deduce inmediatamente que:

e Parak>1, R < R% lo que implica que a medida que el nimero de variables “x”

aumenta, el R? ajustado es cada vez menor que el R? no ajustado.
-2 . . .
e R’ puede ser negativo, aunque R es necesariamente no negativo. En el caso de

—2 .

gue R resulte negativo se debe tomar como cero.
Es importante notar que al comparar dos modelos por medio de los coeficientes de
determinacion, ya sea ajustado o no, la variable dependiente debe ser la misma, mientras

que las variables explicatorias pueden tomar cualquier forma.
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4.7.2 Coeficientes de Correlacion Parcial.

Hasta ahora, nuestra consideracion del analisis de regresion multiple ha sido
basicamente una extension del caso de regresion simple. Introduciremos ahora un nuevo
concepto llamado coeficiente de correlacion parcial, que se da cuando tres 0 mas
variables son consideradas en el andlisis de correlacion (la correlacidn entre la variable
dependiente, y solamente una de las variables independientes; la influencia de las otras
variables independientes se mantiene constante en el analisis de correlacion parcial). Por

ejemplo, el coeficiente de correlacion parcial para medir la correlacion entre y; y X,
manteniendo constante Xy, es denotado con el simbolo Ty, .y, .

Los subindices primarios representan las variables para las cuales la correlacion
parcial estd siendo medida, mientras que el subindice secundario representa la variable

que se mantiene constante.

Las correlaciones parciales pueden variar entre -1 y +1, al igual que en el caso de

la correlacion simple.

Utilizando la ecuacion (1.10) del Capitulo 1:
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Definimos ahora los coeficientes de correlacion simple para el caso de tres variables.

(14

Coeficiente de correlacion simple entre “y” y xj.

S (305

i=1

2
n

(14l

Coeficiente de correlacion simple entre “y” y Xo.

S (5252

i=1

g[8 X”Jz\”gy‘z ‘(Zy)

i=1 i

yxp

Coeficiente de correlacidon simple entre X; y Xo.

n n n
nleixzi _[ Xy j( Xzij
i=1 i=1 i=1

X1Xp
i=1
Con los valores de los coeficientes de correlacion simple determinados, se

pueden definir los coeficientes de correlacién parcial para el caso de tres variables, en

términos de estos valores de la siguiente manera.

Coeficiente de correlacion parcial entre “y” y X1, manteniéndose constante X»:

Fyxg — Tyxo Txaxa

Fyioxy = (4.33)
yX19X2 /I
A\ _(ryx2)2 _I_ (rX1X2)2 _
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(1))

Cocficiente de correlacion parcial entre “y” y Xp, manteniéndose constante X;:

My, =Ty I
yx2 YX17X1X2 (4.34)

0?1007

r

yXpex1 —
Coeficiente de correlacion parcial entre X; y X», manteniéndose constante “y””:

Mo ~ Ty Fyxo (4.35)

rX2X10y = 2 2
N0 1000

Las correlaciones parciales dadas en las ecuaciones (4.33) a (4.35) se llaman

coeficientes de correlacion parcial de primer orden; por orden se entiende el nimero de

subindices secundarios. Asi, serd el coeficiente de correlacion de orden dos,

ry><1-><2><3

r seria de orden tres y asi sucesivamente. r.

Y eXpXaX4 v Y 10S sucesivos se llaman

correlaciones simples o de orden cero.

Ejemplo 1: Un Ingeniero Industrial empleado por la Compafiia de la Coca-Cola, analiza
las operaciones de entrega y servicio de producto en maquinas tragamonedas. Cree que
el tiempo utilizado por un repartidor, en cargar y dar servicio a una maquina, se
relaciona con la cantidad de cajas de productos entregadas y la distancia recorrida por el
repartidor. El Ingeniero visita 25 tiendas de menudeo, escogidas al azar, con maquinas
tragamonedas, y anota el tiempo de entrega en la tienda (en minutos), el volumen del
producto entregado (en cajas) y la distancia recorrida (en pies), para cada una. Con los

datos que se muestran en la tabla 4.1 ajustar un modelo de regresion lineal multiple.



Tabla 4.1 Datos de tiempo de entrega.

Observaciones

Tiempo de Entrega, y (min.) Cantidad de Cajas, X;

Distancia, X, (pies)

26
10
25
15
17
21
19
58
32
47
31
18
29
34
37
22
28
12
45
25
50
27
30
13
23

~NrooREHwvoBvcorE R u8orwwan

330
110
210
220
340
80
150
1460
605
688
215
255
462
448
776
200
132
36
770
140
810
450
635
150
560
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Figura 4.1 Matriz de diagramas de dispersion para datos de la tabla 4.1.
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La figura 4.1 es una matriz de dispersion de los datos de tiempo de entrega. Es
un arreglo bidimensional de graficas bidimensionales, en las que, a excepcién de los de
la diagonal, cada cuadro contiene un diagrama de dispersion. Asi, cada cuadro nos
muestra la relacion entre un par de variables. Con frecuencia esto es un mejor resumen
de las relaciones; que una presentacion numérica, como por ejemplo mostrar los
coeficientes de correlacion entre cada par de variables, porque muestra un sentido de
linealidad o de no linealidad en la relacion, y cierta percepcion de como se arreglan los
datos individuales en la region.

Cuando sOlo hay dos variables independientes, a veces un diagrama
tridimensional de dispersién es atil para visualizar la regresion entre la variable
dependiente y las independientes. La figura 4.2 muestra esta grafica para los datos de
Tiempo de Entrega.

Figura 4.2 Diagrama de dispersion con ajuste para los datos de la tabla 4.1.
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La figura 4.2 muestra la relacion que existe entre las tres variables, se puede
observar gque los puntos estan cerca de la region sombreada lo que indica un buen ajuste,
si la relacion entre las variables fuera perfecta todos los puntos estarian en la region

sombreada.

Con mas de una variable independiente, la representacion grafica de las
relaciones presentes en un modelo de regresion resulta poco intuitiva, muy complicada y

nada Gtil. Es mas facil y préactico partir de la ecuacion del modelo de regresion lineal
estimado: §, =P, +p,x,; +f,X, para la cual es necesario estimar los pardmetros de

regresion, en la tabla 4.2 se muestra como sigue:



Tabla 4.2 Resultados basados en los datos de la tabla 4.1

n y X1 X2 i-y) (X —X1) (xy — i2) (Xli — X1)2 (Xy — ;2)2 (Xqi = X1)(Yi —Y) (Xzi _XZ)(yi _y) (Xgi —X1)(Xg —X2)
1 26 | 7 | 330 -1.76 -1.76 -79. 28 3. 098 6285. 318 3.098 139.533 139.533
2 10 | 2 | 110 -17.76 -6. 76 -299. 28 45. 698 89568. 518 120.058 5315.213 2023.133
3 25 | 7 | 210 -2.76 -1.76 -199. 28 3. 098 39712.518 4.858 550.013 350.733
4 15 | 3 | 220 -12.76 -5.76 -189. 28 33.178 35826. 918 73.498 2415.213 1090.253
5 17 | 3 | 340 -10.76 -5.76 -69. 28 33.178 4799. 718 61.978 745.453 399.053
6 21 | 4 80 -6. 76 -4.76 -329. 28 22. 658 108425. 318 32.178 2225.933 1567.373
7 19 | 6 | 150 -8.76 -2.76 -259. 28 7.618 67226. 118 24178 2271.293 715.613
8 58 | 30 |1460| 30.24 21. 24 1050. 72 451.138 |1104012.518 642.298 31773.773 22317.293
9 32 | 5 | 605 4,24 -3.76 195.72 14. 138 38306. 318 -15.942 829.853 -735.907
10 | 47 | 16 | 688 19. 24 7.24 278.72 52. 418 77684. 838 139.298 5362.573 2017.933
11 | 31 | 10 | 215 3.24 1.24 -194. 28 1.538 37744, 718 4,018 -629.467 -240.907
12 | 18 | 4 | 255 -9.76 -4.76 -154. 28 22. 658 23802. 318 46.458 1505.773 734.373
13 | 29 | 6 | 462 1.24 -2.76 52.72 7.618 2779. 398 -3.422 65.373 -145.507
14 | 34 | 9 | 448 6.24 0.24 38.72 0. 058 1499. 238 1.498 241.613 9.293
15 | 37 | 10 | 776 9.24 1.24 366. 72 1.538 134483. 558 11.458 3388.493 454.733
16 | 22 | 6 | 200 -5.76 -2. 76 -209. 28 7.618 43798. 118 15.898 1205.453 577.613
17 | 28 | 7 | 132 0.24 -1.76 -277. 28 3.098 76884. 198 -0.422 -66.547 488.013
18 | 12 | 3 36 -15.76 -5.76 -373. 28 33.178 139337. 958 90.778 5882.893 2150.093
19 | 45 | 17 | 770 17.24 8.24 360. 72 67. 898 130118. 918 142.058 6218.813 2972.333
20 | 25 | 10 | 140 -2.76 1.24 -269. 28 1.538 72511.718 -3.422 743.213 -333.907
21 | 50 | 26 | 810 22.24 17. 24 400. 72 297.218 160576. 518 383.418 8912.013 6908.413
22 | 27 | 9 | 450 -0.76 0.24 40. 72 0.58 1658. 118 -0.182 -30.947 9.773
23 | 30 | 8 | 635 2.24 -0.76 225.72 0.578 50949. 518 -1.702 505.613 -171.547
24 | 13 | 4 | 150 -14.76 -4.76 -259. 28 22. 658 67226. 118 70.258 3826.973 1234.173
25 | 23 | 7 | 560 -4.76 -1.76 150.72 3.098 22716. 518 8.378 -717.427 -265.267

210




Sumando los valores de las columnas de la tabla 4.2 se obtienen:

25 _ 1 1
>y, =694, y=">"y; =" (694)=27.76
i=1 n i=1 25

25 B . 1
3 xy =219, X1 =n§xﬁ =, (219)=8.76

i=1

& _ 19 1
Y Xy 10232, X2 == Xy = - (10232) = 409.28
niz 25

i=1

25 _ 2 _

D (X —x1)% =1136.56, Y. (X, —X2)* = 2537935.04
i=1 i=1

i(x1i —X1)(y; - y) =1850.56 i(x2i —X2)(y; —y) =82680.68

i=1 i=1

is‘,(xli —X1)(xy; — X2) = 44266.680 » D, (Yi —Y)® =3588.56

i=1 i=1

Sustituyendo los datos anteriores en la ecuacion siguiente se tiene:

n

PICTRSONUIRY) HEHESBEED NI RY) NI
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X2)

Bl = = 2
Z(Xli _;l)ZZ(Xzi _;2)2 _(Z(Xli _;1)(X2i _QZ)J

~ _ (1850.56) (2537935.04) - (82680.68)(44266.680)
b= (1136.56)(2537935.04) - (44266.680)

~  4696601068- 3659999204

b= 2884515449-1959538958

~ 1036601864

b= 924976491

A

B, =1.12067914%6

A

B, ~1.121
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Y X DY~ X) — D06 XY~ DY (kK (K ~X2)
Bz — =l i=1 i=1 i=1 -
Z(Xli _il)ZZ(Xzi _QZ)Z _(Z(Xli _il)(xzi _;2)j

_ (82680.68)(1136.56)- (1850.56)@#4266.680)
(1136.56) (2537935.04) - (44266.680)
_ 93971553.65-81918147. %

2 2884515449-1959538958
5 _ 12053406.2
2924976491

A

B, =0.013

B,

o

Bo =y- Bl)?l —62)?2

Bo =27.76—(1.121)(876)-(0.013)(4(®.28)
Go =12.6194

Bo ~12.610

Sustituyendo en la ecuacion de regresion lineal estimada los valores de los parametros,
se tiene:
Vi = ﬁo +G1X1i + ﬁzxzi
¥, =12.610 +1.121 x,, +0.013 x,, (4.36)
Tiempode Entrega=12.610+1.121Cantidad de Cajas + 0.013 Distanciarecorrida
La interpretacion de la ecuacién (4.36) es la siguiente: si las variables Cantidad
de Cajas de producto y Distancia recorrida por el repartidor se fijan o se igualan a cero,
el promedio o valor medio del Tiempo de Entrega (que refleja la influencia de todas las

variables omitidas) es aproximadamente 12.610.



213

El coeficiente de regresion parcial [31 =1.121 mide la cantidad promedio en que

se espera, que un cambio en una unidad en la variable Cantidad de Cajas afecte al

Tiempo de Entrega cuando la variable Distancia recorrida se mantiene constante.

El coeficiente de regresion parcial f&z =0.013 mide la cantidad promedio de

cambio en el Tiempo de Entrega por unidad de cambio en

cuando Cantidad de Cajas se mantiene constante.

la Distancia recorrida

Tabla 4.3 Datos originales, valores estimados usando la ecuacion (4.36) y residuos.

n y X1 X5 Vi e =Yi—Yi e?
1 26 7 330 | 24.747 1.253 1.570
2 10 2 110 | 16.282 -6.282 39.464
3 25 7 210 | 23.187 1.813 3.287
4 15 3 220 | 18.833 -3.833 14.692
5 17 3 340 | 20.393 -3.393 11.512
6 21 4 80 18.134 2.866 8.214
7 19 6 150 | 21.286 -2.286 5.226
8 58 | 30 | 1460 | 65.22 -7.22 52.128
9 32 5 605 26.08 5.92 35.046
10 47 16 688 39.49 751 56.400
11 31 10 215 | 26.615 4.385 19.228
12 18 4 255 | 20.409 -2.409 5.803
13 29 6 462 | 25.342 3.658 13.381
14 34 9 448 | 28.523 5.477 29.998
15 37 10 776 | 33.908 3.092 9.560
16 22 6 200 | 21.936 0.064 0.004
17 28 7 132 | 22.173 5.827 33.954
18 12 3 36 16.441 -4.441 19.722
19 45 17 770 | 41.677 3.323 11.042
20 25 10 140 25.64 -0.64 0.410
21 50 | 26 810 | 52.286 -2.286 5.226
22 27 9 450 | 28.549 -1.549 2.399
23 30 8 635 | 29.833 0.167 0.028
24 13 4 150 | 19.044 -6.044 36.530
25 23 7 560 | 27.737 -4.737 22.439

25

D ef =437.265

i=1
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Para el calculo de la varianza y el error estandar de los parametros de regresion

lineal se necesita la varianza de los errores, y se calculan de la forma siguiente:

Se?
i=1

6% =
n-3
6 — 437.265
25-3
&2 — 437.265
22
62 =19.8756

La varianza de {3,

n n n
€2 (xp —%2)? + &2 T Y (X —Xa)? ~2XaXa ) (g = Xa) (g — X)
var(By) = . = - : i=1 n i-1 . * 52
2 (k= x1) 3 (X5 —x2)° _[Z(Xli —X1)(X; _XZ)J

L i=1 i=1 i=1

- , . )
var(B,) = i_{_ (8.76)“(2537935.04) + (409.28) “ (1136.56) 2(8.76)(429.28)(44266.680) *(19.8756)

125 (1136.56)(2537935.04) — (44266.680)
var@,) = 1+67722325'93}*(19.8756)

|25 9249764908

var(3,) = 2.2502

El error estandar de f,:

es(B,) = yvar(B,)
es(B,) = /2.2502
es(B,) =1.500
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La varianza de f,:

n

Z(XZi _;(2)2

var(®,) = = , o’
n n n
le (Xqi — il)zzl: (Xpi — i2)2 - [21: (Xg = X1) (X — X2)j
1= 1= 1=
2537935.04
(1136.56)(2537935.04) — (44266.680)°
2537935.04

var = "~ *(19.8756
() 924976490.8 ( )

var(B,) = (0.002743783)(19.8756)
var(3;) ~ 0.05453

var3,) = *(19.8756)

El error estandar de , :

eS(Bl) = Var(Bl)
es(B,) = +/0.05453
es(f,) = 0.234

La varianza de f, es:

n
Z (Xq — X1)°
i=1 *x 2
2 (0)

var(3,) =
n n n
Z(Xli _il)ZZ(Xzi ~X2)? _(Z(Xli —X1) (X5 — X2)
i=1 i=1 i=1
1136.56
(1136.56) (2537935.04) — (44266.680)2
1136.56
var,) = —-—-"°  *(19.8756
() 924976490.8 ( )

var(3,) = 0.000024422

var(,) = *(19.8756)




El error estandar de f, es:

es(B,) =/ var(B,)
es(B,) = +/0.000024422
es(Bz)=0.005

- . -2
Haciendo uso de los datos anteriores se calcula el valor de R> Ry R .

El R? se obtiene de la siguiente forma:

Ye?
R2= =t

Z(y. y)®

no _q_ 437.265
3588.560
-1-0.1218

R? =0.8781

=+/R?2
R =+/0.8781
R =0.937
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El valor de R?= 0.8781, el cual muestra que las dos variables Cantidad de Cajas

y Distancia recorrida explican alrededor del 87.81% de la variacion en el Tiempo de

Entrega.



El valor de R’ se obtiene:

i=1
2 _,  437.265/(25-3)
3588.560/(25-1)

=2, 19.8756

1495233
R®=1-0.1329
R’ =0.867
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El valor de R* =0.867 nos indica que después de tener en cuenta los grados de

libertad, las variables Cantidad de Cajas y Distancia recorrida aun explican también el

86.7% de la variacion en el Tiempo de Entrega.

Calculamos ahora los coeficientes de correlacion parcial para los datos del

Tiempo de Entrega, para ello se necesita encontrar el coeficiente de correlacion simple

entre cada par de variables.

Coeficiente de correlacion simple entre Tiempo de Entrega y Cantidad de Cajas.

i=1

2

(25)(7930) — (219)(694)

fy = \/(25)(3055) —(219)? \/(25)(22854) — (694)

. _ 46264
™ " 50488.94528
r,, =0.916



Coeficiente de correlacion simple entre Tiempo de Entrega y Distancia recorrida.

- (25)(366721) — (10232)(694)
2" (25)(6725688) - (10232) . [(25)(22854) — (694)?

yXx2

r

2067017
Myxp =
2385834.782
fyx, = 0866

Coeficiente de correlacion simple entre Cantidad de Cajas y Distancia recorrida.
nleiXZi _(lei j(zXZi ]
i=1 i=1 i=1

_ (25)(133899) — (219)(10232)
e [(25)(6725688) — (10232)2 ,/(25)(3055) — (219)>

XXy

. _ 1106667
% 1342692.13
fx, =0.824
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Se puede observar que los valores de los coeficientes de correlacion simple

obtenidos, estan cerca de 1, que indica que existe una buena asociacion lineal entre cada

par de variables.

Con los valores de los coeficientes de correlacion simple determinados

anteriormente, podemos definir los coeficientes de correlacion parcial para el caso de

tres variables, en términos de estos valores de la siguiente manera:
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Coeficiente de correlacion parcial entre el Tiempo de Entrega y Cantidad de Cajas,

manteniéndose constante Distancia recorrida:

Fyxg ~ Tyxo Txaxg

I =
yXjeXx2

ﬂ_ (ryX2 )2 _l_ (rX]_XZ )2 _
0.916 — (0.866)(0.824)

r

772 [}~ 0.866)2 - (0.824)2
" _0.202416
Y2 0.283319828
Mysqoxy ~ 0.715
El valor de r,,., ~0.715 indica que existe una buena asociacion entre las

variables Tiempo de Entrega y Cantidad de Cajas cuando no interviene la variable

Distancia recorrida.

Coeficiente de correlacion parcial entre Tiempo de Entrega y Distancia recorrida

Manteniéndose constante Cantidad de Cajas:

Myxo = Tyxg xaxo

A\ _(ryxl)z _(rxlxz)
_ 0.866-(0.916)(0.824)

Foons =
72t - 0.916)2 J-(0.824)2

r

yxpexy — 2

0.111216

r Xpex)

YX2®X1 0.227303512
Fyxpex; = 0-489

r ~ 0.49

yX2eX1
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El valor de r ~0.49 indica que existe poca relacion entre las variables

YX; oXy
Tiempo de entrega y Distancia recorrida cuando se mantiene constante la variable

Cantidad de Cajas.

Coeficiente de correlacion parcial entre Cantidad de Cajas y Distancia recorrida,

manteniéndose constante Tiempo de Entrega:

r r

XiXp ryxl yX;
'a (ryx1 )2 - (ryx2 )
0.824— (0.916)(0.866)

r

XaX1®y = 2

- 0.916)2 - (0.866)2
. _ 0030744

*21% 0200606783

r =0.153

XpXq @Y

La cantidad de r,,., =0.153 muestra que no existe relacion entre las

variables Cantidad de Cajas y Distancia recorrida, cuando se mantiene constante la

variable Tiempo de Entrega, porque el valor estd méas cerca de 0 que de 1.

4.8 Supuesto de Normalidad.

Sabemos que si nuestro unico objetivo es la estimacidn puntual de los parametros
de los modelos de regresion, el método de Minimos Cuadrados Ordinarios (MCQO), que
no hace ningun supuesto respecto a la distribucion de probabilidad de las perturbaciones

€i, Sera mas que suficiente. Pero si ademas nuestro objetivo es tanto la estimacion como
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la inferencia, entonces, es necesario suponer que g; Sigue alguna distribucién de
probabilidad.

Hemos supuesto que ¢; sigue la distribucion normal con media cero y varianza
constante o2, supuesto que mantendremos para el modelo de regresién maltiple. Con el
supuesto de normalidad y siguiendo lo expuesto en el Capitulo 2, los estimadores de
MCO de los coeficientes de regresion parcial, que ademas son idénticos a los

estimadores de Maxima Verosimilitud (MV), son los mejores estimadores lineales
insesgados. Y aun mas, los estimadores BO, B, y B, estan normalmente distribuidos con
medias iguales a Bo, B1 Y P2, Y con varianzas dadas en las ecuaciones (4.18), (4.20) y
(4.22). Igualmente (n—3)62/c? sigue la distribucion ji-cuadrada (?) con n-3 grados
de libertad, y los tres estimadores de MCO estan distribuidos independientemente de 6.

Reemplazando o por su estimador insesgado &2 en el célculo de los errores

estandar, cada una de las variables sigue la distribucion t con n-3 grados de libertad.

Sustituyendo los parametros estimados, poblacionales y los errores estandar en la

ecuacion anterior se obtiene:

BO_BO
t, =0 ¢ 4.37
es(B,) (37
t, by =P, (4.38)
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Bz B Bz
t, =2 Pz (4.39)
es(B,)

n
Notese que ahora los grados de libertad son n-3, debido a que en el calculo de la Z e’ o
i=1

? se estimaron primero tres coeficiente de regresion parcial, que obviamente

de 6
impusieron tres restricciones en la suma de cuadrados residuales. Por lo tanto, la
distribucion t puede utilizarse no s6lo para establecer intervalos de confianza si no para

probar hipotesis estadisticas respecto a los coeficientes de regresion parcial de la

verdadera poblacion.
Asi mismo, la distribucion y® puede emplearse para hacer prueba de hipotesis

respecto a o°.

4.8.1 Pruebas de Hipotesis sobre Coeficientes Individuales de

Regresion Parcial.

Teniendo en cuenta el supuesto de que ¢,~ NID(O, c?), podemos utilizar la
prueba t para hacer pruebas de hipoétesis a cerca de cualquier coeficiente individual de
regresion parcial.

Tomando la informacion del ejemplo 1.

Supongamos que se desean probar las hipoétesis:

HO:B1:0

H,:p, %0 (4.40)
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La hipotesis nula establece que manteniendo x, constante, la Distancia recorrida
por el repartidor no tiene influencia (lineal) sobre el Tiempo de Entrega. Para verificar la
hipdtesis nula se hace uso de la prueba t dada en la ecuacion (4.38). Si el valor del t
calculado excede el t critico para el nivel de significancia escogido, podemos rechazar la

hipétesis nula; de lo contrario podemos aceptarla.

Ejemplo 2: Se probara la significancia de la regresion (3,) para el modelo de Tiempo de
Entrega, ejemplo 1 es decir, H, :3, =0y H, :B, #0.
Datos:

El valor estimado de 8, =1.121

El error estandar es(f,) = 0.234

Solucion:
1. Hy:p, =0
2. H;:B,#0

3. Se selecciona un nivel de significancia de o = 0.05 y como la prueba es de dos
colas a/2 = 0.05/2 = 0.025 y se tiene que el valor de la tabla de t es
to.05/2,25-3) = Y0025, 22) = 2.074

4. Region critica: sit<-2.074 6 t > 2.074, entonces rechazamos Ho.

5. Calculos:

b _L121_,

f=— = =4.790
es(B,) 0.234
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Figura 4.3 de la Distribucioén t.

Zoma de rechazo Hy

‘/g; Los

Zoma de rechazo Ha

e = L02s

-2.074 2074 T
47750

6. Decision Estadistica: se rechaza Hy, porque el valor calculado para t, cae en la
zona de rechazo de H,, es decir que B; es estadisticamente significativa, esto es,

significativamente diferente de cero.
7. Conclusién: se concluye que hay una relacién lineal entre Tiempo de Entrega y

Cantidad de Cajas.

Ejemplo 3: Se probara la significancia de la regresion (B,) para el modelo de Tiempo
de Entrega, ejemplo 1, es decir, H, :f, =0 y H, : B, #0.

Datos:

El valor estimado de {3, = 0.013

El error estandar es(,) = 0.005

Solucién:
1. H,:p,=0

2. H,:B, =0
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3. Se selecciona un nivel de significancia de o = 0.05 y como la prueba es de dos
colas o/2 = 0.05/2 = 0.025 y se tiene que el valor de la tabla de t es
t0.05/2, 25-3) = t(0.025,22) = 2.074

4. Region critica: sit<-2.074 6 t> 2.074, entonces rechazamos Ho.

5. Caélculos:

. BE :0'013=26
es(B,) 0.005

Figura 4.4 de la Distribucion t.

Zoma de rechazo Hy

‘é LO2E

Zoma de rechamo Hy

o2 = 028

-2.074 2074 T

2.6
6. Decision Estadistica: se rechaza Ho, porque el valor calculado cae en la zona de
rechazo de Ho, es decir que B, es estadisticamente significativa, esto es,
significativamente diferente de cero.
7. Conclusion: se concluye que hay una relacion lineal entre Tiempo de Entrega y

Distancia recorrida.
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4.8.2 Pruebas de la Significacion Global de la Regresion Muestral.

En la seccion anterior nos limitamos a verificar individualmente la significancia
de los coeficientes de regresion parcial estimados, es decir, bajo la hipdtesis separada de
que cada coeficiente de regresion parcial correspondiente a la poblacion verdadera es
igual a cero.

Ahora se considera la siguiente hipotesis

Ho:B, =P, =0

. 441
H,:B; =0, almenosparaun j. (441)

Esta hipotesis nula es una hipotesis conjunta segin la que B1 y P2 son
simultaneamente iguales a cero. La prueba o verificacion de una hipétesis como esta se
denomina prueba de la significancia global de la linea de regresion observada o
estimada, es decir, si es cierto que “y” esta linealmente relacionada tanto con X; como
con Xa.

¢Puede verificarse la hipotesis conjunta dada en la ecuacién (4.41) probando la
significancia de B, y B, individualmente como en la seccién 4.8.1?. La respuesta es
negativa por lo siguiente:

Al verificar en la seccion 4.8.1 la significancia individual de un coeficiente de
regresion parcial observado, se supuso implicitamente que cada prueba de significancia
estaba basada en una muestra diferente. De tal manera que cuando verificAbamos la
significancia de [31 bajo la hipotesis de que B, =0, se suponia implicitamente que la

verificacion o prueba se basaba en una muestra distinta a la que se utiliz6 para verificar
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la significancia de BZ bajo la hipdtesis nula de que B, =0. Pero si en el proceso de
verificar conjuntamente la hipétesis dada en la ecuacion (4.41) utilizamos las mismas
cifras muéstrales (tabla 4.1), se violaria el supuesto anterior del método de verificacion.
El resultado del planteamiento anterior es el de que para un ejemplo dado, tan
solo puede encontrarse una prueba de hipotesis. La pregunta obvia sera entonces, ,Cémo

verificar simultaneamente la hipotesis nula H,:p, =p, =07?. La respuesta a esta

pregunta se da en la seccidn siguiente.

4.8.3 Anadlisis de Varianza en las Pruebas de Significancia Global de

una Regresion Multiple.

Por la razon expuesta en la seccion anterior no se puede utilizar la prueba t para
verificar la hipotesis conjunta segun la cual las pendientes de las distintas variables son
simultaneamente cero. Sin embargo, esta hip6tesis conjunta puede verificarse mediante

la técnica de Andlisis de Varianza y puede demostrarse del modo siguiente:

Recordando la identidad
Z(yi - 37)2 = Blz (Xli - i1)(yi - 37) + Bz Z (Xzi - )?2)(yi - 37) + zelz (4.42)
i=1 i=1 i=1 i=1

Donde:

> (y; —y)* = Suma Total de Cuadrados (SSv).
i=1
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B> (g —x)(y; —Y)+B, Y. (X, —X2)(y; —y) = Suma de Cuadrados de Regresion (SSg).
=1

i i=1

n

> el = Suma de Cuadrados de Error (SSges).

i
i=1

SSt tiene n-1 grados de libertad, SSk tiene 2 grados de libertad en razon de que
es una funcién de Bl y f&z, y SSges tiene n-3 por lo que se dijo antes. Por lo tanto,
siguiendo el procedimiento de analisis de varianza comentado en el Capitulo 2, seccién
2.6.3 se puede elaborar la tabla 4.4.

Ahora bajo el supuesto de que los &; estan distribuidos normalmente y de que la

hipotesis nula H, :p, =, =0, la variable

B, . (X =x1)(Y, _y)“‘BziZl:(Xzi -xz2)(Y, _Y)/Z ss, 2 MS,

$e /(n_ ) “S8a, /-9 Ms,, O

Fp=—

Res

Esta distribuida como la distribucion F con 2 y n-3 grados de libertad.

Tabla 4.4 Analisis de varianza para una regresion de tres variables.

Fuente de Suma de Gradosde Cuadrado =

Variacion Cuadrados Libertad Medio 0
Regresién SSgr =SS - SSRes 2 MSg MSR/MSRes
Residual SSges = SSt - SSg n-3 MSges

Total SSt =SSR + SSges n-1
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El valor de F, dado en la ecuacion (4.43) proporciona una prueba de la hipétesis
nula, o sea que los coeficientes verdaderos correspondientes a las pendientes son
simultaneamente iguales a cero. Si el valor de Fy calculado es mayor que el valor
tomado de la tabla F para un nivel de significancia o, rechazamos Ho; de lo contrario la

aceptamos.

Ejemplo 4. Se probaré la significancia de la regresion para el modelo del ejemplo 1, de
los datos Tiempo de Entrega, Cantidad de Cajas y Distancia recorrida, es decir
Hy:B,=B,=0y H;:B; #0, almenos paraun j.

Datos:

El modelo ajustado es: y; =12.610 +1.121 x,; +0.013 X,

SSt=>(y; —y)’ = 3588.56
i=1

25
B, =1.121, f, =0.013, > (x;—x)(y; —y) =1850.56

i=1

f}(x2i —x2)(y; —y) = 82680 .68
SSy = Bl_zn:(xli —x1)(Y; —y)+[322n:(x2i —Xx2)(y, - Y)

SS, =1.121(1850.56) + 0.013(82680.68)
SS, =3149.3266

SSres= Y €7 =437.265

i=1
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Solucién:
1. He:B=B,=0
2. Hy:p;=0, almenos paraun j.

Se selecciona un nivel de significancia de o = 0.05 y se tiene que el valor de la

tabla F es F(0.05’ 2,22) = 3.44.

4. Célculos:

3149 .3266 /2 3149.3266 /2 1574 .6633 79 95

F _ SSR /2 _
®SS,./(n-3) 437.265/(25-3) 437.265/(25-3)  19.8756

Tabla 4.5 Andlisis de varianza para las variables del ejemplo 1.

Fuente de Suma de Grados de Cuadrado =
Variacion Cuadrados Libertad Medio 0
Regresion 3149.3266 2 1574.6633 79.225
Residual 437.265 22 19.8756
Total 3588.56 24

5. Decision Estadistica: Se rechaza Ho, porque el valor calculado para Fq (79.225)

es mayor que el de la tabla (3.44).

6. Conclusion: Se concluye que el Tiempo de Entrega se relaciona con la Cantidad

de Cajas y con la Distancia recorrida.
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4.8.4 Importancia de la Relacion entre R?y F.

Existe una relacion intima entre el coeficiente de determinacién R? y la prueba F
utilizada en el andlisis de varianza. Suponiendo que los g estan distribuidos
normalmente y que B, =, =0, es decir la hipotesis nula, hemos visto que:

. S§;)2
’ SSRes/(n_3)

(4.44)
Esta distribuido como la distribucion F con 2 y n-3 grados de libertad.
En general en el caso de k variables (incluido el intercepto), si suponemos que
los errores estan distribuidos normalmente y que la hipétesis nula es:
Hy,:B,=B,=..=p, =0 (4.45)

Se deduce que:

o _ SSe/(k-D)

" SSRes/(n_k) (446)

Tiene la distribucion F con k-1 y n-k grados de libertad.

Nota: El nimero de pardmetros a estimar es k, de los cuales uno corresponde al

intercepto.

Manipulando la ecuacion (4.46) se tiene:

_ R¥(k-)
° (1-R%)/(n-k)

(4.47)
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Habiendo hecho uso de la definicion de R* = ::ER , la ecuacion (4.47) muestra como
T

estan relacionados R? y F. Estos dos estadisticos varfan directamente cuando R? = 0, F es
cero inmediatamente. Mientras mayor sea el R?> mayor sera el F. En el limite cuando
R? = 1, F es infinito. De este modo la prueba F, que es una medida de la significancia
global de la regresion estimada, es también una prueba para el R?. En otros términos
verificar la hipotesis nula dada en la ecuacidén (4.45) es equivalente a verificar la

hipétesis nula de que el R? (de la poblacién) es cero.

Para el caso de tres variables la ecuacion (4.47) se convierte en

_ R?/2
" (@-R*/(n-3)

(4.48)

Por la conexi6n que hay entre R? y F, la tabla 4.6 de analisis de varianza puede rotularse
del mismo modo que la tabla 4.4.

Tabla 4.6 Analisis de varianza en términos de R>.

Fuente de Suma de Grjslos Cuadrado
Variacion Cuadrados . Medio
Libertad

Regresion R{Zn:(yi —y)zj 2 RZ(ZH“(yi —y)zj/z
Residual (1- RZ)LZH: (y, - y)zj n-3 (= RZ)(ZH“ (y, -y)° J/(n -3

Total Do (yi-y) n-1
i=1
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Ejemplo 5. Encontrar el valor de Fq para los datos del ejemplo 1, haciendo uso de la
ecuacion (4.47).

Datos:

R*=0.8781

k=3

n=25

Solucion:

R?/k-1) _  0878Y(3-1) _  0.43905

0 = > = = =79.237
(1-R?)/(n-k) (1-0.8781)/(25-3) 0.005540909

El valor de 79.237, es aproximadamente igual a 79.225 obtenido con la ecuacion (4.43);
la diferencia se debe a errores de redondeo. El valor de Fo = 79.237 es mayor que el de la

tabla (3.44) lo que nos permite rechazar la hipotesis nula.

4.8.5 Intervalos de Confianza en Regresion Multiple.

Los intervalos de confianza de los coeficientes de regresion individuales, juegan

el mismo papel importante que en la regresion lineal simple.

4.8.5.1 Intervalos de Confianza de los Coeficientes de Regresion.
Para construir estimados de intervalos de confianza de los coeficientes de
regresion B, se continuara suponiendo que los errores ¢; estan distribuidos normalmente,

con media cero y varianza . En consecuencia las observaciones y; estan distribuidas en
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2

. . R Kk R
forma normal e independiente, con media ZHBjxij, y varianza o°. Como el

estimador f por Minimos Cuadrados es una combinacion lineal de las observaciones,

también esta distribuido normalmente.

Entonces la distribucion de muestreo para el caso de tres variables:

A A

Bo — B, B, — B, B, B,

ty=r0 0t =P Pyt =

esBo) es(B) ~ " es(B,)

Tiene n-3 grados de libertad. Asi se puede definir un intervalo de confianza de

100(1-at) por ciento para la ordenada al origen p, como sigue:

Bo —tiwszn3€SB0) <Bo <PBo + L2 365B0) (4.49)
Un intervalo de confianza de 100(1-ct) por ciento para la pendiente B, es:

By —teron28SB1) <Py <Py +1( 00 565(B1) (4.50)

Y un intervalo de confianza de 100(1-o) por ciento para la pendiente §, es:

Bs —tiwrzn28B2) <Py <By +1t0n3eS0,) (4.51)

Ejemplo 6: Calcular el intervalo de confianza del 95% para el parametro 3, para los

datos del ejemplo 1.

Datos:
El estimador puntual de B, es B, =1.121

El valor para t(a/2,n—3) es: t(.05/2’ 25-3) = t(0.025’ 22) = 2.074

El error estandar de f,: es(B,) =0.234
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Solucion:

Sustituyendo estos datos en la ecuacion (4.50) se tiene:

By —t(r2,n-285(B1) <Py <Py +1ti 20 3eS(B,)
1.121-2.074(0.234) < p, <1.121+ 2.074(0.234)

0.636 <, <1.606 (4.52)
Esto es 1 cae entre 0.636 y 1.606 con un coeficiente de confianza del 95%, lo
cual quiere decir que si se seleccionan 100 muestras de tamafio 25, y se construyen 100

intervalos de confianza como f; +t,,, , 3€s(B,), podemos esperar que 95 de ellos

contengan el verdadero pardmetro poblacional §,.

Como se puede observar el valor hipotético nulo de cero no cae dentro del
intervalo dado en la ecuacion (4.52), podemos rechazar la hipétesis nula segun la cual
B, =0 con un coeficiente de confianza del 95 por ciento. Asi pues, usando la prueba de
significancia o la estimacion del intervalo de confianza, llegamos a la misma conclusion,
cosa que no debe sorprendernos en razén del vinculo entre la estimacion de intervalos de

confianza y las pruebas de hipétesis.
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Ejercicios 4

1. Se lleva a cabo un experimento para determinar si el peso de un animal se puede
predecir después de un tiempo dado, sobre la base del peso inicial del animal y la

cantidad de alimento que consume. Se registran los datos siguientes en kilogramos:

Peso final (kg.) Peso inicial (kg.) Alimento consumido (kg.)
95 42 272
77 33 226
80 33 259
100 45 292
97 39 311
70 36 183
50 32 173
80 41 236
92 40 230
84 38 235

h) Determinar la ecuacion de regresion multiple.

i) Calcular los coeficientes de correlacion parcial e interpretarlos.

j) Calcular el coeficiente de determinacion e interpretarlo.

k) Calcular el peso final de un animal cuando el peso inicial es 45 kg. y 250 kg. de
alimento consumido.

I) Realizar la prueba de hipdtesis individual y global de los coeficientes de
regresion.

m) Encontrar los intervalos de confianza para los coeficientes de regresion.
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2. La tension de la pierna es un ingrediente necesario para un pateador exitoso en el
fatbol americano. Una medida de la calidad de una buena patada es la distancia a la
que se lanza el ovoide (pelota en forma de huevo). Para determinar si la tension de
las piernas influye en la distancia de pateo, se eligieron 13 pateadores para el
experimento y cada uno pate6 10 veces un ovoide. La distancia promedio en pies,

junto con la tension en libras, se registraron como sigue:

Distancia (pies) | Tension pierna izq. (1bs.) Tension pierna der. (1bs.)
162.50 170 170
144.00 130 140
105.67 110 120
147.50 170 180
117.59 120 130
163.50 160 160
140.25 140 120
192.50 150 170
150.17 130 140
171.75 150 150
165.16 150 160
162.00 180 170
104.93 110 110

a) Determinar la ecuacién de regresion multiple.

b) Calcular el coeficiente de determinacién e interpretarlo.

c) Calcular el coeficiente de determinacion ajustado.

d) Calcule la distancia de pateo de un jugador con tension en ambas piernas de 145
Ibs.

e) Realizar la prueba de hipotesis individual y global de los coeficientes de
regresion.

f) Encontrar los intervalos de confianza para los coeficientes de regresion.
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3. Los datos de la siguiente tabla corresponden a un estudio sobre la contaminacién
acustica realizado en distintas zonas de la misma ciudad. La variable “y” mide la
contaminacion acustica en decibelios, la variable x; la hora del dia y x; el trafico

de vehiculos por minuto.

Decibelios 09/16(47]28|56|24|10]15
Hora 14 | 15|16 |13 |17 | 18 |19 | 20
Trafico de Vehiculos(min) | 1 | 2 | 5 | 2 | 6 | 4| 3| 4

a) Determinar la ecuacién de regresion mdaltiple.

b) Calcular el coeficiente de determinacion e interpretarlo.

c) Calcular el coeficiente de determinacion ajustado.

d) Realizar la prueba de hipotesis individual y global de los coeficientes de
regresion.

Se lleva a cabo un conjunto de eventos experimentales para determinar una forma de

pronosticar los tiempos de cocimiento “y”, a varios niveles de ancho de horno x; y la

temperatura de los conductos interiores x,. Los datos codificados se registran como

se muestra a continuacion.

y(©) X (em.) | X ()
640 | 132 | 115
15.05 | 269 | 3.40
18.75 | 356 | 4.10
3025 | 441 | 8.75
44.85 | 535 |14.82
48.94 | 620 |15.15
5155 | 7.12 |15.32
6150 | 8.87 |18.18
100.44 | 9.80 | 35.19
111.42 | 10.65 | 40.40
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Determinar la ecuacion de regresion maltiple.

Calcular el coeficiente de determinacion e interpretarlo.

Calcular el coeficiente de determinacion ajustado.

Realizar la prueba de hipotesis individual y global de los coeficientes de
regresion.

Realizar la estimacion por intervalo para un oo = 0.05

En el disefio de un modelo de simulacién necesitamos disponer de una funcién de

consumo de bienes de origen industrial; para lograrlo tenemos los siguientes datos:

Afos |y ($) | X1 ($) | X2 ($)
1970 | 45 | 52 | 10
1971 | 42 | 58 | 13
1972 | 48 | 58 | 10
1973 | 55 | 60 | 14
1974 | 53 | 65 | 16
1975| 65 | 70 | 18

Donde:

y: Consumo de bienes industriales (medido en unidades monetarias constantes).

X1:

Xo.

a)
b)

c)

Ingreso disponible (monetarias constantes).

Importaciones de bienes de consumo.

Determinar la ecuacion de regresién mdaltiple.

Calcular el coeficiente de determinacion e interpretarlo.

Estimar el consumo de bienes industriales para 1976; si asumimos que para
dicho afio el ingreso disponible fue de 72 y las importaciones de bienes de

consumo 17.
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6. Se quiere disponer de estimaciones de las variaciones en los precios de bienes
agricolas de consumo esencial. Para lograrlo, después de algunos estudios, se
concluyé que una metodologia posible podria ser el ajuste de una ecuacion de

regresion a los siguientes datos:

Periodo | y (% precios) | X; (% costo unitario) | X, (%)
1 7 6 11
2 9 7 14
3 11 12 7
4 12 13 12
5 14 15 21
6 22 23 21
7 25 24 14

Donde:

y: Porcentaje de los precios de bienes agricolas.
X1: Porcentaje del costo unitario de produccion.
Xz: Tasa de inflacion (%).

a) Calcular la ecuacion de regresion multiple.

b) Calcular el coeficiente de determinacion e interpretarlo.

7. Los datos de la tabla que se muestran a continuacion son mediciones realizadas a 9
nifios con el proposito de llegar a una ecuacién de estimacion que se relacione con su

estatura al nacer y con su edad en nimero de dias.



Estatura del nifio (cm.) | Edad (dias) | Estatura al nacer (cm.)
57.5 78 48.2
52.8 69 455
61.3 77 46.3
67.0 88 49.0
53.5 67 43.0
62.7 80 48.0
56.2 74 48.0
68.5 94 53.0
69.2 102 58.0

Determinar la ecuacion de regresién maltiple.

Calcular el coeficiente de determinacion e interpretarlo.

Calcular el coeficiente de determinacion ajustado.
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Realizar la prueba de hipotesis individual y global de los coeficientes de

regresion.

e) Realizar la estimacién por intervalo para un o = 0.05

. Se quiere determinar si la demanda de café, depende del precio del café y del precio

del cacao. Para ello se presentan los datos en la siguiente tabla.

Demanda de café, y ()

Precio de café, x; ($)

Precio de cacao, x; ($)

10
8

5
6
2

3
5
4
8
10

5

4
3
2
2

a) Hacer un diagrama de dispersion tridimensional.

b) Determinar la ecuacion de regresion multiple.

c) Calcular el coeficiente de determinacion e interpretarlo.



d)

f)

9)
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Calcular el coeficiente de determinacion ajustado.

Realizar la prueba de hipotesis individual y global de los coeficientes de
regresion.

Realizar la estimacion por intervalo para un o = 0.05.

Realizar la prediccion para nuevos valores del café y el cacao, donde: x; = 12 y

X2:2.
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Apéndice 4: Deduccion de Ecuaciones.
4.1 Deduccion de ecuaciones utilizadas en el Capitulo 4.

a) Deduccion de B, ecuacion (4.15).

Vi =Bo +PByxy +BoXy +e;
Yi=Vi+€

—Yi =6
y Zn:eiz = Zn‘,"l -V f entonces, Zenz = z L7 _yij =Z Qi _Bo _leli _BZXZiB
i=1 i=1 i=1 i=1 i=1

Derivando parcialmente ambos lados de la ecuacion anterior con respecto a f,se

tiene:

ago(zn:(. —Bo —PByxy — BZX2|)] 860(.nle]

Zi (’i —Bo —Bixy —Baxy E‘l) =0
Zn: (i —Bo —Bixy —Baxy }0
zy| Zn:Bo ZH:B Xy _Zn:Bzxzi =0

i=1 i=1 i=1 i=1

Zn:yl NP - Bllel iXZi =0
ZYi _Bllei —Bzixzi =n,

_zn:Yi Zn‘,xli Zn:XZi
i=1 _Bl i=1 _BZ i=1 :BO
n n

n
y_Blil _Bz)?2 :Bo

L.q.q.d
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n
Como ya conocemos f,, sustituimos en la ecuacion > €, —B, — B, —Bzxzj para
i=1

expresarla en funcion de f, yB,, derivando con respecto a f, se tiene la ecuacion (1)

asi:

i&i _(y_Blil _Bziz)_ﬁlxli _Bzxzij:ieiz

i=1

Z Qi _y+31§1 +Bz§2 _leli _BZXZi 3=Zei2

Zlyl y) Bl(xh Xl) B(qu_ :Ze
581(2 Iy| y) Bl(xll Xl) B(le XZ)] aBl[Zelj

Zi Iyi —)7) _Bl(xli _il) _Bz(xm _)?Z)lei _)?1)(_1) =0

S I =) = B (kg — ) =By (X — X2) (X — X2) =0

i=1

i(xli = X1)(y; —Y) _Bli(xli - X1)°* _Bzi(xli —X1)(X5 —X2) =0

BlZ(Xli - i1)2 + Bzz (Xli - il)(xzi - i2) = Z(Xli - Xl)()/i - y) (1)
i=1 i=1 i=1
Derivando con respecto a f3, se tiene la ecuacion (2) as:

z (’i —(y = Brx1—B,x2) —Pyxy; —Bzxzi3=ze?
i=1 i=1
z (i =y +Bxa+B,x2 = Bixy — Xy 3: Zelz
i=1 i=1

S Iy -9~ Bas = X0) — By (s — x2) 2 = 367
i=1 i=1
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|
i=1

3 b 90 Bk —30) Bt~ %) 7 |= 0| De?
aBz i-1 2
22": IYi —y) =By (X —x1) =B, (X —§2)szi -x2)(-1) =0
=
Zn: IYi —y) =By (X —x2) =B, (X _QZ)ZXZi -X2)=0
i-1

s = X)) 35 s =X = X2) =B 3 g - x2)* =0

i=1

B 0t =)0 = X2) B, (g = X2) = X (s = X)Y, -Y) (2

b) Deduccion de B, ecuacion (4.16).

Tomando las ecuaciones (1) y (2) y para facilitar el proceso hacemos:

n n

lez = Z(Xn _il)(xzi —X2)

uN
N
=

>X,Y, = Y (¢ =X, - )

iXZYi = i(xm —-x2)(¥; —Y)



y multiplicando (1) por >’ X3 y (2) por —> X, se tiene:
i=1 i=1

n n n n n n
BlZXfZXE‘FGzZXlzZXZ =ZX1YiZX§ (1)
i=1 i=1 i=1 i=1 i=1 i=1
n n n ’ n n n
- BlZXHZXlZ - Bzzxzlez = _ZXZYi lez (2)
i=1 i=1 i=1 i=1 i=1 i=1

Sumando las ecuaciones (1) y (2) tenemos:
n n n n n n n n
Bllezzxg —Bllezlez = leYi ZX% _ZXZYi lez
i=1 i=1 i=1 i=1 i=1 i=1 i=1 i=1
n n n 2 n n n n
Bl[Zszxg _(lezj ] = leYiZX§ _szYilez
i=1 i=1 i=1 i=1 i=1 i=1 i=1

n n n n
SXYIHE TR T
B, = =L i1 i1 L
n n n
Sxe3xi-{ %
1= 1= i=

Sustituyendo en B, las ecuaciones originales se tiene:

Blzi

PICIEOIIR") ACHESSEED YCMETSIIE)) A HICHES
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n n

Z(Xli —Xl)zzn:(XZi —iz)2 —(Z(Xli —il)(XZi —Xz)J

i=1 i=1

L.g.qd



C) Deduccion de B, ecuacion (4.17).

Para despejar 3, multiplicamos (1) por _lez y (2) por fo se tiene:

i=1 i=1
n ’ n n n n n
_Blle lez_Bzlezlez :_leYilez (1)
i=1 i=1 i=1 i=1 i=1 i=1
n n ? n ’ n ’ n n ?
612X122X1 +Bzzxzle :ZXZYile (2)
i=1 i=1 i=1 i=1 i=1 i=1

Sumando las ecuaciones (1) y (2) obtenemos:
n n n n n n n n
BzZngxlz - Bzlezlez = _leYi lez + ZXZYi lez
i=1 i=1 i=1 i=1 i=1 i=1 i=1 i=1
n n n 2 n n n n
Bz[Zngxlz _(lezj } = ZXZYilez _leYilez
i=1 =l i=1 i=1 i=1 i=1

i=1

n n n n
PRADREEDR AP
BZ — i=1 i=1 i=1 i:l2
n n n
lexf;XE— gxlz
1= 1= i=

Sustituyendo en f, las ecuaciones originales se tiene:

n

PICIEESIVERY) HCTESOLED O R) NI
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X2)

Bz =12

n

Zn:(xli _Xl)zzn:(xzi _;2)2 _(Z(Xli _21)(X2i _Xz)j

i=1 i i=1

L.g.qd



d) Deduccion de la ecuacion (4.25).

La ecuacion de regresion estimada estd dada por: vy,

la cual se puede despejar el e; como se muestra a continuacion:

e =Y —Bo =Xy —B,Xy

e =Y, — (Y =By x1 —B,x2) =B, xy; —B Xy
e =Y, —Y+B e+ B, X2 =B, xy; —BoXy
e = (Y, —Y) =By (X —x1) =B, (X5 —X2)

Entonces:
Zn:eiz = Zn:(eiei)
i-1 i1
et =k byi—¥) By (xy —x0) By (xy —X2) _
i=1 i=1
z Z i(Yi - y) - Blze (Xy — X1) — Bzze (X — X2)
i=1 i=1
Donde:
Blz:ei(xli -x1)=0 vy Bzzei(xzi —X2)=0
i=1 i=1

Zn:eiz :Zn:ei(Yi -y)

i=1 i=1

Ye? =3 (y, - e,

i=1 i=1

L.gq.qd

32 =3(y; =) by =)~ Bu(xy —X1) =B, (x5 —X2) _
=1

i=1 i
n n

362 =3 (y; — )% 0> (kg — X)Yi — ¥)— B (Kot — X2)(¥; )
=1 i=1

i=1 i

248

=B, + B, Xy +PB,X, +€; a partir de
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e) Deduccion de la ecuacion (4.27).

Como R? es una medida de bondad del ajuste en el modelo de regresién mdaltiple, para
cada observacion podemos descomponer la diferencia entre y; y su media y como sigue:
i =)= =3+ -y)

Elevando al cuadrado ambos lados de la ecuacion anterior y aplicando sumatoria

tenemos:
>0 -9 =[§(yi 920, —y)T
gwi -y’ =ile(yi -9, +§(yi —y) +2§(yi —yi)g(m -)
Pero el Gltimo término es idénticamente cero ya que:
g(yi —yi)g(m —y>=:zlei(yi -y)
é(yi —yi)g(yi —y)=iizleiyi —:Zleiy
Donde , = Bg + Puxy + .+ PeXe
> (5130309, 9) = D (o + By i)~y
gwi —yi)g(m - :Bogei +Blgeix1i +...+Bkgeixki —ygei

i - 903 —¥) =0
i=1 i=1

Dadoque Y e, =0y > e;x;; =0 paraj=1,2,....k
i=1

i=1
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Asi:
Z(yi _)7)2 =Z:(yi _yi)Z +Z(yi _y)z
L.gqd

f) Deduccidn de la ecuacion (4.32).

Para ver la relacion entre R’ y R? sustituimos

D€ ye /(n k)
R? =1- = en R’ =1- 1= y se tiene entonces:
Z(yi -y)° 20 -y’ /(n 1)
el
R? :1_ni=17
Z(yi _y)z
S yi-y)-Yel
R2 — i=1 i=1
Z(yi _y)z
R™Y (v, - )" =3 (v, 9~ D€

Zeizz (yi_y)z_Rzz(yi_y)z
i=1
>el =Y (v, -y)'@-R?)
Sustituyendo este resultado en R” tenemos que:

> -’a-R?)

ﬁz —1_ = * (n-1)
i(y-—?)z (n-k)
< (=1
R?=1-(1-R?) -1

L.q.q.d
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Apéndice 4.2: Solucion de Ejemplos Haciendo uso del Software

Estadistico SPSS v15.0

Haciendo uso del software se pueden obtener los resultados de los ejemplos 1, 2,
3,4,5,6 enunasola ejecucion siguiendo los siguientes pasos.

1. Se les da un nombre a las tres variables en estudio, se digitan los datos para cada

variable y se obtiene la ventana siguiente en la cual solamente se muestran 8

observaciones del total (25).

.55; *Coca Cola.sav [Conjunto_de_datos1] - Editor de datos SPSS

archivo  Edicidn  Yer Datos Transformar  Analizar  Graficos  Utlidades  wenkana 2
T EDE e 2 S e CE % @
1: Cantidad _de_ Tz |7 Wisible: 3 de 3 -
Tiempo_de_ Entrega| Cantidad de Cajas | Distancia | var | wvar 3
1 26| 7 330 3
2 10 2z 110
3 25 7 210
4 15 3 220
5 17 3 340
[+ 21 4 30
7 19 6 150
8 58 30 1460 3
4 » % Wista de datos £ ‘Vista de variskles  f | < [} g
5PSS El procesador_ests preparado

2. En la barra de menu se selecciona la opcion Analizar — Regresién — Lineal como

se muestra a continuacion.

.==! *Coca Cola.sav [Conjunto_de_datos1] - Editor de datos SPSS

Archivo  Edicion  Yer Datos  Transformar [GREIES Graficos  Utiidades  Wentana 7
- Informes » v E—-—-l = u =
E} E E h Estadisticos descriptivos » E E = = % I\Q
Tablas »
1: Cantidad_de_C: |7 Compatar medias » Visible: 3 de 3 -
Tiempo_de Entreg !Modeloineslgeneral ' | Distancia | wvar | var =
Modelos lineales generalizados  » =
1 p Modelos mixkos 3 L 330 3
Correlaciones 3 S
2 1 Regresidn 3 Lineal. ..
3 3 Loglineal 3 Estimacidn curvilinea. ..
Clasificar 3 L .
4 ] Reduccidn de datos » Lng'ft!(a blna.na. »
Eecalas o Logistica multinomial ...
5 ] Pruebas no paramétricas » Ord"_jal' v
& 3 Series temporales 3 A floog
Supervivencia » Mo lineal. ..
7 1 Respuesta miltiple .4 Estimacidn ponderada. ..
Andlisis de valores perdidos... Minimos cuadrados en dos Fases. ..
8 3 Muestras complejas * K o E
4 » ' Vista de datos 4 ‘“ista de varisbles Control de calidad k Ezcalamientoloptmoly »
Reqgresion lineal Curva COR... Edu
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3. Al hacer click en la opcién lineal aparece la siguiente ventana en la cual se colocan

las variables cada una en su lugar en este caso hay dos variables independientes.

N cgresion Iineal

=% Cantidad de Caisas e
= Distarncia |:| = Tiempo_de_ Entreaa

Feaar
Elogue= 1 de 1

SiguisEnke Festable=caer

Independientes: Cancelar
= Cantidad_de_Cajias Aada
(<] | = cistancia
P Etada: Introducin -

Wariable de =seleccicr:

Etiquetas de caso:

Fornderaciorn FMCF:

J UL

E stadisticos. Sraficos... Suardar... Opciones. ..

Al pulsar en los botones Estadistico y Guardar aparecen los cuadros siguientes:

PRegresion linea Estadisticos
Cosficientes de regresicn 1 Aju=te del modelo
1 E stimacione=s [ Cambio en B cuadrado = i
. - ancelar
1 Intervalos de confianza W D escriptivos

1 P atriz de cowvarian=as [ Carrelaciones parcial v semiparcial Aaad s
[ Diagnasticos de caolinealidad

Fesiduos

1 Durbin-way atson

[ Diagnasticos por caso

Regresion lineal: Guardar nuewvas variable=s

walaores pronosticadas Feziduas -
1 Mo tipificados 1 Mo tipificados
Cancelar

[ Tipificadaos [ Tipificados
1 Corregido=s [1 Estudentizado=s Lapiada
[T E.T. del pronastico promedio [ Eliminados

Dristarcias [ Eliminados estudentizados

1 M ahalanabis E stadisticos de influencia
[ De Caok [ DOfBEstas
[ “alores de influsncia [] DfBetas tipificadas

| DEAjuste
[ DEAsjuste tipificado
[ Razan entre covarianzas

Intervalos de pronastico
I mMedia [ Individuos
INntervalo de confianza: =

E stadisticos de lo=s cosficientes

[ Crear casficientes de los estadisticas

E =portar informacidn del modela a un archivo =k

E =anmirnar

B Tmcluair la matriz de cowvarianzas
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Dando un click en el boton aceptar aparecen los siguientes resultados

Variables introducidas/eliminad8s

Variables Variables
Modelo | introducidas eliminadas Método
1 Distancia,

Cantidad_, . | Introducir

de_Cajas

a. Todas las variables solicitadas introducidas
b. Variable dependiente: Tiempo_de_Entrega

En la tabla de variables introducidas se observa que no se ha eliminado ninguna variable

Estadisticos descriptivos

Desviacion

Media tip. N
Tiempo_de_Entrega 27.76 12.228 25
Cantidad_de_Cajas 8.76 6.882 25
Distancia 409.28 325.188 25

La tabla de estadisticos descriptivos muestra la media, que son exactamente las

obtenidas en el ejemplo y la desviacion tipica para cada una de las variables, también

puede observarse que aparece el nimero de observaciones.

Coeficiente$
Coeficientes no Intervalo de confianza para B
estandarizados al 959
Limite
Modelo B Erra tip t Sig. Limite irferior superior
1 (Constante) 12610 1500 8406 000 9499 15.720
Cantidad_de_Cajas 1121 234 4799 000 636 1605
Distancia 013 005 2637 015 003 023

a. Variable dependiente: Tiempo_de_Entrega
Los valores obtenidos en la tabla son iguales a los obtenidos en el ejemplo haciendo uso

de las ecuaciones mostradas en este capitulo, y algunas diferencias que se dan son

debido a las aproximaciones que se hacen.
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Suma de Media
Modelo cuadrados al cuadratica F Sig.
1 Regresion 3151.299 2 1575.650 79.276 .0002
Residual 437.261 22 19.875
Total 3588.560 24

a. Variables predictoras: (Constante), Distancia, Cantidad_de_Cajas
b. Variable dependiente: Tiempo_de_Entrega

La tabla ANOVA es la del andlisis de varianza en la cual se presenta un resumen de los
valores que se necesitan para realizar la prueba de hipotesis global de los parametros de
regresion, se puede ver que los valores son casi iguales salvo por algunas

aproximaciones.

Resumen del modek

Estadistices de cambio
R R cuadrado Errar tip de la Sig. del
Modelo R cuadrado corregida estimacion Cambioen F gll gl2 cambioenF Durbin-Watson
1 9372 878 867 4.458 79.276 2 22 .000 1811

a. Variables predictoras: (Constante), Distancia, Cantidad_de_Cajas
b. Variable dependiente: Tiempo_de_Entrega

En la tabla resumen del modelo se muestran datos interesantes que se necesitan para ver
si el modelo que hemos ajustado es bueno, se muestran los valores de los R los cuales
son iguales a los obtenidos haciendo uso de las ecuaciones, el valor del estadistico F, los
grados de libertad y el valor del estadistico d = 1.811 que como se dijo en el Capitulo 3,
cuando el valor de Durbin-Watson se encuentra entre 1.5 y 2.5 podemos asumir
independencia entre los residuos, en este caso los valores de los R y el valor de Durbin-

Watson muestran que el modelo ajustado es adecuado.
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Ahora calculamos la correlacion simple y parcial de las variables siguiendo los pasos

gue se muestran a continuacion:

4. Después haber hecho la regresion de las variables hacemos la correlacion simple o de
orden cero y la correlacion parcial o de orden uno, con los datos que ya se tienen,
recuérdese que con la correlacion lo que se quiere ver es la asociacion que existe

entre las variables. En la barra de mend se selecciona la opcién Analizar

— Correlacion — Parciales como se muestra a continuacion.

.555 *Coca Cola.sav [Conjunto_de_datos1] - Editor de datos SPSS

Archivo  Edicion  Wer Datos  Transformar [EREIECIS Graficos  Utilidades  Ventana 7
T Informes 3 w == = » —
E} E |uv: Estadisticos descriptivos > E ==t E 2 = % I\g
Tablas >
1: Cantidad de_C: |7 Comparar medias > Visible: 5 de 5 -
= Modelo lineal | > - :
Tiempo_de Entreg o =0 'nesaensra Distancia | PRE 1 | R~
= = Modelos lineales generalizados  » — =
1 2 Modelos mixtos » 330 24.75450 =
i >
2 ] Regresian » 16.28428
3 4 Logineal b 23.19078
Clasificar >
A4 ] Reduccién de datos 3 18.83837
Escalas >
3 1 Pruebas no paramétricas v 20.40210
A Series temporales »
6 4 Supervivencia » 18' 1347 1
T 1 Respuessta multiple » 21.28824
Aandlisis de valores perdidos. ..
s 5 Muestras complejas » 65.25520 -
4 » \WVista de datos 4 ‘ista de variables Contral de calidad rlom >
Correlaciones parciales Curva COR... do

5. Dando click en la opcién parciales se obtiene la ventana siguiente:

Hl Correlaciones parciales

“Wariables:
& Tiempo_de_ Entrega

I:I & Cantidad_de__Cajas Fegar

Festablecer

Socepkar

Cancelar
Contralando para:

IZI o Distancia Spnda

Prusba de ignificacidr
=0 Bilateral O U rilateral

1 kAo=strar el nivel de significacian real Opciones. ..

En la que se han trasladado las variables Tiempo de Entrega y Cantidad de Cajas a la
primera casilla, y en la segunda casilla se ha trasladado la variable Distancia que se

mantendra constante en este caso.
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Luego dando un click en opciones se muestra la ventana siguiente:

| Correlaciones parciales: Opciones

E ztadistico=s | Coaontinuar |

[1 Medias y desviaciones tipicas
. Cancelar
[ Correlaciones de aorden cera

Suuda
“alores perdidos
(#) Excluir casos s=equn lista

2 Exmcluir casos segln pareja

En la que se ha seleccionado la opcion correlaciones de orden cero, es decir que los
resultados que se obtendran seran de las correlaciones de orden cero y de orden 1 como

se muestra, dando click en aceptar se tiene:

Correlaciones

Tiempo_de_ Cantidad_de_
Variables de control Entrega Cajas Distancia
-ninguno-2& Tiempo_de_Entrega Correlacion 1.000 916 .866
Significacion (bilateral) . .000 .000
gl 0 23 23
Cantidad_de_Cajas Correlacién .916 1.000 .824
Significacion (bilateral) .000 . .000
gl 23 0 23
Distancia Correlacion .866 .824 1.000
Significacion (bilateral) .000 .000 .
gl 23 23 0
Distancia Tiempo_de_Entrega Correlacion 1.000 .715
Significacion (bilateral) . .000
gl 0 22
Cantidad_de_Cajas Correlacion .715 1.000
Significacion (bilateral) .000 .
gl 22 0

a. Las casillas contienen correlaciones de orden cero (de Pearson).

La tabla correlaciones esta dividida en tres filas en la primer fila esta el nombre
de las variables, en la segunda fila se tienen los valores obtenidos para la correlacion
simple entre cada par de variables estos son: la correlacion entre Tiempo de Entrega y

Cantidad de Cajas es r = 0.916, entre Tiempo de Entrega y Distancia recorrida es
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r = 0.866 y entre Cantidad de Cajas y Distancia recorrida es r = 0.824 igual a los
obtenidos en el desarrollo del ejemplo 1 en este Capitulo.

En la tercer fila de la tabla se tienen la correlacion parcial entre las variables
Tiempo de Entrega y Cantidad de Cajas manteniendo constante o controlando la variable
Distancia recorrida, y se puede ver que la correlacion en este caso es de 0.715 igual que
antes.

Hacemos la correlacion entre la variable Tiempo de Entrega y Distancia recorrida y

mantenemos constante la variable Cantidad de Cajas asi:

Hl Correlaciones parciales

“Fariables:
‘& Tiempo_de= Entrega

|:| & Dristancia FPegar

Festabl=c=r

Socepkar

Cancelar
Contralando para:

o

Iz ol Cantidad de Cajas Aapads

Frusba de zignificacidn
= Bilateral 0 L rilateral

B P ostrar =l hiesl de sighificacidn real Opciones. ..

Correlaciones

Tiempo_de_ Cantidad_de_
Variables de control Entrega Distancia Cajas
-ninguno-2 Tiempo_de_Entrega Correlacion 1.000 .866 .916
Significacion (bilateral) . .000 .000
gl 0 23 23
Distancia Correlacion .866 1.000 .824
Significacion (bilateral) .000 . .000
gl 23 0 23
Cantidad_de_Cajas Correlacion .916 .824 1.000
Significacion (bilateral) .000 .000 .
gl 23 23 0
Cantidad_de_Cajas Tiempo_de_Entrega Correlacion 1.000 .490
Significacion (bilateral) . .015
gl 0 22
Distancia Correlacion .490 1.000
Significacion (bilateral) .015 .
gl 22 0

a. Las casillas contienen correlaciones de orden cero (de Pearson).
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Se puede observar que los valores de la segunda fila, solamente han cambiado de
posicién y son iguales a los obtenidos en la tabla correlaciones que se mostro
anteriormente. Pero los valores de la tercer fila son distintos porque es la correlacion de
las variables Tiempo de Entrega y Distancia recorrida manteniendo constante la variable

Cantidad de Cajas, el valor en este caso es r = 0.490.

De la misma forma se puede obtener la correlacion entre las variables Cantidad de Cajas

y Distancia recorrida manteniendo constante la variable Tiempo de Entrega.

Para la elaboracion de los graficos solamente se sigue la ruta
Gréaficos — Interactivos — Diagramas de dispersion — Coordenadas — Traslado de

variables—Ajuste— Regresion.



Capitulo 5
Modelo de Regresion Lineal Multiple Haciendo

Uso del Algebra Matricial.

5.1 Introduccion al Modelo de Regresion Lineal Multiple.

Este Capitulo presenta el modelo de regresion lineal con k variables
(“y” y X1, X2,..., Xk) €n notacion de &lgebra matricial. Conceptualmente, el modelo de k
variables es una extension l6gica de los modelos de dos y tres variables que se han visto
hasta el momento. Por esta razon, el presente Capitulo muestra muy pocos conceptos
nuevos salvo la notacion matricial.

Una gran ventaja del algebra matricial sobre el algebra escalar (algebra elemental
que trata con escalares o numeros reales) consiste en que proporciona un método
resumido para manejar los modelos de regresion con cualquier nimero de variables
independientes; una vez formulado el modelo de k variables y resuelto en notacion

matricial, la solucion se puede aplicar a una, dos, tres o cualquier nimero de variables.

259
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5.2 Definicién de Términos Basicos.

Correlacion Serial: Existe cuando las observaciones sucesivas a través del tiempo se
relacionan entre si.

Escalar: El escalar es un solo numero real. Dicho de otra forma, un escalar es una
matriz de 1*1.

Matriz: Es una disposicién de nimeros u otros elementos en M filas y N columnas.
Matriz Transpuesta: La transpuesta de una matriz A de orden (M * N) es una matriz
A’ (N * M), obtenida mediante el intercambio de filas y columnas.

Matriz Cuadrada: Una matriz es cuadrada si el nimero de filas es igual al nimero de
columnas.

Matriz Simétrica: Una matriz cuadrada es simétrica si se verifica que la transpuesta es
igual a ella misma.

Matriz Identidad: Es una matriz cuyos elementos de la diagonal son todos igualesa 1y
se simboliza con I.

Vector Columna: Un vector columna es una ordenacién de elementos dispuestos en M
filas y 1 columna.

Vector Fila: Un vector fila es una ordenacién de elementos dispuestos en 1 filay N
columnas. La transpuesta de un vector fila es un vector columna.

Vector Nulo: Es el vector fila o columna cuyos elementos son todos cero.
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5.3 Modelo de Regresion Lineal con k Variables.

Generalizando el modelo de regresion lineal de dos y tres variables, el modelo de
regresion poblacional (FRP) de k variables que tiene la variable dependiente “y” y k-1
variables explicatorias X,, X,,..., X, , puede escribirse de la siguiente forma:

Y, =PBo + B Xy + B Xy Ao+ B Xy +E i=1,2,3,..,n (5.1)
Donde:

B,: Es el intercepto.

B, ap,: Coeficientes (pendientes) parciales.
g, : Error aleatorio.

i : Es la i-ésima observacion.

La ecuacion (5.1) se debe interpretar como se vio en el Capitulo 4: nos
proporciona la media o valor esperado de “y” condicional a los valores fijos (en
muestras repetidas) de X, X, ..., X,, €s decir E(Y | Xy, Xy ey Xi5) -

La ecuacion (5.1) es una expresion abreviada del siguiente conjunto de n ecuaciones

simultaneas:

Y1 =By + B Xy B X+ A B Xy 8
= + P, X, + Xoy +.0.+ X,, +€
Yo =Bo +BXp, +B,X,, ByXy, +€, (5.2)

Yo =By +BiXy, B, X5, +. B Xy, €,

Escribiendo el sistema de ecuaciones (5.2) en forma alterna pero mas ilustrativa se tiene:
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Y1 1 Xy Xy Xia || Bo €

R I L 53
yn 1 Xln X2n an Bk €n

y = X B + ¢
n*1 n*k k*1 n*1

Donde®:

y: Es un vector columna n * 1 de observaciones de la variable dependiente “y”.

x: Es una matriz n * k que nos da n observaciones de las k-1 variables de x; a xx. La
primera columna de 1’s representa el intercepto. (Esta matriz se conoce también
como la matriz de observaciones).

B: Es un vector columna k * 1 de los parametros desconocidos B1, B2....,Bk-

€. Es un vector columna n * 1 de las n perturbaciones s;.

El sistema de ecuaciones dado en (5.3) se conoce como la representacion
matricial del modelo de regresién lineal general (de k variables). Se puede escribir de

forma resumida como:

y = X p + ¢ (5.4)
n*1 n*k k*1 n=*1

Donde no hay confusion a cerca de las dimensiones u orden de la matriz x y de los
vectores y, By €. Laecuacion (5.4) puede escribirse simplemente como:
y=xp+e (5.5)

A manera de ilustracion de la representacion matricial, se considera el modelo de dos

! Los vectores y las matrices se denotaran por letras mintsculas en negritas.
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variables de las horas dedicadas hacer deporte y el numero de pulsaciones, visto en el
ejemplo 2 del Capitulo 2, 0 sea, y;, =B, +B,X; +¢;

Donde:

y: Pulsaciones.

X: Hs Deporte.

Usando los datos de la tabla 2.4, la expresion matricial es:

(66] [1 O] €, |
62| |1 0 £,
73 10 €5
72| 11 £,
65| |1 1||B, €
60| |1 3 [31} & )
66| |1 3 £,
58| [1 4 £
57 15 €
54| |1 7] &y |

y = x B + €
10*110*22*1 10*1

Como en los casos de dos y tres variables nuestro objetivo es el de estimar los
parametros de la regresion mdaltiple ecuacion (5.1) y hacer inferencias a cerca de ellos
con la informacion disponible. En notacion matricial esto equivale a estimar B y hacer
inferencias a cerca de este . Para la estimacion de los parametros se puede utilizar el

método de Minimos Cuadrados Ordinarios (MCO) o el de Méaxima Verosimilitud (MV).
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Pero como se mostré anteriormente, estos dos métodos nos proporcionan
estimadores idénticos de los coeficientes de regresion. Por lo tanto utilizamos el método

de Minimos Cuadrados Ordinarios para la estimacion de los parametros.

5.4  Asunciones del Modelo de Regresion Lineal con k Variables en

Notacion Matricial.

(Y1)

Supondremos que se desea explicar los valores de una variable aleatoria “y” por
un conjunto de k variables matematicas (X1, Xa,...,xx), que toman en los elementos
estudiados valores predeterminados conocidos. La relacion entre estas variables es como
se presentd en la ecuacion (5.1) donde y; es el valor de la variable dependiente en el
elemento i, Xyj,.., Xki l0s valores de las variables independientes, cada coeficiente 3; mide
el efecto marginal sobre la variable dependiente de un aumento unitario en la variable
independiente x; cuando el resto de las variables independientes permanecen constantes
y el término €; es, como en modelos anteriores, el efecto de todas las variables que
afectan a la dependiente y no estan incluidas en el modelo (5.1). Para el término de error
aleatorio &; y las variables independientes x; se detallan los supuestos en notacion
matricial como se muestra a continuacion:

Supuesto 1.

g, E(e,) 0

€, E(e,) _ 0

El 7= (5.7)

€ E(e,) 0

n
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El supuesto 1 dado en la ecuacion (5.7) significa que el valor esperado del vector

de perturbaciones €, 0 sea, de cada elemento es cero.

Supuesto 2.
€1
r 82 -
Eee)=E |k =, € _
8n
Donde:

g': Es la transposicion del vector columna €, es decir, el vector fila.

Haciendo la multiplicacién se obtiene:

€ €18, €18y
2
E(SS’) -E 8281 82 8281’1
2
8ngl 8n82 8n

Aplicando el operador del valor esperado E a cada elemento de la matriz anterior, se

obtiene:
E(Sf) E(e;e,) -+ E(eg,)
Eee) —|E@281)  E(2) - Elezey) 5.9)
E(gngl) E(gngz) T E(Sﬁ)

Debido al supuesto de homoscedasticidad y no correlacion serial, la matriz de

ecuaciones dada en (5.8) se reduce a:
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s> 0 0
2
E(eg’) = © 0
0 0 o |
1 0]
l; 2 0
E(eg) =0
0 0 1]
E(eg') = 6°I (5.9)

Donde: I: Es una matriz identidad de n * n.

La matriz de ecuaciones (5.8) y su representacion dada en (5.9) se llama matriz
de Varianza — Covarianza de las perturbaciones s;j; los elementos de la diagonal
principal de esta matriz (que van de la esquina superior izquierda a la esquina inferior
derecha), nos dan las varianzas y los elementos localizados fuera de la diagonal, las
covarianzas®.

Notese que la matriz de Varianza — Covarianza es simétrica: los elementos localizados a

la derecha de la diagonal principal son el reflejo de los de la izquierda.

Supuesto 3.
1 Xy Xp1 o Xy
. o X Xy Xy
El supuesto 3 afirma que la matriz x=| ., . : . (5.10)
1 Xln X2n an

2 Por definicién la varianza de & = E[s; - E(¢;)]° V la covarianza entre € y & = Elej —E(gj)llej —E(ej)]-

Pero dado el supuesto E(g;) = 0 para cada i, tenemos la matriz de varianza — covarianza dada en la
ecuacion (5.8).
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De orden n * k es no estocastica, 0 sea que consiste en numeros fijos. Como se
menciond anteriormente, nuestro andlisis de regresion, es analisis de regresion

condicional, condicional a los valores fijos de las variables X;.

Supuesto 4.
1 Xy Xp o X
. . 1 x X e X
El supuesto 4 dice que la matriz x=|_ ~2 k2 (5.11)
1 Xin Xon 0 Xy

Tiene rango (columna) completo igual a k, que es el nimero de columnas de la
matriz. Esto significa que las columnas de la matriz son linealmente independientes, es
decir, que no existe una relacion lineal exacta entre las variables x;. En otras palabras no
hay multicolinealidad, en notacién matricial esto es:

A'x=0 (5.12)
Donde:
A’ Esun vector fila de 1 * k.

X : Es un vector columna k * 1.

5.5 Estimacion de los Coeficientes de Regresion por Minimos
Cuadrados Ordinarios (MCO).

Para encontrar el estimador de B, por MCO escribamos primero la Funcion de

Regresion Muestral (FRM):

Yi = Bo +leli +BZX2i +.. +kaki +€; (5.13)
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La cual puede escribirse de manera resumida en notacion matricial de la siguiente forma:

y=xB+e (5.14)
Y1 1 Xy Xpp o Xy || Bo €
1 X X - X e
V| |t X X Xl B e (5.15)
Yn 1 Xin Xon ° Xgn Bk en
y = X B + e
n*1 n*k k*1 n*1

Donde:

B: Es un vector columna de k elementos que son los estimadores de MCO de los

coeficientes de regresion.

e: Es un vector columna n * 1 de los residuos.

De la misma forma que en los modelos de dos y tres variables, en el caso de k

variables los estimadores MCO se obtienen minimizando:
4 2 : 2
SSges :Zei :Z(Yi —Bo —PoXy — = BrXii) (5.16)
i-1 i—1

En notacion matricial esto equivale a minimizar e’e dado que:

ee=L e e

n
ee=el+e;+..+e;=> e (5.17)
i=1
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A partir de la ecuacion (5.14) se tiene que:
e=y—xB (5.18)
Por lo tanto
e'e=(y —xB)'(y - xB)

Haciendo uso de las propiedades de la transposicion de matrices dadas en
apéndice A, explicitamente (xB)’ =f’x’; y dado que B’x'y es un escalar (un nimero
real), igual a su transposicion y'xf.

e'e=y'y —2f'x'y + B'x'xp (5.19)

La ecuacion (5.19) es la representacion matricial de la ecuacién (5.16). En la

notacion escalar, el método de MCO consiste en estimar Bo, B1...., P« de tal manera que

n
(Zefj sea lo més pequefia posible. Esto se logra derivando la ecuacion (5.16)
i=1

parcialmente con respecto a f,,p;,.. B, € igualando los resultados a cero. Este

procedimiento nos resulta en k ecuaciones simultaneas para k incégnitas, las ecuaciones
normales de la teoria de MCO. Como se muestra en el apéndice 5.1 a), estas ecuaciones

son como siguen:
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Il
.Mj

s L

By + Bllei + BZZXZi oot Bkzxki Yi
i-1 i1 i1

n n n n
Bolei + Bllezi + BzleiXZi +oot Bkleixki = leiyi
i-1 i—1 i-1 i—1 i-1
n n n 2 n n
Bod Xo + B XuXp + Po Y X5+t B D XgiXpi = D XY (5.20)
i-1 i—1 i—1 i—1 i1

n n n n n
Bozxki + Blzxkixli + BzzxkiXZi oot Bkzxii = zxkiyi
i-1 i-1 i-1 i i-1

i=1

En forma de matrices las ecuaciones dadas en (5.20) pueden representarse como:

n n n ]
n lei szi Zxki o
. |:l n|=1 n|=1 BO 1 1 1 yl
2
lei lei leixzi leixki Bl X X 0 X 1Y,
i=1 i=1 i=1 i=1

n n n n =| X X )(n (521)
S S 3 S, |27 T e

i=1 i=1 i=1 i=1 . .

n... ) ) n...z _Bk_ _Xkl sz an__yn—

Zxki Zxkixli zxkiXZi zxki

L i=1 i=1 i=1 i=1 |

<% _ B N y
O de manera resumida como:
CxP=xy (5.22)

Observe las siguientes caracteristicas de la matriz €'x_:

1. Nos da las sumas brutas de cuadrados y los productos cruzados de las variables
Xi, uno de los cuales es el intercepto que toma el valor de uno para cada
observacion. Los elementos de la diagonal principal dan las sumas brutas de los
cuadrados y los deméas dan las sumas brutas de los productos cruzados (por

sumas brutas entendemos la suma de las unidades originales de medida).
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2. Es simétrica dado que el producto cruzado entre Xi; y X, €s el mismo que entre
X2i Y Xii.
3. Es de orden k * Kk, esto es, que el niumero de filas es igual al nimero de

columnas.

En la ecuacién (5.22) los valores conocidos son €'x_y €'y _ (el producto
cruzado, entre las variables “x” y “y”) la incégnita es f. Usando ahora el algebra

matricial, si la inversa €'x_ existe, digamos €'x ), multiplicando ambos lados de la

ecuacion (5.22) por esta inversa, se obtiene:
Cx Y €xP=€x Ixy
Pero dado €'x } €'x ¥ 1, una matriz identidad de orden k * k, se tiene:

1B = €x Ixy
B=€x Ixy
k*1 k*k (k*n)n *1)

(5.23)

La ecuacion (5.23) es un resultado fundamental de la teoria de Minimos
Cuadrados Ordinarios en notacion matricial, que nos muestra como el vector B puede

estimarse a partir de la informacion dada. Aunque la ecuacion (5.23) se obtuvo de la

ecuacion (5.21), se puede obtener directamente de la ecuacion (5.19) diferenciando e'e

con respecto a B como se muestra en el apéndice 5.1 b).
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Haciendo uso de los datos del ejemplo 2 del Capitulo 2 ilustramos el método matricial

desarrollado hasta el momento, para el caso de dos variables se tiene:

i

X11
1 X
L~ 1 1 1 o1 12
€'x = 1 Xy
X121 X2 X930 Xppo| .
11 X0
R
<~ [1 1 1 1 ]2
Cy_= Y3
X11 X2 Xg3 X110]| .
| Y10

=l 10
DX
i—1

10

10
Z Yi
_| =
10
Z XiYi
i—1

Empleando la informacion dada en la ecuacion (5.6), se obtiene:

(,X~:1111111111
" |l0 0011334517

|

R e T e e = T T S SN

~N oA WO W P OO O

10 24
|24 110
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.
62
73
72
¢y o[l 11111111 165 633
y‘_{o 0011334FH5 7}60 =L41€

66
58
57
54

Usando las reglas de la inversion de matrices dadas en el apéndice A, se puede ver que

la inversa de la matriz (’x: es:

5 -6
Y- | 262 131
€= %
131 262
Por lo tanto
T
b= Bo|_| 262 1311 633
B, | -6 5 |[1410
131 262
8 ='BO':: 68.301
B, ] |-2.084

En el Capitulo 2 se obtuvo 3, =68.302 y B, =-2.084 . La diferencia entre las

dos estimaciones se debe a los errores de redondeo.
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5.5.1 Matriz de Varianza — Covarianza de f.

El método matricial nos permite desarrollar formulas, no so6lo para la varianza de

B, cualquier elemento del vector B, si no ademas para las covarianzas entre los dos
elementos de B, digamos, B, y p j- Estas varianzas y covarianzas se necesitan para la

inferencia estadistica.

Por definicion la matriz de varianza covarianza de B es:

var —cov (B) = E{[B-E(B)] [B-E(B)I'}

Lo cual se puede escribir explicitamente como:

I Var(Bo) COV(BO’Bl) COV(BO'Bk)_
COV(Bl’ Bo) Var(Bl) COV(Bl’ Bk)

var —cov (B) = (5.24)

| cov@,.B,) cov@,.B,) -+ var(®,)
En el apéndice 5.1 c) se muestra que la matriz de varianzas y covarianzas puede

obtenerse de la siguiente forma:
var —cov (B) = o” €x ) (5.25)
Donde:
0% Es la varianza homoscedastica de ;.
(’xj: Es la matriz inversa dada en la ecuacion (5.23) que nos da el estimador B de

MCO.
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En el modelo de regresién lineal de dos v tres variables, un estimador insesgado de o

estaba dado por:

C 2 : 2
Zei Zei

62 =12 5 y 62 =12 3 respectivamente. En el caso de k variables la férmula
n-— n-—

correspondiente es:

6% =
n-k
s e'e
n-k
(5.26)

Donde hay n — k grados de libertad.
Aunque en principio e’e puede calcularse a partir de los residuos estimados, en

la préctica puede obtenerse directamente de la siguiente manera. Recordando que

SSges = Z e’ = SSt— SSg, en el caso de dos variables,
i=1

€= (v, -9) B2 (%~ X)° (5.27)

n n
i=1 i=1 i=1

En el caso de tres variables

ei2 = Z(Yi - y)z _Bli(xli _il)(yi _37) _Bzi(xzi _22)(% - y) (5-28)

n n
i=1 i=1

Extendiendo este principio al modelo de k variables se puede ver que:

et =Y (=Y B 0~ ) B X -Y) (629
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En notacién matricial:

SS; =D (y,-y)? =YYy —ny’ (5.30)

S8 =B, 0, ~ XY, ~ )+ 4B, D (X XXy, ~¥) = BXy —ny®  (5.3)

Donde el término ny” se conoce como la correccién de la media. Entonces,
ee=yy-p'xy (5.32)
Una vez estimado e'e, el valor de G2 puede calcularse facilmente como en la
ecuacion (5.26) lo que a su vez nos permitira estimar la matriz de varianza — covarianza

como en la ecuacion (5.25).

Para el caso del ejemplo ilustrativo,

ee=y'y—p'xy

o
62
73
72
65
60
66
58
57
54

ee=f6 62 73 72 65 60 66 58 57 54

633
~[68.301 - 2.084][ }

1410

633
e'e = 40423-[68.301 —2.084]
1410
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e'e = 40423 — 40296.093
e'e=126.907

~5 126.907

En consecuencia <= = =15.863, valor que se aproxima al que se obtuvo en el

Capitulo 2.

5.5.2 Propiedades del Vector B de Minimos Cuadrados Ordinarios.

En el caso de dos y tres variables se sabe que los estimadores MCO son lineales,
insesgados y entre todos los estimadores insesgados, tienen varianza minima (Teorema
de Gauss-Markov). En resumen, los estimadores MCO son los mejores estimadores

lineales insesgados.

Esta propiedad es extensiva a todo el vector B ; esto es, B es lineal (cada uno de
los elementos es una funcion lineal de “y”). E(B) = B, 0 sea, el valor esperado de cada
elemento del vector B es igual al elemento correspondiente del verdadero B, y de todos
los estimadores lineales insesgados de B, el estimador por MCO de f tiene varianza
minima.

Como se afirmé en la introduccion, el caso de k variables es generalmente una

extension directa de los casos de dos y tres variables.



5.6 Coeficiente de Determinacion R? en Notacion Matricial.

El coeficiente de determinacion R? se ha definido como:

_SS

- SS,

, Z(y| _y)z

R — |El
Z(Yi -y)°

R2

En el caso de dos variables:

i=1
r-= n

Z(Yi - y)z

i=1

yy

Blzzn:(xi _i)z
2 _ i =612[Sxx]

En el caso de tres variables:

SE-NE B X — )+ B (ks — X2) (i~ )
R2 _i=1 _ i i=1

> -9y > -y’

Generalizando, para el caso de k variables tendremos:

> (5, -9)’
RZ — iil

Z(yi -y)?

B> (5~ XY~ )+ By Y (s —X2)(Yy —Y) 4+ B> (X —Xi)(Ys —Y)
R2 — i=1 i=1 i=1

> -9y
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(5.33)

(5.34)

(5.35)
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Usando las ecuaciones (5.30) y (5.31), la ecuacion (5.35) puede escribirse como:

_ Pxy-ny”

RE
' —2
¥¥ —ny

(5.36)

Que nos muestra la representacion matricial de R,

Para nuestro ejemplo ilustrativo.

B'x’y = [68.301 —2.084] 633
y ' ' 1410

B'x'y = 40296.093
y'y = 40423
ny’ = 10(63.3)? = 40068.9

Reemplazando estos valores en la ecuacion (5.36) se puede ver que:

R2 _ 40296.093-40068.9
40423-40068.9
R? =0.641

Que es aproximadamente igual al valor que se obtuvo en el Capitulo 2, salvo por los

errores de redondeo.

5.7 Pruebas de Hipotesis con Notacion Matricial.

Por las razones dadas en capitulos anteriores, si nuestro objetivo es la inferencia
ademas de la estimacion, debemos suponer que las perturbaciones ¢, siguen alguna

distribucion de probabilidad. En el analisis de regresion usualmente suponemos que cada
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¢, sigue la distribucion normal con media E(g;) = 0 y varianza var(e;) = o*. En notacion
matricial, se tiene que:

g ~N(0, 6%1) (5.37)
Donde:
€y 0: Son vectores columnaden * 1.
I: Es una matriz identidad de n * n.

0 : Es el vector nulo.

Segun el supuesto de normalidad, sabemos que en los casos de dos y tres variables:

1. Los estimadores f, de MCO y los estimadores f, de MV son idénticos, pero el
estimador 3> de MV es sesgado, por esta razén al calcular el estimador de ¢ se
utiliza el método de MCO.

2. Los estimadores B, estan también normalmente distribuidos.

Generalizando, en el caso de k variables se puede mostrar que:
B ~NI[B o €x]] (5.38)
Esto es, cada elemento de B estd distribuido normalmente con media igual al

verdadero P y la varianza dada por o multiplicada por el correspondiente elemento de la
diagonal de la matriz inversa €x ).

Debido a que en la practica o> es desconocida, se estima por G<. Luego por el
cambio comun a la distribucion t, se sigue que cada elemento de B sigue la distribucion

t con n-k grados de libertad.
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Simbolicamente esto es:

Bi-b, 2
e 539

Con n-k grados de libertad

Donde:
B, : Es cualquier elemento del vector .

La distribucion t puede, por lo tanto, usarse para pruebas de hipotesis acerca del
verdadero valor B; asi como para establecer intervalos de confianza acerca de dicho

valor.

5.7.1 Prueba de la Significancia de la Regresion.

La prueba de la significancia de la regresion es para determinar si hay una
relacion lineal entre la variable respuesta “y” y cualquiera de las variables explicativas
X1, X5, X, . ESte procedimiento suele considerarse como una prueba general o global

de la adecuacion del modelo.

Las hipdtesis correspondientes son:

Ho By =Py =---=PBy =0
H, :B;#0, almenosparaun j.

El rechazo de la hipotesis nula implica que al menos una de las variables
explicatorias X, X, ..., X, contribuye en el modelo de forma significativa.

El procedimiento de prueba es una generalizacion del andlisis de varianza que se

uso en la regresion lineal simple dada en el Capitulo 2.
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5.7.2 Analisis de Varianza en Notacién Matricial.

La técnica de andlisis de varianza se utiliza:

1. Para probar la significancia de la regresion estimada, es decir, para probar la
hipdtesis nula segun la cual los verdaderos coeficientes parciales (pendientes)
son simultdneamente iguales a cero.

2. Para estimar la contribucion incremental de una variable explicatoria.

La técnica del andlisis de varianza se puede hacer extensiva al caso de k
variables. Recuerde que la técnica de anélisis de varianza consiste en descomponer la
suma total de cuadrados (SSt) en dos componentes: la suma de cuadrados de regresion
(SSR), y la suma de cuadrados residuales (SSges). Asi:

SSt=SSg+ SSges

Las expresiones matriciales para estas tres sumas ya se mostraron en las
ecuaciones (5.30), (5.31) y (5.32), respectivamente. Los grados de libertad asociados con
estas sumas de cuadrados son n-1, k-1 y n-k, respectivamente.

De acuerdo con la definicion del estadistico F se tiene que:

- _2
Y -ny
_ 1 (5.40)
¥y - Py
n-k

Tiene distribucién F con k-1 y n-k grados de libertad.

En esta forma y de acuerdo con el Capitulo 4, tabla 4.4, podemos construir la tabla 5.1.
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Tabla 5.1 Formulacién matricial del cuadro de andlisis de varianza para el
modelo de regresion lineal de k variables.

Fuentede Sumade Grados de Cuadrado

Variacion Cuadrados Libertad Medio Fo
Regresion  f'x'y —ny’ k-1 (B'x'y —ny*)/(k-1) 'y -nf’
le-1
Residual  y'y - 'y n-k (y'y - B'xy)/(n-K) ¥y - Py
fn-k
Total y'y —nyz n-1

En el Capitulo 4 se vio que bajo los supuestos formulados, existe una relacion

muy cercana entre F y R?; explicitamente:

Ri(ry -n7")
Fy = k-1 (5.41)
(1-RY (¥y -n7)
n-k

Por lo tanto, la tabla 5.1 de andlisis de varianza se muestra en una forma alterna

en la tabla 5.2. Una ventaja de la tabla 5.2 respecto a la 5.1 es que todo el analisis puede
, . . —2 P

hacerse en términos del R?; no es necesario tener en cuenta (y'y — ny”) enrazén de que

este desaparece en la relacion F.

Tabla 5.2 Analisis de varianza para k variables forma matricial en términos de R?.

Fuente de Suma de Grados de Cuadrado

Variacion Cuadrados Libertad Medio Fo
Regresion  R’(y'y -ny®) k1  RXyy —ny’)k-1 Riyy -a7")
k-1
Residual ) (- —2 n-k (1-RY(y'y —ny?’)nk  (L-RY(¥Y -n¥")
RO(Y'Y —ny”) p—”

Total y'y — nyz n-1
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5.7.3 Intervalos de Confianza en Regresion Multiple.

Los intervalos de confianza de los coeficientes de regresion individual y los
intervalos de confianza para la prediccion media, para niveles especificos de las
variables explicativas, juegan un papel importante igual que en la regresion lineal
simple. En esta seccion se desarrollan los intervalos de confianza, uno por uno, para
estos casos. También se presentard en forma breve los intervalos simultaneos de

confianza para los coeficientes de regresion.

5.7.3.1 Intervalos de Confianza de los Coeficientes de Regresion.

Para construir estimados de intervalo de confianza de los coeficientes de
regresion fj, se continuara suponiendo que los errores g; estan distribuidos normal e

independientemente, con media cero y varianza . En consecuencia, las observaciones

k
yi estan distribuidas en forma normal e independiente, con media BO+ZBjxij, y
=1

2

varianza o°. Como el estimador B obtenido por Minimos Cuadrados es una

combinacion lineal de las observaciones, también estd distribuida normalmente, con

vector medio B y matriz de varianza-covarianza o? (’xj. Esto implica que la

distribucion marginal de cualquier coeficiente de regresion Bj es normal, con media B

y varianza o*C ;, donde Cj;es el j- ésimo elemento de la diagonal de la matriz €'x ).

i

2

Debido a que en la préctica o es desconocido, se estima por ©<. Luego, por el cambio
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comin a la distribucion t, se sigue que cada elemento de B sigue la distribucion t con

n —k grados de libertad. Simbolicamente es:

2 9
\[6°Cy

De acuerdo con el resultado de la ecuacion (5.42), se puede definir un intervalo de

t i=0,1,....k (5.42)

confianza de 100(1 - o) por ciento para el coeficiente de regresion B, j =0, 1,..., k,

como sigue:

Bi =tz nk \/6201'] <PB; <Bj+ 2 nk \/Gzcjj (5.43)

Recuérdese que la cantidad:

es(B;) = \/62C i (5.44)

Es el error estandar del coeficiente de regresion f T

5.7.3.2 Estimacion del Intervalo de Confianza de la Prediccion Media.

Se puede establecer un intervalo de confianza para la prediccién media en

determinado punto, como Xoz1, Xoz,.. ., Xok. Definase el vector xo como sigue:
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El valor ajustado en este punto es:
Yo = XoB (5.45)
Es un estimador insesgado de E(y|xo), porque la E(¥,) = X,B8 = E(y|xo), Y la varianza de
Yo €s:
var(y,) = o2 Xy (x'’x) X, (5.46)
Por consiguiente, un intervalo de confianza de 100(1 - o) por ciento de la

prediccién media en el punto Xo1, Xg2,.. ., Xok €S:

?D - t(D:.."z,n—]{:l ﬁJerZ xrﬂ (xrx) - ID = EEEﬂXU:] = ?D +t (e 2,n-%) '\Ir'ﬁz xrl:l (xrx}_l xl:l (5.47)

Es la generalizacion del caso de regresion simple.

5.7.3.3 Intervalo de Confianza para la Prediccion Individual.

Con el modelo de regresion se pueden predecir observaciones futuras de “y”
que correspondan a determinados valores de las variables explicativas, por ejemplo

Xo1, X02,---» Xok- S Xg = [1, Xo1, Xo2,..., Xok], entonces un estimador puntual de la
observacion futura y, en el punto Xo1, Xgz,. .., Xok €S:

Vo= XoB (5.48)

Un intervalo de prediccion de 100(1 - o) por ciento para esta futura observacion es:

2 —1 2 _1
Yo~ Lz, n—kj\-"ﬁ (14X (X%) "X ) Sy 290+t ni ‘JG (1+ xp(xx) " xp )
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Es una generalizacion del intervalo de prediccion para una futura observacion en la

regresion lineal simple.

5.8 Matriz de Correlacion.

En los Capitulos anteriores, vimos los coeficientes de correlacion simple o de
orden cero r,,hs r,; Yy las correlaciones parciales o de primer orden
o3, a2, Ta3q Y SUS interrelaciones. En el caso de k variables tendremos k(k - 1)/2

coeficientes de correlacidn de orden cero. Estas k(k-1)/2 correlaciones pueden escribirse

en una matriz llamada matriz de correlacion R, de la forma siguiente:

N1 Mo 0 Nk
R = o1 Top =+ Tk
1 k2 Mkk
1 Nk
|t T (5.49)
1 T2 1

Donde el subindice 1, denota la variable dependiente (r1, significa coeficiente de
correlacion entre “y” y xp) y donde el coeficiente de correlacion de una variable con
respecto a ella misma es siempre 1 (r12 = rp =...= r = 1).

A partir de la matriz de correlacion R, podemos obtener los coeficientes de correlacion

de primer orden y de 6rdenes mas altos.
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Ejemplo 1: Para resumir el uso de matrices del analisis de regresion, se presenta este

ejemplo numérico de tres variables.

De los datos de la poblacién de 40 estudiantes de Estadistica Aplicada a la Educacion 11

del ciclo I 2008 de la UES-FMO, tomamos una muestra de 10 estudiantes, estamos

interesados en estudiar, si existe relacion entre el peso de un estudiante, la estatura y los

afios de edad que este tenga. En donde la variable dependiente es Peso en kilogramos

(y), las variables independientes son Estatura en centimetros (Xy;) y Afios (X»;), los datos

se muestran en la tabla siguiente:

y(kg) [ 545 50 495 52 54 50 63 48 49 54
xi | 163 150 149 155 165 150 170 140 145 165
xa | 21 23 24 23 19 24 18 19 30 25

La ecuacion de regresion es: y = xf +e

En notacion matricial, este problema puede escribirse como:

[54.5]
50
49.5
52
54
50
63
48
49

R N = T T T O SN SN S

163
150
149
155
165
150
170
140
145
165

21]

23
24
23
19
24
18
19
30
25

Bo
By |+
B,
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Con la informacién anterior se obtienen los valores siguientes:

Yi Xii X2
VRN A= ST | I R = SR 7§
10 10 10 10 10

10 10 10 10 10
D Xy =1552, ) Xy =226, Y X: =241770, D> x2 =5222, D xyXy =34944
i=1

i1 i=1 i=1 =1

1 1 1 1 1 1 1 1 1 1
.~
€x_=|Xy; Xy Xi3 Xy Xg5 Xgg Xg7 Xgg Xgg Xqg

Xo1 Xpp Xpz Xpg Xos Xpg Xp7 Xpg Xpg  Xppg

e e N S T e e e e e )
x
[
o
x
N
{p]

1

1 1 1 1 1 1 1 1 1 1
('X: =163 150 149 155 165 150 170 140 145 165
21 23 24 23 19 24 18 19 30 25

N e T T T e T O SN S
H
a1
o
()
~

I
L
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10 10 ]
n lei ZXZi
i-1 i-1
- |10 o, 10
€x_= lei lei leiXZi
o 10 o )
ZXZi leiXZi ZXZi
= i-1 i-1

10 1552 226
€'x_=|1552 241770 34944
226 34944 5222

Y1
Yo
Y3 10 ]
Y, Zyi
1 1 1 1 1 1 1 1 1 1 i=1
- Ve 10
€y_=|Xy Xip Xiz Xyg X5 Xg X7 Xgg Xgg Xipg y = leiyi
6 i=1
Xo1 Xop Xpz Xpu Xog Xpg Xp7 Xpg Xpg  Xppp y 10
! ZXZiyi
Ys Li=1 _
Yo
Y10 ]

-
ZYi
B 524
€Cy_=|> x,y, |=| 81674
i=1

i 117705
ZXZiyi
Li=1 i

Para encontrar el valor de los coeficientes de regresion, necesitamos calcular la

inversa de la matriz (’x:, para ello hacemos uso de las reglas de inversion de matrices

dadas en el apéndice A.



Calculamos el determinante de la matriz €'x_ como se muestra:

10 1552 226

x'x| =1552 241770 3494
226 34944 5222
241770 3494 1552 226 1552 226
x'x| =10 —1552 + 226
34944 5222 34944 5222 241770 3494
x'X| = 414398040- 321574400- 91966632
x'x| = 857008

Obtenemos ahora la matriz de cofactores, o sea C.

241770 34944/ |1552 226| | 1552 226 | |
34944 5222 34944 5222 241770 34944
o _| [1552 34944 10 226)  [10 226
226 5222 226 5222 1552 34944
1552 241770 |10 1552 10 1552
| 226 34944 226 34944 1552 241774 |

41439804 —207200 —406932
C =| -207200 1144 1312
| —406932 1312 8996

Transponiendo la matriz de cofactores anterior se obtiene la matriz adjunta:

41439804 -207200 - 406932
(adjx'’x) =| —207200 1144 1312
~406932 1312 8996

291

La matriz es la misma, dado que los elementos por encima de la diagonal son iguales a

los que estan debajo de la diagonal.
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Dividimos los elementos de la (adj x’x) por el valor del determinante \x’x\ = 857008 y

obtenemos:

41439804 _ 207200 _ 406932
857008 857008 857008

Lo~ 1 .,y —|_207200 1144 1312
«x_"=—— (adjxx) 857008 857008 857008
XX 406932 1312 8996

857008 857008 857008

Ahora obtenemos los valores de los coeficientes de la forma siguiente:

B=€xJxy
41439804 _ 207200 _ 406932 524
857008 857008 857008

— | _ 207200 1144 1312
B_ 857008 857008 857008 81674

_ 406932 1312 8996
857008 857008 857008 11770 .5

B, 2.11362092
B =[P, |=| 0.356066688
B, | | —0.220284472

La suma de los errores al cuadrado puede calcularse como:

10 )
deZ=ee=yy-pxy

i=1
10

y'y = > y? =276305
i=1

ere — yry _ Brxry

524
e'e=27630.5— [.11362092 0.356066688 —0.220284472 || 81674
11770.5



e'e=27630.5—-27596.06966
e'e=34.430

De donde obtenemos:

N . tr — Bt
s2_ ee _ ¥Y pxy
n-k n-k

, 34430 34.430

= = =4.92
10-3 7
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La matriz de varianza-covarianza para f puede escribirse como:

var—cov (B) = 62 €x ) =

- var@,) cov@,.p,) - cov®,pB.) |
COV(Bl’ Bo) Var(ﬁ1) COV(Bl’ Bk)

L COV(Bkao) COV(Bkal) Var(Bk)
41439804 _ 207200 _ 406932
857008 857008 857008

_ 207200 1144 1312

var—cov (B) = 6° €x ) = 4.92 | ~gs7008 @57008 857008

var—cov (B) = 6 €x ) =

_ 406932 1312 8996
857008 857008 857008

2379019 -1.1895 -2.3362

—-1.1895 0.0066  0.0075
—-2.3362 0.0075 0.0516

Los elementos de la diagonal de esta matriz nos dan las varianzas de B,, B, y B,

respectivamente, y sus raices cuadradas positivas nos dan los correspondientes errores

estandar.

Con la informacion anterior encontramos ahora el valor de R?.

SSr = B'X'y —ny’ = 27596.06966 — 10 (52.4)° = 138.46966
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SSr=y'y —ny’=27630.5 - 10 (52.4)> = 172.9

_ P¥y-noy’

R2
) —2
¥¥ —ny

R2 _ 138.46966
172.9

=0.8009~0.801

Con la informacion obtenida hasta el momento escribimos la ecuacion de regresion

estimada asi:

i =Bo +PBxy +ByXy
g, = 2.11362092+ 0.356066688x, — 0.220284472X

La interpretacion de la ecuacion anterior es: si ambos x; y X, estan fijos en cero,

el valor promedio de la variable dependiente Peso se estima en f3, = 2.11362092 Kg., el

coeficiente de regresion parcial ; = 0.356066688 |, significa que manteniendo todas las
demaés variables constantes, un aumento en el Peso de, por ejemplo 1 kg. va acomparfiado
de un aumento en la Estatura de los estudiantes alrededor de 0.35cm., de forma similar
se puede interpretar f, =-0.220284472 , manteniendo todas las demas variables
constantes el Peso promedio disminuye.

El valor de R? = 0.801 muestra que las dos variables independientes explican el 80.1%

de la variacioén en el Peso de los estudiantes.

Prueba de hipotesis para los coeficientes individuales de regresion.

Con los datos obtenidos anteriormente realizamos la prueba de hip6tesis individual para

B, esdecir, H,:p, =0y H; :p; #0.
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Solucion:
1. H,:B,=0
2. H;:B, =0
3. Se selecciona un nivel de significancia de o = 0.05 y como la prueba es de dos
colas a/2 = 0.05/2 = 0.025 y se tiene que el valor de la tabla de t es:
t0.05/2, 10-3) = t (0.025,7) = 2.365
4. Region critica: sit<-2.365 0 t> 2.365, entonces rechazamos Ho.
5. Calculos:
t, = Bi—Bj _ B.—B, _ 03560666880 _ 4383
\/Gzcjj X/62C11 +/0.0066
6. Decision Estadistica: se rechaza Hy porque el valor calculado to = 4.383 es mayor
de la tabla 2.365,
7. Conclusion: se concluye que hay una relacion lineal entre el Peso y la Estatura.

De igual forma se realiza la prueba de hipétesis parcial para los demas

coeficientes de regresion.

Como se menciond en el Capitulo 4, no es posible aplicar la prueba t para verificar la

hipotesis global segun la cual Hy 1, =B, =0.

Sin embargo, recuérdese que una hipotesis nula H, : B, =, =0, puede ser verificada

mediante la técnica de analisis de varianza y la prueba F dadas anteriormente.
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Se probara la significancia global de la regresion para los datos Peso, Estatura y Edad de

la muestra de 10 estudiantes, es decir, H,:f, =B,=0y H; :B;#0, almenos paraun j.
Datos:
El modelo ajustado es: y; =2.11362092 + 0.356066688 X;; —0.220284472 X.;
SSg = B'x'y —ny” = 27596.06966 — 10 (52.4) = 138.46966
SSres = Y'Y - B'X'y = 27630.5 - 27596.06966 = 34.430
SSt=vy'y —ny’=27630.5 - 10 (52.4)* = 172.9
Solucion:
1.H,:B,=B,=0
2.H; :B;#0, almenos paraun j.

3. Se selecciona un nivel de significancia de oo = 0.05 y se tiene que el valor de la

tabla F es F(0.05, 2,7) = 4,74

4. Célculos:

Bx'y - ny’
k-1
¥y - By
n-k

138.46966

_3-1  _
Fo="34430 ~1407°

10-3
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Tabla 5.3 Analisis de varianza para las variables del ejemplo 1.

Fuente de Suma de Grados de Cuadrado

Variacion Cuadrados Libertad Medio Fo
Regresion 138.46966 2 69.23483 14.076
Residual 34.430 7 4.91857
Total 172.9 9

5. Decision Estadistica: se rechaza Hy, porque el valor calculado para Fq (14.076) es
mayor que el de la tabla (4.74).
6. Conclusion: Se concluye que el Peso se relaciona con la Estatura y con la Edad

para la muestra de 10 estudiantes.

Como se pudo observar la notacion matricial proporciona un método resumido para

tratar los modelos de regresion lineal que contienen cualquier nimero de variables.

Al igual que en los Capitulos anteriores se puede utilizar el Software estadistico SPSS

para realizar la regresion lineal con cualquier nimero de variables.
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Ejercicios 5
1. Los datos de la siguiente tabla corresponden a un estudio sobre la contaminacion
acustica realizado en distintas zonas de la misma ciudad. La variable “y” mide la

contaminacion acustica en decibelios, la variable x; la hora del dia y x; el trafico de

vehiculos por minuto.

Decibelios 09/16[47[28|56|24[10]|15
Hora 14 11516 |13 |17 | 18 | 19 | 20
Vehiculos(min) | 1 | 2 | 5|2 |6 | 4|34

Haciendo uso del algebra matricial:

e) Determinar la ecuacion de regresion multiple.

f) Calcular el coeficiente de determinacion e interpretarlo.

g) Realizar la prueba de hipotesis individual y global de los coeficientes de
regresion.

h) Realizar la estimacion por intervalo para un o = 0.05.

Para el ejercicio 7 del Capitulo 4 realizar los siguientes calculos, haciendo uso del

algebra matricial.

a) Determinar la ecuacién de regresion multiple.

b) Calcular el coeficiente de determinacién e interpretarlo.

c) Realizar la prueba de hipotesis individual y global de los coeficientes de
regresion.

d) Realizar la estimacion por intervalo para un oo = 0.05.
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3. Se quiere probar si la cobertura de la canopia (parte verde de un arbol) “y
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en m?, es

una funcion del didmetro de los arboles por encima de 1mt. x;; altura de la primera

rama principal Xy; distancia al arbol méas cercano Xxs.

Y(mz) X1(Cm.)  Xo(m) X3(m)

630
960
930
150
740
180
690
880
320
440

1112
810
1996
420
1580
515
1404
1720
620
880

A O PPOOWWOIO O O1

22
19
28
14
20
20
13
26
18
22

a) Determinar la ecuacién de regresion multiple.

b) Realizar la prueba de hipdtesis para los pardmetros individuales y globales.

c) Determinar intervalos de confianza del 95% para los parametros.

d) Definir el vector X, con Xo1 = 800, Xo2 = 7 Y Xo3 = 17 y realizar la prediccién

media.

4. Se tomaron medidas de 9 regiones geogréaficas sobre nivel de urbanizacion relativa

X1, nivel educativo x, e ingreso relativo xs3, para determinar su influencia sobre la

demanda de un producto “y”. Los datos se muestran a continuacion:

Nivelde 1 /5 | 486 | 426 | 30.0 | 347 | 445 | 39.1 | 40.1 | 45.9
urbanizacion

Nivel 112 | 106 | 106 | 104 | 9.3 | 108 | 10.7 | 10.0 | 12.0
educativo

Ingreso | 319 | 132 | 287 | 261 | 301 | 85 | 243 | 186 | 204
relativo

Consumo | 167.1 | 174.4 | 160.8 | 162.0 | 140.8 | 174.6 | 163.7 | 1745 | 185.7




a) Determinar la ecuacién de regresion multiple.

b) Calcular el valor de R?,

300

c) Realizar prueba de hipotesis para los parametros individuales y globales.

d) Determinar intervalos de confianza del 99% para los parametros.

. Se quiere ajustar un modelo de regresion lineal maltiple, que relacione los precios en

miles de dolares de viviendas (y) con impuestos (X1), cantidad de bafios (x,), tamafo

del terreno en pies cuadrados (x3), superficie construida (x4), cantidad de cajones en

cochera (xs), cantidad de habitaciones (Xg), cantidad de recamaras (X;), edad de la

casa en afos (Xg) y cantidad de chimeneas (Xo).

y X1 X2 X3 X4 X5 Xe X7 Xg Xg
259 49176 1.0 34720 09980 10 7 4 42 0
295 5.0208 1.0 3.5310 15000 20 7 4 62 O
279 45429 10 22750 1.1750 10 6 3 40 O
259 45573 1.0 4.0500 12320 10 6 3 54 O
29.9 5.0597 1.0 44550 1.1210 10 6 3 42 O
299 3.8910 1.0 44550 09880 10 6 3 56 O
309 5.8980 1.0 5.8500 1.2400 10 7 3 51 1
289 5.6039 1.0 95200 15010 00 6 3 32 O
359 5.8282 1.0 6.4350 12250 20 6 3 32 O
315 53003 1.0 49883 15520 10 6 3 30 O
31.0 6.2712 1.0 55200 09750 10 5 2 30 O
309 59592 1.0 6.6660 1.1210 20 6 4 32 O
30.0 5.0500 1.0 5.0000 1.0200 0.0 5 3 46 1
36.9 8.2464 15 51500 1.6640 20 8 3 50 O
419 6.6969 1.5 6.9020 14880 15 7 3 22 1
405 7.7841 15 7.1020 1.3760 1.0 6 3 17 O
439 9.0384 1.0 7.8000 15000 15 7 3 23 O
375 59894 1.0 55200 1.2560 20 6 3 40 1
379 75452 15 50000 1.6900 10 6 3 22 O
445 87951 1.5 9.8900 1.8200 20 8 4 50 1
379 6.0831 15 6.7265 1.6520 10 6 3 44 O
389 8.3607 1.5 9.1500 1.7770 20 8 4 48 1
36.9 8.1400 1.0 8.0000 15040 20 7 3 3 O
458 9.1416 15 7.3262 18310 15 8 4 31 0
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a) Determinar la ecuacién de regresion multiple.

b) Calcular el valor de R?,

c) Realizar el analisis de los residuos.

d) Realizar prueba de hipotesis para los parametros individuales y globales.
e) Determinar intervalos de confianza del 95% para los parametros.

f) Concluir de acuerdo a los resultados obtenidos en los literales anteriores.
Para los datos del ejemplo 1 desarrollado en este Capitulo:

a) Determinar intervalos de confianza del 95% para los parametros.

b) Determinar intervalos de confianza del 99% para los parametros.

c) Realizar el analisis de los residuos.

d) Interpretar los resultados obtenidos en a), b) y c).
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Apéndice 5: Deduccion de Ecuaciones.
5.1 Deduccion de ecuaciones utilizadas en el Capitulo 5.

a)  Deduccion de ecuacion (5.20).

Partiendo de:
SICR - 2
SSges :Zei = Z(Yi —Bo —Byxy —BoXg — = BrXyi)
i-1 i-1

Derivando parcialmente con respecto a 3, obtenemos:

aBO(Z()ﬁ —Bo = Byxy —Boxy - kakl)] 880(.:&3?]

2;} € —Bo —Bixs —PoXzi — . BiXi -1 =0

iZ::Qi ~Bo —BuXy —BoXpi == BiXg ¥ O

iZ;:yi B, —Bléxﬂ —BZiZ:llx2i —...—Bkiz;:xki -0
B +f51§xli +32§x2i +...+Bk§xki zgyi

Con respecto a ;.

o, (Z(% —Bo = Pyxy —PoXg == PrXyi) j B, (.znl:e j
ZZ G —Bo —Bixy —BoXp — = BiX E‘Xli) =0
ixliyi _BOixli _Blixiﬁ _BzixliXZi _---_Bkixlixki =0

n n n n n
Bolei +312X12i +BZZX1iX2i +---+Bkleixki :leiyi
i-1 i1 i1 i1 i-1
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Con respectoa B, .

G =
Zi G —Bo —Bxy —BoXp == BiXy E_XZi) =0

0 [ 0 [
(Z(yi —Bo —Byxy —BoXy _-"_kaki)zj = (Ze?]
P, \ =
n n n n ) n
ZXZiyi _BOZXZi _BlleiXZi _BZZXZi _-'-_BkZXZiin =0
i-1 i-1 i-1 i-1 i1
n n n 9 n n
Bozxm +BlZX1iX2i +BZZX2i +---+BkZX2iin ZZXZiyi
i-1 i-1 i—1 i-1 i1
Y asi sucesivamente, obtenemos asi la ecuacion (5.20):
n n n n
By + Bllei + BZZXZi oot Bkzxki = Zyi
i1 i1 i1 i-1
n n ’ n n n
Bolei + Bllei + BzleiXZi oot Bkleixki = leiyi
i=1 i=1 i=1 i=1 i=1
n n n ) n n
Bozxm + BlleiXZi + BZZXZi ot BkZXZiin = ZXZiyi
i-1 i-1 i1 i-1 i1
n n n n ) n
Bozxki + Blzxkixli + BlzxkiXZi Tt Bkzxki = Zxkiyi
i-1 i-1 i1 i1 i-1

L.gq.qd

b)  Deduccion de ecuacion (5.23).

Se sabe que:

y=xB+e
e=y-xB

Entonces:
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e'e = (y —xB)'(y — xB)
e'e=(y' —xB")(y - xB)
ee=y'y—y'xB-xB'y +xxp'p

Y dado que x'B’y es un nimero real, igual a su transposicion, entonces x'B’y = y'xp asi:

ere — yry _ X’G,y _ Xrﬁry + B’X’XB
ee=y'y —2x'B'y + f'x'xp
Derivado parcialmente la ecuacion anterior con respecto a f, haciendo uso de las reglas
de derivacion matricial dadas en el apéndice A.
0 0 ~
—€e F - y-2xXB'y+P'x'x
o € }aB(y By +B'x'xB
0=0-2x"y + 2x'xf
2x'y = 2x'xB
Xy = €x D
X'y _p
<x)
CxIxy=p

L.gq.qd

C) Deduccion de ecuacion (5.25) var-cov de f.
Tenemos que
€«xJ'xy =

Entonces sustituyendo y = xp + € en la ecuacién anterior:



B=&x_ "X (xB+g)
B=x 'xxB+ €&x "Xk
B=1P+&x 'xe
B=f+€x 'xXe
B-B=&x_'Xs

Por definicion:

var-cov (B) = E:(—ﬁ}-ﬁj]

var-cov (B)=E _i’xjx’sl’xjx’sj]
var-cov (B) =E k’xjx'e}'xjxe’:
var-cov (B) = E k’xjx'aa’x (’xj:

var-cov (B) = €x )'X'E (eg')x €' '

Recordando que: las x; son valores dados y E (gg’) = o”l se tiene entonces que:

var-cov (B) = €x )Xo Ix€x )
var-cov (B) = €% o’ IxXx€x
XX

/.

var-cov (B) = &'x ol

var-cov (B) = o1 €x )

var-cov (B) = o® €x )

L.gq.qd
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Capitulo 6
Modelo de Regresion Lineal con Variable

Independiente Cualitativa.

6.1 Introduccion al Modelo de Regresion con Variable Cualitativa.

Las variables usadas en las ecuaciones de regresion, se suelen llamar variables
cuantitativas, lo que significa que las variables tienen una escala bien definida de
medicion. Las variables como temperatura, distancia, presion e ingreso son cuantitativas,
sin embargo, esto no siempre tiene que ser asi y a veces es necesario usar variables
cualitativas o categdricas como variables independientes en el modelo de regresion.

Las variables cualitativas son las variables que expresan distintas cualidades,
caracteristicas o modalidad. Cada modalidad que se presenta se denomina atributo o

categoria y la medicion consiste en una clasificacion de dichos atributos.

El proposito del presente Capitulo es el estudio de las variables independientes
de tipo cualitativo en el analisis de regresion. Veremos como la introduccion de
variables cualitativas, llamadas también dictomas, convierte el analisis de regresion en

un instrumento muy flexible, capaz de resolver muchos problemas.

306
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6.2 Definicion de Términos Basicos.

Analisis de Covarianza: Representa una extension del andlisis de varianza, y, es
particularmente atil cuando no ha sido posible comparar muestras seleccionadas al azar.
Desestacionalizacion: Proceso estadistico utilizado para eliminar los efectos de la
estacionalidad de una serie temporal.

Dicotomia: Es el proceso de categorizacion de una variable en sus modalidades
posibles.

Estacionalidad: Periodo de tiempo asociado a determinadas actividades productivas,
que se repite ciclicamente todos los afos.

Interaccién: Se presenta cuando la relacion entre una variable independiente y una
dependiente es diferente para diferentes categorias de otra variable independiente.
Variable Cualitativa: Aquellas que no aparecen en forma numérica, sino como
categorias o atributos (sexo, profesion, color de 0jos) y s6lo pueden ser nominales u
ordinales.

Variables Dicotomas: Son aquellas que, por su propia naturaleza sélo permiten 2
opciones es decir, que manifiestan o traducen una modalidad llamada atributo o
categoria. Ejemplo: blanco o negro.

Se les agrupa en nominales cuando no pueden ser agrupadas numéricamente o variables
ordinales como seria establecer un orden progresivo entre malo o poco, mediano o

mucho.
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6.3 Naturaleza de las Variables Cualitativas.

En el analisis de regresion sucede con frecuencia que la variable dependiente esta
influenciada no sélo por las variables facilmente cuantificables, si no también por
variables que son de naturaleza cualitativa, por ejemplo sexo, raza, color, religion
guerras, huelgas, entre otras.

Como estas variables cualitativas nos indican la presencia 0 ausencia de una
“cualidad” o “atributo”, como femenino o masculino, blanco o negro, catdlico o no
catolico, una manera de cuantificar tales atributos consiste en construir variables
artificiales que tomen los valores de 1 6 0; 0 para indicar ausencia y 1 para indicar la
presencia del atributo. Por ejemplo, 1 puede indicar que la persona es hombre y 0 que es
mujer; 1 puede indicar que la persona es estudiante universitario graduado y 0 que no lo
es, etc. Estas variables que asumen valores de 0 6 1 se denominan variables dicotomas.

Las variables dicotomas se pueden usar en los modelos de regresion con la
misma facilidad que las variables cuantitativas. De igual forma, un modelo de regresion
puede contener exclusivamente variables dicétomas o de naturaleza cualitativa. Tales

modelos se denominan modelos de analisis de varianza.

A manera de ejemplo, supdngase que un ingeniero mecanico desea relacionar la

vida util “y” de una cuchilla en un torno, con la clase de cuchilla que se usa para hacer

las piezas, se tiene el siguiente modelo:

Yi =Bo +B1Di +¢ (6.1)
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Donde:
yi: Es la vida Gtil de una cuchilla en un torno.

_ 0 sila pieza procedede la cuchilla tipo A
" |1 sila pieza procedede la cuchilla tipo B

Notese que la ecuacion (6.1) es como el modelo de regresion de dos variables
visto anteriormente, con la Unica diferencia de que en lugar de la variable cuantitativa x;,
tenemos una variable dicotoma D; (en adelante todas las variables dictomas se
denotaran con la letra D).

El modelo (6.1) nos permitird saber si la clase de herramienta que se usa para
hacer las piezas influye en la vida util de estas, suponiendo, naturalmente, que todas las
demas variables, se mantienen constantes. Para interpretar los parametros en el modelo
(6.1) y Bajo los supuestos del modelo de regresion lineal, se examinara el primer tipo de

cuchilla el A, para el cual D = 0. El modelo de regresion se transforma en:

E(y; |D; =0) =E(Bo) + E(B1(0)) + E(g;)
E(y; | D; =0) =B,

Asi, el intercepto B, nos da la vida util de una herramienta para la cuchilla tipo A.
Para el tipo de cuchilla B, para el cual D = 1. El modelo es:

E(y; [D; =1) =E@Bo) +E(B, (D) +E(g;)
E(y; ID; =1) =By +B;

El coeficiente 1 nos dice en cuanto difiere la vida Gtil de una herramienta si se hace con

el tipo de cuchilla B.
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La hipdtesis nula de que no hay discriminacion (Ho: B1 = 0) puede verificarse facilmente
corriendo la regresion (6.1) en la forma usual y observando, por medio de la prueba t, si
el B, es estadisticamente significativo.

Los modelos de andlisis de varianza del tipo (6.1), aunque muy comunes en
Sociologia, Psicologia, Educacion e Investigacién de Mercadeos, no son tan comunes en
Economia. Tipicamente en la mayoria de los modelos de regresidn en investigaciones
economicas se encuentran tanto variables cualitativas como cuantitativas. Los modelos
qgue contienen los dos tipos de variables se denominan modelos de andlisis de
covarianza.

Nos ocuparemos de ellos en este Capitulo.

6.4 Regresion de una Variable Cuantitativa y una Cualitativa con

dos Categorias.

Como ejemplo de los modelos de analisis de covarianza, modifiquemos la
ecuacion (6.1) de la siguiente forma:
Yi =Bo +B:Xi +B,D;i +5; (6.2)
Donde:
yi: Es la vida Gtil de una herramienta en un torno.
Xi: Velocidad del torno en revoluciones por minuto.

_ |0 sila pieza procedede la cuchilla tipo A
|1 sila pieza procedede la cuchilla tipo B
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El modelo dado en la ecuacion (6.2) contiene dos variables independientes de las cuales
una es cuantitativa (revoluciones por minuto) y la otra es cualitativa (el tipo de cuchilla)

que tiene dos categorias o sea tipo A y tipo B.

Entonces el significado de la ecuacion (6.2) suponiendo, como siempre que E(g;) = 0, es:

Vida util promedio de una herramienta procedente del tipo de cuchilla A.
E(y; [Xi, Di =0) =Bg +B1X; (6.3)
Asi, la relacion entre la vida util promedio y la velocidad del torno para la herramienta
procedente del tipo de cuchilla A es una recta con ordenada al origen o y pendiente f3;.

Vida util promedio de una herramienta procedente del tipo de cuchilla B.

E(y; [X;,Di =1) = (Bo +B2) +B1X; (6.4)
Esto es, para la cuchilla de tipo B la relacion entre la vida atil promedio de la
herramienta y la velocidad del torno también es una recta con pendiente (31, pero con
ordenada al origen (o + B2).

Las dos funciones de respuesta se ven en la figura 6.1. Los modelos (6.3) y (6.4)
describen dos lineas de regresion paralelas, esto es, dos rectas con una pendiente comun
B1 y con distintas ordenadas al origen. También, se supone que la varianza de los
errores g; es igual para ambos tipos de herramientas, A y B. El parametro f, expresa la
diferencia de alturas entre las dos lineas de regresion, ya que, 3, es una medida de la

diferencia de vida media de la herramienta que resulta de cambiar del tipo A al tipo B.
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Figura 6.1 Funciones de respuesta para la vida util de una herramienta.

)
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+
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vida it de la herrarmenta en horas, v
=
.‘_

]
L J

velocidad del torno, 5,

Antes de continuar, es necesario anotar los siguientes puntos del modelo de
regresion lineal con una variable independiente cualitativa como el que acabamos de
Ver:

1. Para distinguir las dos categorias, tipo A y tipo B, se introdujo una variable
dicétoma D;, dado que D; = 0 denota que la herramienta procede del tipo A 'y
D; = 1 denota que la herramienta procede del tipo B, ya que solo existen 2
posibles resultados. De este modo, una sola variable D; es suficiente para
distinguir dos categorias. Suponiendo que el modelo de regresion tiene un

intercepto, si escribiéramos el modelo (6.2) como:

Yi =PBo +B1X; +B,Dy +P3Dyi +& (6.5)
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Donde: y; y X; son como ya se definieron,

_ |0 sila pieza procedede la cuchilla tipo A
U701 sila pieza procedede la cuchilla tipo B

|1 sila pieza procedede la cuchilla tipo A
710 sila pieza procedede la cuchilla tipo B

Entonces el modelo (6.5) no podria estimarse tal como se presenta, pues hay
perfecta colinealidad entre D, y D,. Para verificarlo supongamos que se tiene
una muestra de dos observaciones procedentes de la cuchilla tipo A y tres de la

cuchilla tipo B. La matriz de datos sera como se muestra a continuacion:

D, D, x
tipoB vy, 110 x4
tipoB vy, 110 x,
tipoA y; = 1 0 1 X4
tipoB vy, 110 x4
tipo A ys 1 0 1 xg

La primera columna de la derecha de la matriz representa el intercepto. Se
puede ver facilmente que D; =1 — D, 6 D, = 1 — Dq; es decir, D; y D, son
perfectamente colineales y como se verd mas adelante en casos de perfecta
colinealidad no es posible la estimacion de Minimos Cuadrados Ordinarios.
Existen varias formas de resolver el problema, pero la méas simple consiste en
introducir la variable dictoma como lo hicimos en el modelo (6.2), esto es
usar Unicamente una variable dic6toma si solamente hay dos categorias para la
variable independiente cualitativa, en este caso la matriz anterior no tendra la

columna D», lo que evita el problema de la multicolinealidad.
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La regla general es: Si una variable cualitativa tiene m categorias, se deben
introducir m — 1 variables dicotomas. En nuestro ejemplo, hay dos tipos de
cuchillas Ay B, y, por lo tanto introdujimos sélo una variable dicotoma. Si esta
regla no se sigue, caeremos en lo que se llama la trampa de la variable
dicotoma, esto es, en una situacién de perfecta multicolinealidad.

2. Laasignacion de los valores 0 y 1 a las categorias es arbitraria, en el sentido de
que hubiéramos podido asignar D = 1 al tipo de cuchilla Ay D = 0 al tipo de
cuchilla B. Por lo tanto, para interpretar los resultados de un modelo de
variables dicdtomas es indispensable saber como se asignan los valores 0 y 1.

3. El grupo, categoria al que se le asigna el valor de cero recibe el nombre de
categoria base, o de control. Es la base en el sentido de que todas las demas
comparaciones se hacen con esa categoria. En el modelo (6.2) la cuchilla tipo A
es la categoria base, pues si corremos la regresion con D = 0, esto es, s6lo con
las piezas que proceden de la cuchilla tipo A, el intercepto serd Po. Notese
ademas que elegir qué categoria sirve de base es un asunto de preferencias,
basado algunas veces en consideraciones dadas.

4. El coeficiente B, correspondiente a la variable dicotoma D puede llamarse
coeficiente diferencial de intercepto, pues nos dice en cuanto difiere el
intercepto de la categoria que recibe el valor de 1, del coeficiente de la categoria

base.
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6.5 Regresion de una Variable Cuantitativa y una Cualitativa con

mas de dos Categorias.

Supongamos que basados en informacion de corte transversal queremos ver si el
gasto anual de un individuo depende del ingreso y la educacidn que este tenga. Dado que
la variable educacién es de naturaleza cualitativa y considerando, tres categorias de
educacion mutuamente excluyentes: menos que bachiller, bachiller y nivel universitario.
A diferencia del caso anterior, tenemos mas de 2 categorias de la variable cualitativa
educacion. Siguiendo la regla de que el nimero de variables dictomas debe ser uno
menor que el nimero de categorias, debemos introducir dos variables dictomas que
tengan en cuenta las tres categorias de educacion. Suponiendo que los tres grupos de
educacion tienen la misma pendiente pero distinto intercepto en la regresion del gasto

anual en salud contra el ingreso, podemos usar el siguiente modelo:

Yi =Bo +B1X; +B,Dyg; +B3Dy +; (6.6)
Donde:
yi: Gasto anual en salud.

Xi. Ingreso anual.

Y70 sinoloes

1 si tiene educacioénuniversitaria
0 sinola tiene

{1 si bachiller

2i T

Notese que en la asignacion anterior de variables dicétomas estamos tratando,

arbitrariamente, la categoria “menos de bachiller” como la categoria base. Por lo tanto,
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el intercepto Bo reflejara el intercepto de esta categoria. Los interceptos diferenciales [,
y B3 nos dicen en cuanto difieren los interceptos de las otras dos categorias, del
intercepto de la categoria base. Esto puede comprobarse facilmente de la forma
siguiente:

Suponiendo E(g;) = 0 de la ecuacidn (6.6) se tiene:

E(yi |D; =0,D, =0,%X;) =Bo +B1X; (6.7)
E(Yi |ID;=1,D, =0,%;) =(Bo +B,) +B1X; (6.8)
E(yi ID; =0,D, =1,%;) = (Bo +B3) +B1X; (6.9)

Que son, respectivamente, las funciones para los tres niveles de educacion: menor que el
bachillerato, bachillerato y educaciéon universitaria. Las ecuaciones anteriores se
muestran en la figura 6.2 (para fines ilustrativos se supone que B3 > 3,).

Figura 6.2 Gasto en salud con relacion al ingreso, para tres niveles de educacion.

¥ Educacién universitania
Eachillerato

-~
o
.% Menos de bachillerato
8 P<
=
5 Pz

k‘-\- o

Fo
0 X

Ingrezo
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Después de realizar la regresion (6.6), se puede averiguar si los interceptos
diferenciales [,y B3 son de manera individual estadisticamente significativos, es decir,
diferentes del de base. Una verificacion de la hipotesis nula Ho: B2 = B3 = 0 puede
hacerse simultaneamente mediante la técnica andlisis de varianza y la prueba F, como se
vio en el Capitulo 4.

Obsérvese que la interpretacion de la ecuacion (6.6) cambiarad si adoptamos un
esquema diferente para la asignacion de los valores de las variables dicotomas. Por
ejemplo, si designamos D; = 1 a la categoria menor que el bachillerato y D, = 1 a
bachillerato, la categoria base sera la educacion universitaria y todas las comparaciones

se haran con relacion a esa categoria.

6.6 Regresion de una Variable Cuantitativa y dos Variables

Cualitativas.

La técnica de variables dicétomas puede extenderse facilmente a mas de una
variable cualitativa. Para ilustrarlo, supdngase que en el ejemplo de vida util de una
herramienta ecuacion (6.2), se debe considerar un segundo factor cualitativo, el tipo de
lubricante de corte que se usa, suponiendo que este factor tiene dos categorias, se puede
definir una segunda variable indicadora, D,;, entonces un modelo de regresién que
relacione la vida Gtil de una herramienta (y) con la velocidad de corte (xy), el tipo de

cuchilla (Dy;) y el tipo de lubricante de corte (Dy;) es:
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Yi =Bo +B1X; +B,Dy +B3Dyi +5; (6.10)
Donde:
yi: Es la vida Gtil de una herramienta en un torno.

Xi: Velocidad del torno en revoluciones por minuto.

i —

0 sila pieza procedede la cuchilla tipo A
1 sila pieza procedede la cuchilla tipo B

{0 siseusaaceite de baja viscosichd
2i —

1 siseusaaceitede viscosidad intermedia

Se puede ver que cada una de las variables cualitativas, tiene dos categorias y por
lo tanto s6lo se necesita una variable dicotoma para cada una.
Se puede observar de la ecuacion (6.10) que la pendiente (1, del modelo de regresion
que relaciona la vida util de la herramienta con la velocidad de corte no depende ni del
tipo de cuchilla ni del tipo de lubricante de corte. La ordenada al origen de la recta de

regresion si depende de esos factores de una forma aditiva.

Ahora suponiendo que E(g;) = 0, a partir de la ecuacion (6.10) podemos obtener:
Vida promedio de la herramienta procedente del tipo A, usando aceite de baja

viscosidad:

E(yi D, =0,D; =0,%;) =Bg +B1X; (6.11)
Vida promedio de la herramienta procedente del tipo B, usando aceite de baja
viscosidad:

E(yi ID; =1D, =0,x;) =(Bo +B2) +B1X; (6.12)
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Vida promedio de la herramienta procedente del tipo A, usando aceite de viscosidad
intermedia:
E(Yi Dy =0,D, =1X%;) =(Bo +B3) +B1X; (6.13)
Vida promedio de la herramienta procedente del tipo B usando aceite de viscosidad
intermedia:
E(yi D1 =1,D, =1,%;) =(Bo + B2 +B3) +B1X; (6.14)
Una vez, mas suponemos que las regresiones anteriores difieren solamente en el

intercepto y no en la pendiente.

Una estimacion por Minimos Cuadrados Ordinarios de la ecuacion (6.10) nos
permitira verificar una variedad de hipotesis. De este modo, si B3 es estadisticamente
significativa, esto nos dara a entender que el tipo de lubricante que se usa en el corte de
la herramienta si afecta la vida Util de esta. De igual forma, si (3, es significativa, esto
significard que el tipo de cuchilla que se utiliza también influye en la vida util de la
herramienta. Si ambos interceptos diferenciales son estadisticamente significativos,
querra decir que tanto el tipo de cuchilla como el tipo de lubricante, son importantes en
la determinacion de la vida util de la herramienta.

En general y siguiendo la exposicion anterior, podemos extender nuestro modelo
a mas de una variable cuantitativa y dos cualitativas. La Unica precaucion que debemos
tener es que el nimero de variables dictomas para cada variable cualitativa sea uno

menos que el nimero de categorias de esa variable.
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Ejemplo 1: Datos de vida de herramienta.
En la tabla 6.1 se presentan 20 observaciones de duracion de la herramienta “y” y

velocidad del torno (rpm) Xy;, el diagrama de dispersion se ve en la figura 6.3.

Tabla 6.1 Datos de vida de la herramienta.

7 () A he::g%?eenta 7 () S he:Irgfn?eenta
18.73 610 A 30.16 670 B
14.52 950 A 27.09 770 B
17.43 720 A 25.4 880 B
14.54 840 A 26.05 1000 B
13.44 980 A 33.49 760 B
24.39 530 A 35.62 590 B
13.34 680 A 26.07 910 B
22.71 540 A 36.78 650 B
12.68 890 A 34.95 810 B
19.32 730 A 43.67 500 B

Figura 6.3 Vida util de la herramienta “y” en funcion de la velocidad del torno xg;,
para los tipos de cuchillas Ay B.
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Se ajustara el siguiente modelo:
Yi =Bo +B1X; +B2Dj +g;
En donde la variable indicadora D; = 0 si la observacion procede de la cuchilla tipo A, y

D; = 1 si procede de la cuchilla tipo B. La matriz x y el vector y para ajustar este modelo

son:

1 610 O] [18.73]
1 950 0 14.52
1 720 0 17.43
1 840 0 14.54
1 980 0 13.44
1 530 0 24.39
1 680 0 13.34
1 540 0 22.71
1 890 0 13.68
1 730 0 19.32
X= y=
1 670 1 30.16
1 770 1 27.09
1 880 1 25.40
1 1000 1 2.05
1 760 1 33.49
1 590 1 35.62
1 910 1 26.07
1 650 1 36.78
1 810 1 34.95
1 500 1 | 43.67 |
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Haciendo uso del algebra matricial y siguiendo los pasos dados en el ejemplo 1 del

Capitulo 5 se obtiene:

r 20 20 ]
n DXy 2.Di
i—1 i=1 20 15010 10

20 20 20
€x =X xy; Y x2 D x;D;|=[15010 11717500 7540
i=1 i=1 i=1

20 20 20 10 7540 10
2D X xDp  XDj
= i1 i

20

zyi

i 490.38
€y_=|> x,y; |=|3565157
i=1

L 319.28
Z Divi
Li=1 _

Para encontrar el valor de los coeficientes de regresion, necesitamos calcular la inversa
de la matriz €'x_, para ello hacemos uso de las reglas de inversién de matrices dadas en

el apéndice A.

Calculamos el determinante de la matriz (’x, COmo Se muestra:

20 15010 10
X'x| = 15010 11717500 7540
10 7540 10

11717500 7540
7540 10

X'X

=20

5010 10 15010 10
15010 +10
r7540 10 L1717500 7540

x'x| = 45225000
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La matriz de cofactores es la que se muestra a continuacion

60323400 -74700 -3999600
C =| —74700 100 —-700
-3999600 —-700 9049900

Transponiendo la matriz de cofactores anterior se obtiene la matriz adjunta:

60323400 —74700 —3999600
(adjx'x) =| —74700 100 ~700
~3999600 —700 9049900

Dividimos los elementos de la (adj x'x) por el valor del determinante x'x| = 45225000 y
obtenemos:
60323400 _ 74700  _ 3999600
45225000 45225000 ~ 45225000
w1 ., =|_ 74100 100 _ 700
«x_"=—- (adjxx) 45225000 45225000 45225000
XX _ 3999600 _ 700 9049900

45225000 45225000 45225000

Ahora obtenemos los valores de los coeficientes de la forma siguiente:

p=€xJxy
60323400 74700 3999600
45225000 45225000 45225000 490 . 38
_|_ 74700 100 700
B - 45225000 45225000 45225000 356515 .7
3999600 700 9049900 319 . 28

T 45225000 45225000 45225000

By 36.986012
B =B, |=| —0.02660723
B, 15.00425061

El ajuste del modelo por Minimos Cuadrados Ordinarios es:

¥ =36.986012 —0.02660723 x,; +15.00425061 D, (6.15)



La suma de los errores al cuadrado puede calcularse como:

20 )
deZ=ee=yy-pxy

i=1
20
y'y = > yf =13598.7154
i=1
490.38
B'x'y= }6.986012 —0.02660723 15.00425061 | 356515.7
319.28

B'X'y =13441.86247

Por lo tanto la suma de los errores al cuadrado es:

20 )
Ye? =ee=yy-fxy

i=1

20
> ef =13598.7154-13441.86247
i=1

20
D ef =156.85293

i=1

De donde obtenemos:

a2 e'e ¥y -pxy
n-k n-k

~g o 106852593
o'
20-3

=9226

La matriz de varianza-covarianza para f puede escribirse como:

60323400 _ 74700  _ 3999600
45225000 45225000 45225000
_ 74700 100 _ 700

var —cov (B) = 62 (’xj = 9.226| 45225000 45225000 45225000
_ 3999600 700 9049900

45225000 45225000 45225000

324
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12.3061 -0.0152 -0.8159
var—cov (B) = G* (’xj = -0.0152 0.0000204 -0.0001
-0.8159 -0.0001 1.8462

Los elementos de la diagonal de esta matriz nos dan las varianzas de f,, B, y B,.,

respectivamente, y sus raices cuadradas positivas nos dan los correspondientes errores

estandar.

Con la informacion anterior encontramos ahora el valor de R? asf.
SSg = B'xy —ny’

SSk = 13441.86247- 20(24.519)?

SSgr = 1418.235

SSt=y'y —ny’

SSt = 13598.7154 - 20(24.519)?

SSt=1575.088

R? = ﬂ'rfy‘ﬂ?
=
¥¥ —ny
R2 _ SSp  1418.235 — 0.9004

SS; 1575.088
La interpretacion de la ecuacion (6.15) es: si ambos D; y X; estan fijos en cero, el valor

promedio de la variable dependiente (Vida Gtil) se estima en 3, = 36.986012 . El valor

de la pendiente B, =-0.02660723 es la disminucion promedio en la vida Gtil de la

herramienta, debido a la velocidad del torno en revoluciones por minuto. El coeficiente
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de regresion parcial f, =15.00425061 significa que manteniendo todas las demas

variables constantes, un aumento en la vida promedio de la herramienta de, por ejemplo
1 hora depende del tipo de cuchilla que se utiliza.

El valor de R? = 0.9004 muestra que las dos variables independientes (tipos de cuchillas
y velocidad del torno) explican el 90.04% de la variacion en la vida Gtil promedio de la

herramienta.

Prueba de hipdtesis para los coeficientes individuales de regresion.

Con los datos obtenidos anteriormente realizamos la prueba de hipétesis individual para

B, esdecir, Hy:B, =0y H; :p, #0.

Solucion:
2. H B, #0

3. Se selecciona un nivel de significancia de o = 0.05 y como la prueba es de dos
colas a/2 = 0.05/2 = 0.025 y se tiene que el valor de la tabla de t es:
t0.05/2, 20-3) = t (0.025,17) = 2.110
4. Region critica: sit<-2.110 6 t > 2.110, entonces rechazamos Ho.

5. Caélculos:

Bi—B; _B,—B, _15.00425061

tO: =

= =11.042
J6%Cyy  J67C, /18462
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6. Decision Estadistica: se rechaza Hy porque el valor calculado to = 11.042 es
mayor que el de la tabla (2.110),
7. Conclusion: se concluye que hay una relacion lineal entre el tipo de cuchilla y
la vida dtil de la herramienta.
De igual forma se realiza la prueba de hipotesis parcial para los demas coeficientes de

regresion.

Como se menciond en el Capitulo 4, no es posible aplicar la prueba t para verificar la
hipdtesis global segin la cual Hy 1y =B, =B, =0.
Sin embargo, recuérdese que una hipotesis nula H,:B,=p; =B, =0 puede ser
verificada mediante la técnica de analisis de varianza y la prueba F dadas anteriormente.
Se probarad la significancia global de la regresién para los datos de los tipos de
herramientas, es decir, Hy : By =f; =B, =0 y H; :B; =0, almenos para un j.
Datos:
El modelo ajustado es: y =36.986012 —0.02660723 x, +15.00425061 D,
SSr = 1418.235
SSres = 156.85293
SSt =1575.088
Solucion:

1. Hy:Bo=PB,=P,=0

2. H; :B;#0, almenos paraun j.
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3. Se selecciona un nivel de significancia de o = 0.05 y se tiene que el valor de la

tabla F es F(0,05, 2,17 = 3.59.

4. Célculos:

By - oy’ 33 1418.235

k-1 k-1 __ 3-1 _
F - _ — 76.855
" T T4 Bay | 99, 15685203

n-k n—1lk 20—-73

Tabla 6.2 Analisis de varianza para las variables del ejemplo de herramientas.

Fuente de Suma de Grados de Cuadrado =
Variacion Cuadrados Libertad Medio 0
Regresion 1418.235 2 709.1175 76.855
Residual 156.85293 17 9.2266
Total 1575.088 19

5. Decision Estadistica: se rechaza Ho, porque el valor calculado para Fo (76.855)

es mayor que el de la tabla (3.59).

6. Conclusion: Se concluye que la vida util de la herramienta se relaciona con el
tipo de cuchilla que se usa y con la velocidad del torno, en revoluciones por

minuto, para la muestra dada.

El intervalo de confianza del 95% para (3, es:

Bs =tz ni€(B2) <Py <Py + 12 niesB,)
15.00425061 —2.110(1.360) <, <15.00425061 +2.110(1.360)
12.135 <B, <17.873
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Se tiene el 95% de confianza de que el verdadero parametro 3, se encuentra entre 12.135

y 17.873.

Nota:
Al igual que en los Capitulos anteriores se puede utilizar el Software estadistico SPSS
para realizar la regresion lineal con variables cuantitativas y cualitativas, la Unica

diferencia es que los datos de la variable cualitativa son ceros y unos.

6.7 Interaccion entre Variables Cualitativas y Cuantitativas.

Al revisar el diagrama de dispersion figura 6.3 se ve que se requieren dos lineas
de regresion para modelar bien los datos, y que la ordenada al origen depende del tipo de
cuchilla que se usa.

En vista de que se requieren dos lineas de regresion distintas para modelar la relacion
entre la “vida util de la herramienta” y la “velocidad del torno”, se podrian ajustar dos
modelos separados rectilineos, en lugar de uno solo con una variable indicadora.

Sin embargo, se prefiere el método con un solo modelo, porque sélo se tiene una
ecuacion final con la que se trabaja, y no dos, es un resultado practico mucho mas
simple; ademas, como se supone que las dos rectas tienen la misma pendiente, tiene
sentido combinar los datos de ambos tipos para producir un solo estimado de este
parametro comun; este método también proporciona una estimacion de la varianza
comin del error 62, y se tienen mas grados de libertad que los que resultarfan de ajustar

dos lineas separadas de regresion.
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Supongamos que se espera que las rectas de regresion que relacionan la vida til
de la herramienta con la velocidad del torno difieren tanto en la ordenada al origen como
en la pendiente. Es posible modelar este caso con una sola ecuacion de regresion, usando
variables indicadoras, el modelo es:

Y =Bo +PB1X; +B,Dy +B3DyX; + (6.16)
Al comparar las ecuaciones (6.16) con la (6.2) se observa que se agregd al modelo un
producto cruzado entre X, la velocidad del torno y la variable indicadora que representa
el tipo de cuchilla D;. Para interpretar los parametros en este modelo, se examinara

primero la cuchilla tipo A, para la que D; = 0. EI modelo (6.16) se transforma en:

Y =By +B:X; +B2(0) +B3(0)%; +¢

(6.17)
y=PBo +B:X; +e
Que es una recta con ordenada al origen o y pendiente f3;.
Para la cuchilla tipo B, D; =1 es:
y=Bo +BXi +B (D) +Bs DX +¢ (6.18)

y=(Bo+B2)+ (B +B3)X; +¢
Es un modelo rectilineo con ordenada al origen Bo + B2 y pendiente $; + Bs3. Las dos
funciones de regresion se grafican en la figura 6.4. Se puede ver que la ecuacion (6.16)
define dos rectas de regresion con distintas pendientes y ordenadas al origen. En
consecuencia, el parametro (3, refleja el cambio de la ordenada al origen asociado con el
cambio de cuchilla tipo A, a cuchilla tipo B (las clases 0 y 1 de la variable indicadora
D1), ¥ B3 indica el cambio de pendiente asociado con el cambio de tipos de cuchillas, de

A aB.



331

Figura 6.4 Funciones de respuesta para la ecuacion (6.16).
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Una ventaja del uso de variables indicadoras es que las pruebas de hipotesis se
pueden hacer en forma directa, con el método de la suma extra de cuadrados
(o prueba F parcial).

Para el caso de una variable se vio anteriormente que la contribucion de cada
variable independiente se puede probar utilizando pruebas individuales sobre los
parametros por medio de la distribucion t — de Student.

El método estadistico suma extra de cuadrados permite conocer no solamente la

contribucion de una variable sino la de cualquier subconjunto de variables.

Para ilustrar la utilidad de este procedimiento, se considera el siguiente modelo:

Y =PBo +B1Xs +PBX, +B3X3 +€



332

Las sumas de cuadrados

SSge (B11Bo+B2,B3)
SSge (B2 |Bo+B1,B3)

SSre (B3 [Bo.B1.B2)
Donde:
SSge: Suma de Cuadrados de Regresion del modelo reducido.
Son las sumas de cuadrados de regresion de un grado de libertad que miden la
contribucion de cada variable x;, j = 1, 2, 3, al modelo, dado que todas las demas
variables ya estaban en él. Esto es, se evalla la ventaja de agregar X; a un modelo que no

incluia a esta variable. En general se puede determinar:
SSre (B [BosBrves BioasBjaaren Bi) s 1<j<k
Que es el aumento en la suma de cuadrados de regresion, debido a agregar x; a un

modelo que ya contiene Xu,..., Xj-1,..., Xk.

Por ejemplo, para ver la contribucidn de x;, se obtiene de la diferencia entre la suma de

cuadrados de los coeficientes de regresion del modelo completo (SSg) y la suma de

cuadrados de los coeficientes de regresion del modelo reducido (SSge) asi:

SSre (B1 [Bo:B2:Baswss Bi) =SS (BosB1sB2Bass Bk) =SSre (BosB2:Basews Bic)
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Donde SSi(Bo,B1,B5,B3.- By) €S la Suma de Cuadrados de Regresion del modelo
completo, y SSge (Bo.B,B3.-+ Px) €S la Suma de Cuadrados de Regresion del modelo
reducido, es decir, eliminada $,x, del modelo.

Para probar la hipdtesis

Ho:B, =0
H,:B; %0

Se calcula:

_ SSgre(By[Bo:B2:B3y Bk) _ [SSr(Bo:B1:B2:B3s-s Bk) =SSre (Bo,BasBan Bi)]/1
2

F
° 6 MSRes

Si el valor calculado de Fq es mayor que el de la tabla Fq (1, -y (con un grado de libertad
en el numerador debido a que so6lo se esta probando la contribucion de x;) y n-k en el
denominador se rechaza la hipétesis nula.

De manera similar, se puede probar la significancia de un subconjunto de las variables.
Por ejemplo, para investigar simultdneamente la importancia de incluir x; y Xz en el

modelo, se prueba la hipotesis

Ho 1Py =P, =0
H,:B; #0, almenosparaun j.

Se calcula:

o [5See (1B 1BouPa B Y2
0~ 62

c _[SSr(Bo.B1:B2:B3s--PBi) —SSre Bo:Bs Bas---Bi )1/ 2
o~ MS

Res
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Y se compara con el de la tabla, si el valor calculado F, es mayor que el de la tabla
Fa (2 n-k), S€ rechaza la hipotesis nula.

El nimero de grados de libertad asociados con el numerador, es igual al nimero de
variables en el subconjunto, en el caso anterior tenemos las variables x; y X, en el
subconjunto, por lo que los grados de libertad del numerador es igual a 2. Los grados de
libertad del denominador se calculan igual que antes n — k (n — nimero de parametros
estimados en el modelo completo).

Por ejemplo, para probar si los dos modelos de regresion (ejemplol) son idénticos, las

hipotesis serian:

Ho 1B, =B3=0
H,:B; #0, almenosparaun j.

Si no se rechaza H, :p, =p5 =0, entonces un solo modelo de regresion puede explicar

la relacion entre la vida util de la herramienta y la velocidad del torno. Para probar si las
dos rectas de regresion tienen la misma pendiente pero quiza distintas ordenadas al
origen, las hipoétesis son:

Ho:B3=0
Hy : B3 %0

Si se usa el modelo (6.16), las dos rectas de regresion se pueden ajustar, y se pueden
hacer esas pruebas calculando la suma de cuadrados SSge (B1, Bo) que es el modelo de
regresion lineal simple, SSre (Bo, P1, P2) €s un modelo de regresion lineal maltiple con

dos variables independientes y SSre (Bs|Bo, P1, B2) €s un modelo de regresion lineal
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multiple con tres variables independientes, donde se quiere ver la contribucion de la

variable x5 al modelo.

Ejemplo 2: Datos de duracion de herramienta.

Se ajustara el modelo de regresion:

Yy =Bo +B1X; +B,D; +B3D1X; +€

A los datos de vida util de herramienta de la tabla 6.1. La matriz X y el vector y para este

modelo son:

R e e e e e e T T T S S e e o S N N S S T

X; Dy x.0;

610
950
720
840
980
530
680
540
890
730
670
770
880
1000
760
590
910
650
810
500

0

P P P P PP PPPPOOOOOOOOO

O O O O O O O o o o

670
770
880
1000
760
590
910
650
810
500

18.73 ]

14.52
17.43
14.54
13.44
24.39
13.34
22.71
13.68
19.32
30.16
27.09
25.40
2.05
33.49
35.62
26.07
36.78
34.95

43.67 |
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Para estimar los parametros del modelo se sigue el procedimiento mostrado
anteriormente.

El modelo de regresion estimado es:

y =32.775 —0.021x, + 23.971D, —0.012x,D, (6.19)

Para probar la hipétesis que los dos modelos de regresion son identicos, se usa la

estadistica,

_ SSre(B2: B3 IBo.B1)/2 _[SSg(Bo.B1:B2:B3) -SSre (Bo. B1)l/2
6'2 MSRes

I:0
Si el F calculado excede el de la tabla, rechazar la hip6tesis de que los dos modelos de
regresion son iguales.
Para calcular el valor de Fy se necesitan las sumas de cuadrados debida a la regresion del
modelo completo (SSg) y del modelo reducido (SSge). Llamamos modelo completo a la
regresion hecha con las dos variables independientes mas el término de interaccion,
ecuacion (6.19), es decir que, para obtener SSg, se debe ejecutar un andlisis de regresion
multiple entre “y” y las variables x3, D1, X1D3.
Un modelo reducido se hace eliminando una de las variables cualitativas, en nuestro
ejemplo al eliminar la variable cualitativa se elimina también el término de interaccion,
quedando asi un modelo de regresion simple como modelo reducido, asi para obtener

(13

SSre se debe ejecutar un analisis de regresion simple entre “y” y la variable xj.



Datos:

337

La suma de cuadrados debida a la regresion (SSg) del modelo completo y el modelo

reducido (SSkg) es:
SSk(Bo, Br.By. B3) = B'XY — nyz= 1434.112

SSge (Bos B1) = Blsxy =293.005

SSRE (32133 | BO!Bl) = SSR (30131152'63) _SSRE (BOiBl)
SSre (B, B3 | Bo.By) =1434.112—293.005

SSre (B2,B3 | Bo,By) =1141.107

La varianza de los residuos es la siguiente:

. r_ I
a2 ee ¥¥ —pbXxy

n-k n-k
52 _ 140 976 8811

20-4
Solucion:

1 Ho:By=P3=0

2. H;:B;=0, almenos paraun j.

3. Se selecciona un nivel de significancia de oo = 0.05, se tiene que el valor de la

tabla F es F(o_05, 2,16) = 3.63

4. Célculos:

R, = SSge (B2, B3 1Bo,B1)/2 _ 1141 .107 /2

62 8.811
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5. Decision Estadistica: Se rechaza H,:p, =p; =0 porque el valor calculado para

Fo (64.75) es mayor que el de la tabla (3.63).

6. Conclusion: Se concluye que los dos modelos de regresion no son idénticos.

Para probar la hipétesis que las dos rectas tienen distintas ordenadas al origen y una

pendiente comun (H, : 5 = 0) se usa el estadistico:

E - SSre (B3 [Bo:B1.B2)/1 _[SSr(Bo:Bi1.B2:B3) —SSge (Bo.B1.B2)1/1
° &2 MSges

Si el F calculado excede el de la tabla, rechazar la hipotesis de que los dos modelos de

regresion tienen la misma pendiente. Para obtener SSge (B,,B;.P,) Se debe ejecutar un

(Y]

analisis de regresion multiple entre “y” y las variables x1 y D;.
Datos:

La suma de cuadrados debida a la regresion (SSg) y la del modelo reducido (SSge) es:
SSg(Bo.By.B2.Bs)= B'X'y —ny’=1434.112
SSre(Bo.B1.B,) = B'Xy —ny’ =1418.034

SSRE(BS |BO’Bl’BZ) :SSR (BO’Bl’BZ’BS)_SSRE (BO’Bl’BZ)
SSee (Bs | Bo.Br,By) =1434.112-1418.034

SSre (B3 1Bo.B1,B,) =16.078

La varianza de los residuos es la siguiente:

N . tr — Bt
s2_ ee _ ¥Y pxy
n-k n-k

~y 140976
o° =
20—4

=nall
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Solucion:
2. Hi:B3=0

3. Se selecciona un nivel de significancia de a = 0.05, se tiene que el valor de la
tabla F es Fgs, 1, 16)= 4.49

4. Célculos:

_ SSre(B3|Bo.B1B2)/1_16.078 _ o
- 0 _ 1
6 8.811

Fo

5. Decision Estadistica: no se rechaza H, :; =0 porque el valor calculado para Fy

(1.82) es menor que el de la tabla (4.49).

6. Conclusion: Se concluye que las pendientes de las dos rectas son iguales.

Las variables cualitativas son Utiles en diversos casos de regresion, el ejemplo siguiente

es una de muchas aplicaciones de estas.

Ejemplo 3:

Una empresa eléctrica esta investigando el efecto que tiene el tamafio de una vivienda
familiar y el tipo de acondicionamiento de aire que se usa en ella, sobre el consumo total
de electricidad durante los meses calurosos. Sea “y” el consumo eléctrico total (en
kilowatts-horas), durante el periodo de febrero a mayo, y x; el tamafio de la casa (pies

cuadrados de construccidn). Hay cuatro tipos de sistemas de acondicionamiento de aire:
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1) Sin acondicionamiento.
2) Unidades de ventanas.
3) Bomba térmica.

4) Acondicionamiento central.

Los cuatro niveles de ese factor se pueden modelar con tres variables indicadoras, D1, D,

y D3, que se definen como sigue:

Tipo de acondicionamiento de aire | D; D, Ds
Sin acondicionamiento de aire 0O 0 O
Unidades de ventanas 1 0 O
Bomba térmica 0O 1 0O
Acondicionamiento central deaire | 0 0 1
El modelo de regresion es:
y=B¢ +B1X; +B,D; +B3D, +B4D3 +¢ (6.20)

Si la casa no tiene acondicionamiento de aire, la ecuacion (6.20) se transforma en:
Yy =Po+PiX; +¢
Si la casa tiene unidades de ventanas, entonces:
y=(Bo+B2)+Bix; +¢
Si la casa tiene bomba térmica, el modelo de regresion es:

y=0B0+B3)+Bix; +¢
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Y si la casa tiene acondicionamiento central, entonces:
y=(Bo+Bs)+B1X; +¢

Asi, en el modelo (6.20) se supone que la relacion entre el consumo eléctrico en
tiempo caluroso, y el tamarfio de la casa es lineal, y que la pendiente no depende del tipo
de sistema de acondicionamiento de aire que se emplea. Los pardmetros f,, Bs Y Pa
modifican la altura (u ordenada al origen) del modelo de regresion para los distintos
sistemas de acondicionamiento de aire. Esto es, B2, Bs Y B4 miden el efecto de las
unidades de ventanas, de bomba térmica y de acondicionamiento central,
respectivamente, en comparacion con la falta de acondicionamiento de aire. Ademas se
pueden determinar otros efectos comparando en forma directa los coeficientes
adecuados de regresion. Por ejemplo, B3 - B4 refleja la eficiencia relativa de una bomba
térmica respecto al acondicionamiento central de aire, también notese la hipétesis que la
varianza del consumo de energia no depende del tipo de sistema de acondicionamiento

usado; esta hipdtesis puede ser inadecuada.

En este problema parece irreal suponer que la pendiente de la funcion de
regresion que relaciona el consumo eléctrico medio con el tamafio de la vivienda no
depende del tipo de sistema de acondicionamiento de aire. Por ejemplo, se puede esperar
que el consumo eléctrico medio aumente al aumentar el tamafio de la casa, pero la tasa
de aumento deberia de ser distinta para un sistema de acondicionamiento de aire que
para las unidades de ventanas, porque el primero deberia ser méas eficiente que las

unidades de ventanas para las casas mas grandes.
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Esto es, deberia haber una interaccion entre el tamafio de la casa y la clase de
sistema de acondicionamiento. Esto se puede incorporar al modelo ampliando la
ecuacion (6.20) para incluir términos de interaccion.

El modelo resultante es:

Y =PBg +PByXs +B,D; +B3D, +B4D3 +PsX Dy +BeX;Dy +B7xD53 +€ (6.21)

Los cuatro modelos de regresion, que corresponden a las cuatro clases de sistema

de acondicionamiento de aire son:

Yy =By +PiX; +€ (Sin acondicionamiento de aire)
Y=0Bo+B)+(By+Bs)X, +€ (Unidades de ventanas)
y=0Bo+Bs)+ (B +Be)X,+&  (Bomba térmica)

Y=0Bo+Bs)+ B, +B7)X, +¢€ (Acondicionamiento central de aire)

Notese que el modelo (6.21) implica que cada clase de sistema de
acondicionamiento de aire puede tener una recta separada de regresion, con su pendiente

y ordenada al origen correspondiente.
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6.8 Comparacién de Modelos de Regresion.

Se examinara el caso de la regresion lineal simple, en el que las n observaciones
se pueden dividir en M grupos, y el m-ésimo grupo tiene ny, observaciones. EI modelo

mas general consiste en M ecuaciones separadas, como por ejemplo:

Modelo Ne. Modelo
1 Y =PBo; + By x+e
2 Yy =PBo1 +Byx+e
M Yy =Bom +PmX+e
O se puede escribir como:
Y =PBom +BimX+e, m=1,2...,M (6.22)

Con frecuencia interesa comparar este modelo general con uno mas restrictivo; las
variables cualitativas son Utiles en este aspecto. Se consideran los siguientes casos:

a) Lineas Paralelas: En este caso todas las M pendientes son idénticas,

Bi1 =By, =.. =Py, Pero las ordenadas al origen pueden ser distintas, ndtese

que esta es la clase de problema que se vio en el ejemplo 1 (en donde M = 2);

condujo al uso de una variable indicadora. En forma mas general se puede

aplicar el método de la suma extra de cuadrados para probar la hipbtesis

Hy :B11 =By, =... =Py - Recuérdese que este procedimiento implica ajustar un

modelo completo y un modelo reducido restringido a la hipotesis nula, y

calcular el estadistico F:

_ [SSresvr) _SSRes(MC)]/(gl(MR) —0lmc))
SSges(mo) /gI(MC)

F, (6.23)
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Si el modelo reducido es tan satisfactorio como el modelo completo, entonces
Fo sera pequefia en comparacion con F, gimr) - gimMe), oI (vcy). LOS valores
grandes de Fo implican que el modelo reducido es inadecuado. Para ajustar el
modelo completo (6.22) s6lo se ajustan M ecuaciones separadas de regresion, a
continuacion se calcula SSgesvcy Sumando las sumas de cuadrados residuales

obtenidas en cada regresion separada. Los grados de libertad SSgesquc) SoOn

M
alye = Z(nm —2)=n-2M. Para ajustar el modelo reducido se definen M — 1
m=1

variables indicadoras, Di, Do,..., Du.1 que corresponden a los M grupos, y
entonces se ajusta:

y=PBo+PBX; +P,Dy +P3Dy +.. +PyDy 1+
La suma de cuadrados residuales de este modelo es SSgespur) CON
glmry = n- kK = n- (M + 1) grados de libertad donde k es el numero de
parametros del modelo anterior.

Si la prueba F, ecuacion (6.23) indica que los M modelos de regresion tienen
una pendiente comuin, entonces {3, obtenida en el modelo reducido es un

estimado de este parametro, que se determina agrupando o combinando todos
los datos, esto se mostro en el ejemplo 2.

En forma mas general, el analisis de covarianza se usa para agrupar los datos,
para estimar la pendiente comun. En consecuencia, el analisis de covarianza es

un tipo especial de modelo lineal, que es una combinacién de un modelo de
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regresion (con factores cuantitativos) con un modelo de andlisis de varianza
(con factores cualitativos).

b) Lineas Concurrentes: Las M ordenadas al origen son iguales
Bor =Bz =--=Bom, Pero las pendientes pueden ser distintas. EI modelo
reducido es:

Y=Bo+P Xy +P2Zy + B3y +. APyl +E
En donde Zy = XDy, k =1, 2,..., M — 1. La suma de cuadrados residuales de
este modelo es SSgresovr) Y 9lgvry = N- (M + 1) grados de libertad, notese que se
estd suponiendo la concurrencia en el origen.

c) Lineas Coincidentes: En este caso las M pendientes y las M ordenadas al
origen son iguales, es decir By, =Pp,=-=Bom Y B11=P1p=--=PBm- El
modelo reducido es solo:

y=Bg+PX; +€
Y la suma de cuadrados residuales SSgresvr) tiene glr) = n - 2 grados de

libertad. No son necesarias variables indicadoras en la prueba de coincidencia,

pero se incluye este caso para completar la explicacion.

6.9 Uso de las variables Dicdtomas en el Anélisis Estacional.
Muchas series de tiempos de las variables econdmicas basadas en informacion
mensual o trimestral presentan patrones estacionales (movimiento oscilatorio regular).

Algunos ejemplos de estas variables son: ventas de los almacenes en época de navidad,
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demanda de dinero (saldos monetarios) de las familias en épocas de vacaciones,
demanda por helados y bebidas durante el verano y precios de la cosecha cuando apenas
termina la estacion de la recoleccion. En ocasiones es conveniente eliminar el factor o
“componente” estacional de las series de tiempo para poder prestar toda la atencion a los
demés factores, como por ejemplo, la tendencia’. El proceso de eliminacion del
componente estacional de una serie se conoce como la “desestacionalizacion” o el
“ajuste estacional” y la serie resultante se denomina desestacionalizada o
estacionalmente ajustada. Series econdmicas importantes tales como el indice de precios
al consumidor, el indice de precios al por mayor, el indice de produccion industrial, se

publican en general ajustadas estacionalmente.

Existen varios métodos de desestacionalizar una serie, pero s6lo nos ocuparemos

de uno de ellos el llamado método de las variables dicétomas.

Ejemplo 4:

Si se desea ver como se usan las variables dicétomas para desestacionalizar una serie de
tiempo podemos suponer que hacemos la regresion de las utilidades de empresas
manufactureras de Estados Unidos contra las ventas en los periodos trimestrales de
1995 — 2000. La informacion pertinente, sin ajustes estacionales, se muestra en la tabla
6.3, la que también nos muestra como preparamos la matriz de informacién para incluir

las variables dicotomas. Si observamos dicha informacion descubriremos un patron

! La serie de tiempo puede tener cuatro componentes: estacional, ciclico, de tendencia y estrictamente
aleatorio.
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interesante. Tanto las utilidades como las ventas, son més altas en el segundo trimestre

que en el primero o el tercero de cada afo. Quizéa el segundo trimestre presenta un efecto

estacional. Para investigarlo hacemos lo siguiente:

Utilidades ; =B +B;Dy; +B,D5; +B3Dat +PX; +;

Donde:

l:

1 parael segundotrimestre
0 paraotro trimestre

D2:

1 parael tercer timestre
0 paraotro trimestre

1 parael cuartotrimestre
> |0 paraotro trimestre

Hay que indicar que suponemos que la variable “estacion” tiene cuatro

categorias, los cuatro trimestres del afio, lo que requiere el uso de tres variables

dicotomas. En estas condiciones si existe un patron estacional en varios trimestres, los

interceptos diferenciales, si son estadisticamente significativos, lo reflejard. Es posible

que sblo algunos de estos interceptos diferenciales sean significativos estadisticamente

lo que indica que s6lo algunos trimestres reflejan la estacionalidad. EI modelo (6.24) es

un modelo general que se ajusta a todos los casos (recordemos, que se toma el primer

trimestre del afio como el de base).



Tabla 6.3 Matriz de datos para la regresion (6.24).

Afio y trimestre

(millonesde $) (millonesde$) D; D, D3

1995 |
I
I
v
1996 |
]
Il
v
1997 |
I
Il
v
1998 1
]
Il
v
1999 |
I
Il
v
2000 1
I
Il
v

Ganancias Ventas
10503 114862
12092 123968
10834 121454
12201 131917
12245 129911
14001 140976
12213 137828
12820 145465
11349 136989
12615 145126
11014 141536
12730 151776
12539 148862
14849 158913
13203 155727
14947 168409
14151 162781
15949 176057
14024 172419
14315 183327
12381 170415
13991 181313
12174 176712
10985 180370

o
o
o

OO P OO0OO0OPFPRPOO0OO0OPFPOO0OOPFRP,R OOOPFr OO OO
O PP OO0 O RFRPOO0OO0OPFPOOOPFPOOOEFr,r OOoOOoOLPkr o
P OO OPFrRPRPFPFOOFRPFOOOPFPOOOPFr,rOOOoOPkr oo

Utilizando la informacion de la tabla 6.3, se obtienen los siguientes resultados:

348

Utilidades , = 6899.346 +1453.342 D,, —167.405 D, + 434 576 D, +0.036 Ventas, (6.25)

Errores estandar de los coeficientes y los valores t son los siguientes:

es(f,) = 617.214

es(B,) = 569.817

es(B,) = 588.337

es(B,) =0.012
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tp, =2.355 t, =0.739
ty, =—0.294 t,, =3.088
R%=0.537

Los resultados nos muestran que solo el coeficiente de las ventas y el intercepto
diferencial del segundo trimestre son significativos al nivel del 95% de confianza. Se
puede entonces concluir que hay algun factor estacional en el segundo trimestre del afio.
El coeficiente de las ventas de 0.036 nos indica que después de tomar en cuenta el factor
estacional, si las ventas aumentan en un dolar la utilidad promedio aumentara en
aproximadamente 4 centavos.

En la formulacion del modelo (6.24) se supuso que los trimestres se
diferenciaban sélo en el intercepto siendo el coeficiente de las ventas el mismo para
todos los trimestres.

De la regresion estimada (6.25) se pueden deducir las siguientes regresiones
individuales:
Trimestres primero, tercero y cuarto:

E(y, |X,,D; =0,D, =D, = 0) = 6899.346+1453.342(0) + 0.036x,

(6.26)
E(y; |X;,D; =0,D, =D; =0) =6899.346+ 0.036X
Segundo trimestre:
E(y;|X;,D; =1D, =D, =0) =6899.346 + 1453.342(1) + 0.036x (6.27)

E(y;|X;,D; =1,D, =D; =0) =8352.688 + 0.036X
De las ecuaciones (6.26) y (6.27) se puede observar que la utilidad promedio es mayor

en el segundo trimestre que en el primero.
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6.10 Regresién Lineal por Tramos.

Para ilustrar otro uso de las variables dicotomas, consideremos la figura 6.5 que
nos muestra las remuneraciones percibidas por los representantes de ventas de una
empresa hipotética. Dicha empresa paga comisiones por ventas de modo que hasta cierto
nivel, denominado el objetivo o la meta, X', hay una estructura de comisiones, y por
debajo de este nivel hay otra. Méas especificamente, se supone que las comisiones
aumentan linealmente con las ventas hasta el nivel objetivo x , después del cual
aumentan también linealmente pero a una tasa mas rapida. Se tiene entonces una
regresion lineal por tramos que consiste en dos pedazos o segmentos que hemos
denominado I y Il en la figura 6.5. La funcion de comisiones por ventas cambia de
pendiente en el valor del nivel objetivo x . El intercepto en el eje “y” denota la comisién

minima base.

Figura 6.5 Relacion hipotética entre comisiones y volumen de ventas.

¥

Clotnisidn por ventas

% (Wentas)

]
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Con la informacién sobre las comisiones, ventas y el valor del nivel objetivo o meta x”,

la técnica de las variables dicotomas puede servir para estimar las diferentes pendientes

de los segmentos de la regresion lineal por tramos presentada en la figura 6.5. El

procedimiento es el siguiente:
Yi =Bo +BX; +B(X; =X )D; +¢ (6.28)
Donde:
yi: Comision por ventas.
Xi: Volumen de ventas realizado por el vendedor.

X : Valor objetivo de ventas (conocido de antemano).

1six; >x"
Di= -
0 six; <X

Suponiendo que E(g;) = 0, vemos enseguida que:
E(y; 1D; =0,%;,X") =Bo +Byx; (6.29)
Que nos da las comisiones por ventas promedio hasta el nivel X", y
E(y; ID; =1X;,X7) =By —BX +(By +B2)X; (6.30)

Que nos da las comisiones por ventas promedio, mas alla del nivel x”.

De este modo, B; representa la pendiente de la linea de regresion en el segmento | y

B1 + B2 representa la pendiente de la linea de regresion del segmento Il de la regresion

lineal por tramos de la figura 6.5. La hipétesis Hyp de que no hay “inflexiéon” en la

regresion al nivel X puede llevarse a cabo examinando la significacion estadistica del

coeficiente diferencial de la pendiente estimada f3,.
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En la tabla siguiente se presenta una muestra de 20 estudiantes del curso de

Estadistica Aplicada a la Educacion Il del ciclo 1 2008 de la UES-FMO, con la que

se estudian las variables Peso, Estatura y Sexo. La variable sexo toma el valor de 1

si el estudiante es hombre y 0 si es mujer.

Peso (kg.) Estatura (cm.) Sexo

Peso (kg.) Estatura (cm.) Sexo

54.5
50
49.5
52
54
50
63
48
49
54

163
150
149
155
165
150
170
140
145
165

0

OO OO kFrr OO0 oo

75.5
50
52

70.5
51
55

54.5
48
52
57

175
150
160
180
152
158
158
149
158
161

1

O OO O O O ok o

a) Estimar un modelo de regresion lineal que relacione el Peso

el sexo del estudiante.

[}

y

con la Estatura y

b) Realizar la prueba de hipotesis para el coeficiente de la variable sexo.

¢) Construir un intervalo de confianza de 95% para el coeficiente de la variable

Sexo.

d) Modificar el modelo desarrollado en la parte a), para incluir una interaccion entre

la variable Estatura y la variable Sexo.

e) Interpretar los parametros de los modelos estimados en a) y d).
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En la tabla siguiente se muestran los datos de rendimiento de gasolina en 32
automoviles, en la que “y” es el rendimiento de gasolina (millas/galéon), “x” la

cilindrica del motor (pulgadas cubicas), y D el tipo de transmision

(1 = automatica, 0 = manual).

y(mg)  x () D y(mg)  x(p D
18.90 350 1 1439  500.0 1
17.00 350 1 1489 4400 1
20.00 250 1 17.80  350.0 1
18.25 351 1 1641 3180 1
20.07 225 0 2354 2310 1
11.20 440 1 2147  360.0 1
22.12 231 1 1659  400.0 1
21.47 262 1 31.90 96.9 0
34,70 89.7 0 29.40  140.0 0
30.40 96.9 0 1327 4600 1
16.50 350 1 2390  133.6 0
36.50 85.3 0 19.73 3180 1
21.50 171 0 1390  351.0 1
19.70 258 1 1327 3510 1
20.30 140 0 13.77 3600 1
17.80 302 1 1650  350.0 1

a) Formar un modelo de regresion lineal que relacione el rendimiento de la
gasolina con la cilindrica del motor y el tipo de transmision. ¢;afecta en forma
importante el tipo de transmisién al rendimiento de la gasolina®.

b) Modificar el modelo desarrollado en la parte a), para incluir una interaccion
entre la cilindrica del motor y el tipo de transmision.

c) Realizar la prueba de hipétesis individual y global de los coeficientes de

regresion. Estimar los intervalos de confianza del 95% de los parametros.
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La desestacionalizacion de cifras. EI ejemplo 4 de la seccion 6.9 sefial6 como las
variables dicotomas pueden usarse para tomar en cuenta los efectos estacionales.
Después de estimar la regresion (6.25) se encontré que solamente la variable
dicotoma asociada al segundo trimestre del afio era estadisticamente significativa,
indicando que sélo este trimestre presentaba un patron estacional. Por este motivo,
un metodo de desestacionalizar la serie consiste en sustraer de los datos de
utilidades y ventas, el segundo trimestre de cada afio, la suma 1453.342 (millones
de dolares), valor del coeficiente de la variable dicotoma para ese trimestre, y
hacer la regresion de utilidades contra ventas mediante el empleo de la informacion
transformada.

a) Con la informacion dada en la tabla 6.3 hacer la regresion. No introducir
ninguna variable dictoma en esta regresion.

b) Comparar el coeficiente de la variable ventas, en la regresion estimada en a) con
el de la regresion (6.25). (Se espera que estos dos coeficientes sean
estadisticamente iguales?.

Con los datos que se muestran en la tabla siguiente ajustar una regresion lineal por
tramos, haciendo la regresion del costo total en dolares (y) de produccion contra el
producto (x) y la variable cualitativa D, que toma valores de O, si x; > Xy
1si x; <X sabiendo ademas que la funcién de costo total cambia su pendiente para

un nivel de producto de 5500 (x") unidades.

y($) | 256 | 414 | 634 | 778 | 1003 | 1839 | 2081 | 2423 | 2734 | 2814
X (u) | 1000 | 2000 | 3000 | 4000 | 5000 | 6000 | 7000 | 8000 | 9000 | 10000
D 0 0 0 0 0 1 1 1 1 1




Capitulo 7
Extensiones del Modelo de Regresion y Violacion

de Supuestos.

7.1 Introduccion.

Este Capitulo trata otros modelos de regresion como: modelos de regresion
polindmicos, modelos de regresion no lineales y los modelos de regresion con variable
cualitativa dependiente. EI modelo de regresion polinomial permite aproximar relaciones
no lineales de las variables, con lo que se amplia el modelo de regresion como
herramienta muy poderosa para la investigacion cientifica. Aunque los modelos
polindbmicos pueden verse como casos particulares del modelo de regresion mdltiple,
presenta ciertas peculiaridades que justifican su estudio independiente.

Hay muchos problemas donde es necesario utilizar algunas transformaciones
para linealizar los datos. Ademas nos ocuparemos de los modelos de regresion en los
cuales la variable dependiente es de naturaleza dicétoma, tomando los valores de 1 6 0;
y sefialaremos algunos de los problemas de estimacidn que presenta.

También estudiaremos la violacion de los supuestos basicos de la regresion; la
Multicolinealidad que es la relacion exacta entre las variables independientes, la
Heteroscedasticidad que se da cuando la varianza de los residuos no es constante y la

Autocorrelacion que es cuando existe dependencia entre los residuos.

355



356

7.2 Definicién de Términos Basicos.

Ad hoc: Es una expresion latina que significa literalmente “para esto”. Generalmente se
refiere a una solucién elaborada especificamente para un problema o fin preciso y, por
tanto, no es generalizable ni utilizable para otros propositos. Se usa pues para referirse a
algo que es adecuado sélo para un determinado fin. En sentido amplio, ad hoc puede
traducirse como “especifico” o “especificamente”.

Autocorrelacion: Es el hecho de que existen indicios de una fuerte relacion
(dependencia) lineal entre el término de error g para un periodo de tiempo t y sus
retardos (&1, €w.2) 0 adelantos (gw1, &w2)-

Espuria: En estadistica, una relacion espuria (0, a veces, correlacion espuria) es una
relacién matematica en la cual dos acontecimientos no tienen conexion logica, aunque se
puede implicar que la tienen debido a un tercer factor no considerado aun (llamado
“factor de confusion” o “variable escondida”).

Multicolinealidad Perfecta: Es cuando los coeficientes de regresion son
indeterminados y sus desviaciones estandar infinitas, por lo tanto el modelo de regresion
no puede ser estimado.

Multicolinealidad Menos Perfecta: Cuando los coeficientes de regresion aunque
determinados o finitos, poseen errores estandar demasiado grandes, lo cual implica que
los coeficientes no se pueden estimar con gran precision o exactitud.

Regresion Curvilinea: Asociacion entre dos variables que no es descrito por una linea

por ejemplo la funcién exponencial, la funcién potencia, entre otras.
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Regresion Polindmica: Es un tipo especial de regresion mdaltiple, donde aparecen como
variables independientes una Unica variable y potencias de ésta (funcion cuadratica,
funcién cubica).

Transformaciones: Manipulacion matematica para convertir una variable a una forma
diferente, de modo que podamos ajustar curvas asi como lineas rectas mediante
regresion.

Transformacion Lineal: Es un conjunto de operaciones que se realizan sobre un

elemento de un sub-espacio, para transformarlo en un elemento de otro sub-espacio.

7.3  Modelos de Regresion Polinomial.

Los modelos de regresion polinomial mas utilizados en la practica son los de
primer orden y los de segundo orden, en los capitulos anteriores se ha trabajado con el
modelo de regresion polinomial de primer orden, es decir, con el modelo de regresion

lineal como el siguiente:

Polinomio de primer orden o caso lineal:
y=xp+e
Que es un modelo general de ajuste de toda relacion lineal en los parametros
desconocidos B y en las variables.
En esta seccion estudiaremos los modelos de regresion polinomial de orden mayor que

uno, como el siguiente:


http://www.colombiestad.gov.co/index.php?option=com_glossary&func=view&Itemid=25&catid=113&term=REGRESI%D3N+POLIN%D3MICA
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Polinomio de segundo orden en una variable:

Y =PBo +BX+PBx° +e

Y el polinomio de segundo orden de dos variables independientes:

Y =Bo +BiXy +BoXp +BraXs +BooX +BioXyX, +E
Son modelos de regresion polinomial.

Los polinomios de orden mayor que 1 se usan mucho en casos en los que la
respuesta es curvilinea (esto se puede observar a partir del diagrama de dispersion de los
datos) y aun las relaciones no lineales complejas (por ejemplo: polinomios de orden
mayor que 2) se pueden modelar en forma adecuada con polinomios dentro de limites

razonablemente pequefios de las X;.

7.3.1 Modelos Polinomiales en una Variable.
Como ejemplo de un modelo de regresién polinomial se considera el siguiente:
Y =PBg +BX+P,X° +& (7.1)

Este modelo se Ilama modelo de segundo orden en una variable. También a veces se

(Y34

llama modelo cuadratico, por que el valor esperado de “y” es:

E(Y %) =Bo +Byx+Box"
Lo cual describe una funcion cuadratica. Un ejemplo tipico se ve en la figura 7.1. Con
frecuencia, a 1 se le llama parametro de efecto lineal y a B, pardmetro de efecto

cuadratico. El parametro B es el promedio de “y” cuando x = 0.
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Figura 7.1 Ejemplo de polinomio cuadratico.
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En general, el modelo polinomial de k-ésimo orden en una variable es:
Y =PBo +PX+PBox2 4. 4P XK+ (7.2)

Si se define x; = X, desde j = 1,..., k, la ecuacion (7.2) se transforma en un modelo de
regresion lineal multiple con las k variables independientes X1, Xa,..., Xk. Asi, un modelo
polinomial de orden k se puede ajustar con las técnicas que ya se estudiaron (MCO).

Los modelos polinomiales son dtiles en casos cuando el investigador sabe (a través
del diagrama de dispersion) que hay efectos curvilineos presentes en la funcién
verdadera de respuesta. También son Utiles como funciones de aproximacion a

relaciones no lineales desconocidas y posiblemente muy complejas.
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Hay varias consideraciones importantes que se presentan cuando se ajusta un

polinomio de una variable. Algunas de ellas se describen a continuacion:

1. Orden del modelo: Es importante mantener tan bajo como sea posible el orden
del modelo. Cuando la funcidon de respuesta parezca ser curvilinea se deben
intentar transformaciones para mantener el modelo como de primer orden si
fallan las transformaciones se debe intentar un polinomio de segundo orden.
Como regla general, se debe evitar el uso de polinomios de orden superior
(k > 2), a menos que se puedan justificar por razones ajenas a los datos. Un
modelo de orden menor en una variable transformada casi siempre es preferible
a un modelo de orden superior en la métrica original. El ajuste arbitrario (ilegal)
de polinomios de orden superior es un grave abuso del analisis de regresion.
Siempre se debe mantener un sentido de parsimonia, esto es, se debe usar el
modelo mas simple posible que sea consistente con los datos y el conocimiento
del ambiente del problema. Recuérdese que en un caso extremo siempre es
posible hacer pasar un polinomio de orden n — 1 por n puntos, por lo que
siempre se puede encontrar un polinomio con grado suficientemente alto que
produzca un ajuste “bueno” con los datos. Ese modelo no contribuird a mejorar
el conocimiento de la funcién desconocida, ni es probable que sea un buen

predictor.
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2. Estrategia para la construccion del modelo: Se han sugerido diversas
estrategias para elegir el orden de un polinomio de aproximacion. Un método es
ajustar en forma sucesiva modelos de orden creciente hasta que la prueba t para
el término de orden maximo sea no significativa. Un procedimiento alterno es
ajustar el modelo de orden méaximo adecuado, y a continuacién eliminar
términos, uno por uno, comenzando por el de orden maximo hasta que el
término que quede de orden maximo tenga una estadistica t significativa. Esos
dos procedimientos se llaman seleccidén en avance y eliminacion en reversa,
respectivamente, no necesariamente conducen al mismo modelo. En vista del
comentario del punto 1, se deben usar con cuidado esos procedimientos. En la
mayor parte de los casos se deberia restringir la atencion a polinomios de

primero y segundo orden.

3. Extrapolacion: La extrapolacién con modelos polinomiales puede ser peligrosa
en extremo. En general, los modelos polinomiales pueden dirigirse hacia
direcciones imprevistas e inadecuadas, tanto en la interpolacion como en la

extrapolacion.

4. Mal acondicionamiento I: A medida que aumenta el orden del polinomio, la
matriz x’x se vuelve mal acondicionada. Esto quiere decir que los célculos de
inversion de matrices seran inexactos y se puede introducir error considerable

en los estimados de los parametros. EI mal acondicionamiento no esencial
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causado por la eleccién arbitraria del origen, se puede eliminar centrando
primero las variables independientes, es decir corregir “x” por su promedio X.
5. Mal acondicionamiento Il: Si los valores de “x” se limitan a un rango
estrecho, puede haber mal acondicionamiento o multicolinealidad apreciables
en las columnas de la matriz x. Por ejemplo si “x” varia entre 1 y 2, entonces x?

€, 9

varia entre 1 y 4, lo cual podria crear una fuerte multicolinealidad entre “x” y x?

6. Jerarquia: EI modelo de regresion:

2 3
Y =PBo +B1X+PX" +Pgx" +e
Se llama jerarquico por que contiene todos los términos de orden tres y

menores. En cambio, el modelo:
y=Bo +BX+Bsx’ +e
No es jerarquico porque no tiene el término B,x>.
Lo mejor que se debe hacer es ajustar un modelo que contenga todos los

términos significativos y usar el conocimiento de la disciplina mas que una

regla arbitraria, como guia adicional para formular el modelo.

Ejemplo 1: Datos de madera dura.
La tabla 7.1 presenta datos a cerca de la resistencia del papel kraft y el porcentaje de

madera dura en el lote de pulpa con el que se fabrico.
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Tabla 7.1 Concentracion de madera dura en la pulpa, y resistencia del papel

kraft a la tension.

Resistencia a Concentracion de
la tension (psi) madera dura (%)
6.3 1.0
11.1 1.5
20.0 2.0
24.0 3.0
26.1 4.0
30.0 4.5
33.8 5.0
34.0 55
38.1 6.0
39.9 6.5
42.0 7.0
46.1 8.0
53.1 9.0
52.0 10.0
52.5 11.0
48.0 12.0
42.8 13.0
27.8 14.0
21.9 15.0

Figura 7.2 Diagrama de dispersién del ejemplo 1.
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En la figura 7.2 se ve el diagrama de dispersion para los datos del ejemplo 1. Esta
presentacion y el conocimiento del proceso de produccion parecen indicar que un
modelo cuadratico puede describir en forma adecuada la relacion entre la resistencia a la
tension y la concentracion de fibra corta (es decir, de madera dura). Si se adopta la
recomendacion de que al centrar los datos se puede eliminar el mal acondicionamiento

no esencial, se ajustara el modelo:

Y =Bo +B1(X; —X) + B2 (X; -X)? +¢

Para ello estimamos los parametros de regresion haciendo uso de las ecuaciones

n n
siguientes, donde se puede observar que se ha sustituido la in por Z(xi —Xx) con el
i=1 i=1

proposito de eliminar el mal acondicionamiento no esencial:

nBy + Bli(xi_;() + Bzzn:(xi—;()zz Zn:yi
i1 i1 i1

n

BOZ(Xi -X) + B1Zn:(xi -X)? + Bzzn:(xi -x)° = Zn:(xi - X)Y;

i1 i1 i1 i1

Bozn:(xi -x)? + Blzn:(xi -x)° o+ Bzzn:(xi -x)* = Zn:(xi _)z)zyi
i1 i1

i=1 i=1

19, + Op, + 332.68f,= 6495
0B, + 33268, + 406,67 B, =589.15
33268, + 40667, +11439.95 B, =8844.73

Resolviendo el sistema de ecuaciones se encuentran los siguientes valores de los

coeficientes de regresion:

B, = 45.296

B, =2.546
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Asi el modelo ajustado es:
y = 45.296 + 2.546 (x; —7.2632) — 0.635(x; — 7.2632)*

Prueba de hipotesis para los coeficientes de regresion.

Se probara la significancia global de la regresion polinomial para los datos de la

Resistencia a la tension y la Concentracion de madera dura, es decir, H,:p, =p,=0y
H; :B; =0, almenos para un j.
Datos:
SSg = B'X'y —ny’ = 3104.247
SSres = Y'Y - B'x'y = 312.638
SSt=vy'y —ny’=3416.885
Solucion:
1. Hy:B,=B,=0
2. Hy:Bj=#0, almenospara un j.
3. Se selecciona un nivel de significancia de o = 0.05 y se tiene que el valor de la

tabla F es F(o 05,2, 16) = = 3.63

4. Calculos:

Bxy -ny
k-1

¥y - By
n-k
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3104.247

3-1
F.=_°2-1  _79434
0™ 312,638 943

19-3

En latabla 7.2 se presenta el anélisis de varianza para este modelo.

Tabla 7.2 Analisis de varianza para el modelo cuadratico del ejemplo 1.

Fuente de Suma de Grados de Cuadrado =
Variacion Cuadrados Libertad Medio 0
Regresion 3104.247 2 1552.123 79.434
Residual 312.638 16 19.540
Total 3416.885 18

5. Decision Estadistica: se rechaza Ho, porque el valor calculado para Fq (79.434)
es mayor gue el de la tabla (3.63).

6. Conclusion: Se concluye que el término lineal o el cuadratico (o ambos)
contribuyen al modelo en forma significativa.

Las demas estadisticas de resumen para este modelo son: R? = 0.9085, el error estandar
es(B;)=0.254 y es(B,)=0.062.
En la figura 7.3 se ve la grafica de los residuos en funcion de y;. En ella no se ve

inadecuacion grave del modelo. En la figura 7.4 se muestra la grafica de probabilidad
normal de los residuos, en la que se puede observar que los puntos se aproximan a una
recta; si la distribucion de los residuos fuera normal todos los puntos estarian alineados
formando una diagonal. Sin embargo, ain no se cuestiona seriamente la suposicion de

normalidad.



Figura 7.3 Grafica de los residuos en funcion de los valores ajustados.

1

Figura 7.4 Grafica de probabilidad normal de los residuos.
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Ahora supongase que se desea investigar la contribucion del término cuadratico al
modelo, esto es, se quiere probar:

H,:p, #0

Se probaréd esta hipotesis con el método de la suma extra de cuadrados dada en el
Capitulo 6. Si B, = 0, el modelo reducido es la recta y =B, +B,(X; —X) +¢. El ajuste
por minimos cuadrados es:

y=34.184 +1.771(x, —7.2632)
Las estadisticas de resumen para este modelo son MSges = 139.615, R? = 0.3054,

es(B,) =0.648 y SSyc (B, | B,) =1043.427 . Se ve que al eliminar el término cuadratico

se afectd R? drasticamente, asi como el cuadrado medio residual (MSges) y es(B;) . Estas
estadisticas de resumen son muy inferiores que las del modelo cuadréatico. La suma extra

de cuadrados para probar H, :, =0 es:
SSk (Bo,B1,B,) = B'X'y —ny® =3104.247
SSre (Bo: By) = Blsxy =1043.427

SSRE ([32 | BO’ [31) = SSR ([30’ [31, Bz) _SSRE (Bo’ Bl)
SSke (B, | By, By) = 3104.247 —1043.427

SSre (B, | By, By) = 2060.820
Con un grado de libertad la estadistica F es:

= SSg (B IB1,Bo) L _ 2060 .820/1

3 =105.47
MSp, 19.540
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Y como F (oos 1, 16y = 4.49, se llega a la conclusion que B, = 0. Por lo anterior, el

término cuadratico contribuye al modelo en forma significativa.

7.4 Modelos no Lineales y Transformaciones.

Los Capitulos anteriores han tratado de la creacién de modelos de regresion en
los cuales hay una é més variables independientes. Ademas, se asume, a lo largo de la
formulacion del modelo, que tanto “x” como “y” entran al modelo en una forma lineal.
Con frecuencia es aconsejable trabajar con un modelo alterno en el cual “x” o “y”
(o ambas) entren en una forma no lineal. Puede indicarse una transformacién de los
datos debido a las consideraciones tedricas esenciales en el estudio cientifico, o una
grafica simple de los datos puede sugerir la necesidad de transformar las variables en el
modelo. La necesidad de realizar una transformacion es bastante simple de diagnosticar
en el caso de regresion lineal simple debido a que las gréaficas en dos dimensiones dan
una imagen real de como entra cada variable en el modelo.

Un modelo en el cual “x” o “y” se ha transformado no debe considerarse como
un modelo de regresion no lineal. Por lo general un modelo de regresion se considera
como lineal cuando es lineal en los parametros. En otras palabras. Supongase que la
naturaleza de los datos u otra informacion cientifica sugiere que se debe realizar la
regresion y~ contra x_, donde cada una es una transformacion de las variables naturales

€C, (134

X"y “y”. Entonces el modelo de la forma:

*

Yi =a+BX; +¢g;



370

Es un modelo lineal dado que es lineal en los parametros a y p y el método de

Minimos Cuadrados Ordinarios permanece valido cony” y x" reemplazando a y; y xi.

Un ejemplo es el modelo log-log dado por:

logy; = o +Blogx; +¢;
No obstante que este modelo no es lineal en “x” y “y”, es lineal en los parametros y es
entonces considerado como un modelo lineal. Por otro lado, un ejemplo de un modelo

no lineal verdadero esta dado por:
Yi =Bo +B:x" +¢;

Donde el parametro B, (asi como By y PB1) debe estimarse. EI modelo no es lineal en B,.

Las transformaciones que pueden mejorar el ajuste y el pronostico son muchas.
Aqui se tratan algunas de ellas y se presenta la grafica que sirve como diagndstico. En la
tabla 7.3, se presentan algunas transformaciones. Las diferentes funciones que se dan
representan las relaciones entre “x” y “y” que pueden producir una regresion lineal a lo

largo de la transformacion indicada. Ademas, se dan las variables dependientes e

independientes para utilizarse en la regresion lineal simple resultante.
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Tabla 7.3 Algunas transformaciones utiles para linealizar.

Forma funcional que Transformacion Forma de regresion
relaciona “y” con “x”. apropiada lineal simple
Exponencial: y = o/ y =y Regresion y contra “x”

Potencia: y = ax” y =logy; x"=logx Regresiény contrax
1 . 1 * 1 S G699 *
Reciproca: y=o+f < X =— Regresion “y” contra x
X
Funcion hiperbolica: 1 1
X y =";x =2 Regresion y” contra X~
y= y X g y
o+ BX

La figura 7.5 presenta las diferentes graficas de las situaciones descritas en la
tabla 7.3. Estas sirven como una guia para que el investigador seleccione una grafica de

[} ey,

transformacion de la observacion de la curva de “y” contra “x”.

Figura 7.5 Diagramas que muestran las funciones descritas en la tabla 7.3.

¥ ¥ ¥
(11
fz 0 / wn
[ « T
a) Funcidn exponencial

d) Funcidn hiperbdlica

) Funcidn reciproca
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Lo anterior pretende ser una ayuda para el investigador cuando es aparente que
una transformacion proporcionard una mejora. Sin embargo, se deben considerar dos
puntos importantes. El primero de ellos gira alrededor de la escritura formal del modelo
una vez que los datos se transforman. Con bastante frecuencia el investigador no piensa
nada al respecto, solamente realiza la transformacion sin interesarse en la forma del
modelo antes y después de la misma. EI modelo exponencial sirve como un buen
ejemplo. EI modelo con las variables naturales (no transformadas) y que produce un
modelo de error aditivo de las variables transformadas. Esta dado por:

yi = alPi g
El cual es un modelo de error multiplicativo. Resulta evidente que al tomar los
logaritmos se produce:
Iny; =Ino+Bx; +Ing;

Como resultado, las suposiciones béasicas se realizan sobre Ing;. El propésito de esta
presentacion es recordar, que no se debe considerar una transformacién como solamente
una manipulacion algebraica con un error agregado. Con frecuencia un modelo de las
variables transformadas que tiene una estructura de error aditivo es resultado de un
modelo de las variables naturales con un tipo diferente de estructura de error.

El segundo punto importante es en relacion con la nocién de mediciones de mejora. Las

mediciones obvias de comparacién son, por supuesto, R? y el cuadrado medio residual,
6%. Ahora, si la respuesta “y” no se transforma, entonces es evidente que se pueden

utilizar R?y 6 para medir la utilidad de la transformacion. Los residuos estaran en las
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mismas unidades para ambos modelos transformados y no transformados. Pero cuando
“y” se transforma, el criterio de comportamiento para el modelo transformado debera
basarse en los valores de los residuales en la métrica de la respuesta no transformada. De

esta manera, las comparaciones que se realizan son adecuadas. El ejemplo que sigue

proporciona una demostracion clara de esto.

Ejemplo 2:

La presion P de un gas correspondiente a varios volumenes V se registré de la siguiente

manera.

Tabla 7.4 Datos de presion y volumen.

Vem®) |50 60 70 90 100
P (kg/cm®) | 64.7 51.3 405 259 7.8

La ley de los gases ideales esta dada por la forma funcional PV' =C, donde y y C son

constantes. Estimar las constantes anteriores.

Solucion: Se toman logaritmos naturales a ambos lados del modelo:

PV =C-g, 1=1,234,5.
Como resultado de aplicar logaritmo natural a la ecuacion anterior, puede escribirse un
modelo de regresion lineal:

NP, =INC—yInV, +¢;, i=1 23, 4,65,

Donde €; = Ing;. Asi se obtienen los resultados de una regresion lineal simple:



‘_._,.r'-\.\_\_\_

Intercepto: In © =14.7758573% C = expiln C) = 256886288

Pendiente: § = —2.65347221

Bl

El modelo de regresion estimado es:

——

In P, = 147509735 - 2653472210 W,

.r""'.h-"\-\.

Haciendo uso de la ecuacion anterior se obtienen los siguientes resultados.

— —

P; Vi In P In Vi ]nPi Pi :EXpI:]n Pi) €; :Pi_pi
64.7 | 50 | 4.16976 | 3.91202 | 4.37853 79.721 -15.021
51.3 | 60 | 3.93769 | 4.09434 | 3.89474 49.143 2.157
40.5| 70 | 3.70130 | 4.24850 | 3.48571 32.646 7.854
25.9 | 90 | 3.25424 | 4.49981 | 2.81885 16.758 9.142
7.8 | 100 | 2.05412 | 4.60517 | 2.53928 12.671 -4.871

Figura 7.6 Datos de presion y volumen, y regresion ajustada.
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En la figura anterior se muestran los datos de la presion y el volumen no

transformados, y la curva que representa la ecuacion de regresion.
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7.5 Regresién con Variable Dependiente Cualitativa.

Cuando una o mas de las variables independientes en un modelo de regresién son
dicotomas, podemos representarlas como variables indicadoras y proceder como se hizo
en el Capitulo 6. Sin embargo es mas compleja la aplicacion del modelo de regresion
lineal cuando la variable dependiente es dicétoma. Los modelos de eleccidn binaria
asumen que los individuos se enfrentan con una eleccion entre dos alternativas y que la
eleccion depende de caracteristicas identificables.

Supdngase, que vamos a estudiar la participacion de los hombres adultos en la
fuerza laboral como funcién de la tasa de desempleo, la tasa promedio de salarios, el
ingreso familiar, la educacion etc. En un momento determinado, una persona hace parte
de la fuerza de trabajo o no lo hace. Por lo tanto, la variable dependiente puede tomar
solo dos valores: 1, si la persona hace parte de la fuerza de trabajo, y, 0 si no lo hace.
Existen muchos ejemplos de este tipo, con variables dependientes dicotomas. Una
familia, por ejemplo, tiene casa propia o no la tiene, ambos conyuges estan en el trabajo
0 s6lo uno de ellos, etc. Lo Unico que tienen en comun estos ejemplos es que la variable
dependiente requiere una respuesta afirmativa o negativa: es decir, es dicotoma por

naturaleza.

Para ver como se manejan estos modelos que tienen una variable dependiente

dicétoma, consideremos el siguiente modelo:

Yi =Bo +B1X; +& (7.3)
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Donde:

Xi: Ingreso familiar.

Yi

1; sila familia poseecasapropia
0;sinola posee

Modelos como el (7.3), que representa la variable dic6toma y; como una funcion lineal
de las variables explicatorias x;, se denominan modelos lineales de probabilidad dado
que E(y;|x;), valor esperado condicional de y; dado x;, puede interpretarse como la
probabilidad condicional de que el hecho ocurra, dado x;. Es decir, Pr(y; =1|x;). Por
esto, en el caso anterior, E(y;|X;) nos da la probabilidad de que una familia, cuyo

ingreso es x;, tenga casa. La justificacion del nombre de modelo lineal de probabilidad

para estos modelos (7.3) se puede explicar de la siguiente manera:
E(Yi [ X;) =Bo +B1X; (7.4)

Dado que y; s6lo puede tomar dos valores 1 y 0, podemos escribir la distribucion de

probabilidad de “y” suponiendo que: P; =Pr(y; =1|X;) es decir, de que el evento ocurra
dada x;y 1-P, =Pr(y ; =0| X;) es decir, de que el evento no ocurra dada x;, la variable

yi tiene la siguiente distribucion:

y, Probabilidad
0 1-P,
Pi

1
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Entonces, por la definicion de esperanza matematica obtenemos:

E(y; [ x;) =0*Pr(y; =0 x;) +1*Pr(y; =1| x;)
E(y; | ;) =1*Pr(y; =1]%;) (7.5)
E(y; [X;) =P,

Comparando la ecuacion (7.4) con la (7.5), podemos igualar
EQyi [X;) =Bo +B1X; =P, (7.6)
Esto es, la esperanza condicional del modelo (7.3) puede efectivamente interpretarse
como la probabilidad condicional de vy;.
Dado que P; debe estar entre 0 y 1 inclusive, podemos dar la restriccion siguiente:
0<E(y;[xj) =1

Es decir, la expectativa condicional, o probabilidad condicional, debe estar entre 0 y 1.

7.5.1 Estimacion de Modelos Lineales de Probabilidad.

A primera vista parece que el modelo (7.3) es como cualquier otro modelo de
regresion ya que sus parametros pueden estimarse por el método de MCO. No obstante,
examinaremos a continuacion algunos problemas que se presentan:

1. Normalidad del error ;. Aunque el método de MCO no requiere que los errores
estén normalmente distribuidos, hemos supuesto que lo estan con fines de
inferencia estadistica, es decir, para la prueba de hipétesis. Sin embargo, el
supuesto de normalidad de los €; no es valido para los modelos lineales de
probabilidad pues como ocurre en los y;, €; toma so6lo dos valores. Para aclarar

este punto escribiremos (7.3) como:
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& =Yi —Bo —B1X (7.7)
Ahora, cuando y, =1 g, =1-Py —B1X;
Y cuando

yi=0 g =By —B1X; (7.8)

No podemos suponer que los €; estan normalmente distribuidos.
No obstante el hecho de no cumplir con el supuesto de normalidad no es tan
critico como parece pues, como sabemos, las estimaciones puntuales de MCO
siguen siendo insesgadas (recuerde que si el objetivo es la estimacion puntual,
el supuesto de normalidad no tiene importancia). Ademéas, a medida que
aumenta el tamafio de la muestra, se puede demostrar que los estimadores de
MCO tienden por lo general a estar normalmente distribuidos. Por lo tanto, en
muestras grandes, la inferencia estadistica de los modelos lineales de
probabilidad seguira el procedimiento usual de MCO bajo las condiciones de
normalidad.
2. Varianzas heteroscedasticas de los errores. Aunque E(ei) = 0y E(eig;) =0, para
1#J, no se cumple el hecho de que los errores sean homoscedasticos. Para verlo
mas claramente, los €; dados en la ecuacion (7.8) tienen la siguiente distribucion

de probabilidad:

& | Probabilidad
-Bo -B1Xi 1-P;
1-Bo -B1Xi Pi

1
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Esta distribucion de probabilidad se desprende de la distribucion de
probabilidad para y; dada previamente.

Por definicion,

var(g;) = Elg; - E(Si)]2

var(g;) = E(si)z, para E(g;) =0 porpresuncion
Por lo tanto, usando esta distribucion de probabilidad de &;, obtenemos:
var(e;) = E(g;)°
vare;) = (—Bo —B1X)2(A—P,) + (L —Bo —B:1X)* (P,)

var(g;) = (B, _lei)z(l—ﬁo —BXi) +(L-Bo _lei)z(BO +B1Xi)
var(g;) = (Bo +lei)2(1—[30 —B1x;) +A-By _lei)z(BO +B1X;)

var(e;) = (Bo +B1Xi )1 —Bo —B1Xi) (7.9)

var(g;) = E(y; | ;) 1-E(y; | x;)]

(7.10)
var(e;) =P (1-P)

De donde se tiene en cuenta el hecho de que E(y;|X;)=B, +BX; —PF;. La

ecuacion (7.10) muestra que la varianza de g; es heteroscedastica porque
depende de la esperanza condicional de “y”, que depende naturalmente, del
valor que tome “x”. En ultimo término, la varianza de €; depende de “x” y por
lo tanto no es homoscedastica.

Sabemos que en presencia de heteroscedasticidad, los estimadores de MCO

aunque sean insesgados no son eficientes; es decir, no tienen varianza minima.

Pero tampoco en este caso el problema de la heteroscedasticidad es grave, en
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la seccion 7.7 se discutiran varios métodos para manejar la heteroscedasticidad.
Dado que la varianza de &; depende del valor esperado de “y” condicional en
“x”, como se vio en la ecuacion (7.9), una forma de resolver el problema de la
heteroscedasticidad consiste en transformar la informacion dividiendo ambos

lados del modelo (7.3) por:

x/E(yi | X)) [L—E(y; | x;)] = x/Pi a-p)= x/W7i
+

o

Podemos seguir entonces con la estimacion por MCO de (7.11).

yi _ BO BlXi €j (711)

Naturalmente, el verdadero E(y; | X;) no se conoce por lo tanto \/wil tampoco
se conoce.

Para estimar \/wil podemos usar el siguiente procedimiento en dos etapas:
Etapa I: Correr la regresion (7.3) por MCO a pesar del problema de la
heteroscedasticidad y obtener y; = estimacion del verdadero E(y;|X;).
Luego, obtenga w; =¥;(1—Y;), laestimacion de w;.

Etapa I1: Utilice el estimador w; para transformar la informaciéon como en la
ecuacion (7.11), y corra la regresién con los datos transformados por MCO.

Si no se cumple O<E(y;|X;)<1. Dado que E(y;|x;) en los modelos

lineales de probabilidad mide la probabilidad condicional de que ocurra el
evento “y” dado “x”, necesariamente estara comprendido entre 0 y 1. Aunque

esto es verdad, no se puede garantizar que y,, los estimadores de E(y; | X;),
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cumplan necesariamente esta restriccion, lo que constituye el mayor problema
de la estimacion de MCO de los modelos lineales de probabilidad. Existen
dos métodos para saber si los estimadores y,; estan efectivamente entre 0y 1.
a) El primero consiste en estimar el modelo lineal de probabilidad por el
metodo de MCO vy ver si los y; estimados se encuentran entre 0 y 1. si
algunos son menores que cero (es decir negativos), se supone que para
estos casos el y; es cero; si son mayores que 1, se suponen iguales a 1.
b) EIl segundo procedimiento es el de disefiar una técnica de estimacion que
nos garantice que las probabilidades condicionales estimadas y; estén

entre 0y 1.

7.6  Multicolinealidad.

Uno de los supuestos del modelo de regresién lineal clésico es el de que no existe
multicolinealidad entre las variables independientes incluidas en el. En esta seccion se
tratara de examinar mas detenidamente este supuesto.

En el modelo de regresion multiple la estimacion del efecto de una variable
depende de su efecto diferencial, es decir, la parte de la variable que no esta relacionada
linealmente con las demas variables incluidas en el modelo. Si una variable
independiente esté relacionada exactamente con las restantes, entonces no disponemos
de informacion libre sobre ella y, por tanto, no es posible estimar sus efectos. Este es el

problema de multicolinealidad.
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Se dice que existe una relacion lineal exacta si se satisface la siguiente condicion:
AXy+AoXy +on+ 2 X, =0 (7.12)
Donde A;, A,,.., A, SON constantes, sin que todas ellas sean simultaneamente 0.

Sin embargo ahora, el término multicolinealidad se utiliza en un sentido méas
amplio con el fin de incluir el caso de la multicolinealidad perfecta, como se muestra en
la ecuacion (7.12) asi como en el caso donde las variables “x” estan intercorrelacionadas
pero no perfectamente si no en la forma:

MXy +AhoXp +o + A X, +V; =0 (7.13)
Donde v; es un término estocastico de error.
Para ver la diferencia entre la multicolinealidad perfecta y la menos perfecta,
supongamos, por ejemplo, que A, # 0. Entonces, (7.12) puede escribirse como:

A A
Xoi = kilxli _73X3i _"'_7kxki
ey ETO, Xy

(7.14)
Que muestra como X, estd exactamente relacionada de manera lineal con las otras
variables o como puede ser derivada de una combinacion lineal de las otras variables
“x”. En situaciones como esta, el coeficiente de correlacion entre la variable x, y la
combinacion lineal del lado derecho de la ecuacion (7.14) debe ser igual a la unidad.

Igualmente, si A, # 0, la ecuacion (7.13) puede reescribirse como:

A
= x*lxli — X — };kxki _iVi (7.15)

Xai =5 A Y A
2 2 2 2

1 Si hay sélo dos variables explicatorias, la intercorrelacion puede medirse por el coeficiente de
correlacion de orden cero o por el simple. Pero si hay mas de dos variables “x”, la intercorrelacion
puede medirse por el coeficiente de correlacion parcial o por el coeficiente de correlacion maltiple R de

[T 1) [T 1)

una variable “x” contra todas las otras “x” variables agrupadas.
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€,

Que muestra como X, no es una combinacion lineal exacta de las otras “x” sino que esta

también determinada por el error estocastico v;.

Como ejemplo, se consideran las siguientes cifras:

X2 X3 x3
2 10 12
4 20 20
6 30 37
8 40 49
10 50 52

Se puede notar que X3 = 5Xy;; por lo tanto, hay perfecta colinealidad entre X, y X3
puesto que el coeficiente de correlacion rp3 = 1. La variable x’; fue creada a partir de X3

simplemente agregandole a esta Ultima las siguientes cifras tomadas de una tabla de

nameros aleatorios: 2, 0, 7, 9, 2; en esta forma, no hay ya perfecta colinealidad entre x, y
X5 Sin embargo, las dos variables estan altamente correlacionadas como lo muestra el

calculo del coeficiente de correlacion entre ellas que es de 0.992.
Obsérvese que la multicolinealidad, como la acabamos de definir, hace referencia sélo a

la relacion lineal entre las variables “x”, dejando por fuera las relaciones no lineales; por

ejemplo, si consideramos el siguiente modelo de regresion:

Yi =PBo +PBiX; +BoXx2 +Bax3 +g (7.16)
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Donde:

yi: Costo total de produccion.
Xi: Produccion.

x?Z: Produccién al cuadrado.

x?: Produccion al cubo.

Las variables x? y x; estan funcionalmente relacionadas con x;, aunque es claro que la

relacién no es lineal. Por consiguiente, los modelos del tipo (7.16) no violan el supuesto
de la no multicolinealidad; en efecto, para describir las curvas de costos medios y
marginales en forma de U el modelo (7.16) es muy apropiado.
¢Por qué en el modelo de regresion lineal clasico se supone que no hay
multicolinealidad entre las “x”? la razon es que: Si la multicolinealidad es perfecta en el
sentido de (7.12) los coeficientes de regresion de las variables “x” son indeterminados y
sus errores estandar infinitos. Si la multicolinealidad es menos perfecta como en (7.13),
los coeficientes de regresion aunque determinados poseen grandes errores estandar (en
relacién a los propios coeficientes) lo que significa que los coeficientes no se pueden
estimar con gran precision.

Debe enfatizarse, que, si las “x” se suponen fijas o no estocasticas, la
multicolinealidad es esencialmente un fenémeno muestral (de regresién)? . Cuando

postulamos la funcién de regresion poblacional o tedrica (FRP), dijimos que todas las

2 Si hay razon para pensar que las variables “x” son estocasticas y que en la poblacion estan relacionadas
linealmente, debemos desarrollar nuestra FRP teniendo esto en cuenta. Lo que afirmamos es que

aunque las “x” no estén relacionadas en la poblacion, pueden estarlo en la muestra. En este sentido, la
multicolinealidad es un fendmeno muestral.
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variables “x” incluidas en el modelo tienen una influencia separada o independiente
sobre “y”. Pero puede suceder que en una muestra utilizada para verificar la FRP,
algunas o todas las variables “x” sean tan altamente colineales que no podamos aislar su
influencia sobre “y”. Por asi decirlo, nuestra muestra nos falla aunque la teoria nos diga
que todas las “x” son importantes. En resumen, nuestra muestra puede no ser lo
suficientemente significativa como para acomodar todas las variables “x” en el analisis.
Tomando el ejemplo de gastos e ingresos del Capitulo 1 podemos suponer que fuera del
ingreso, la riqueza es otro determinante valioso en los gastos de consumo, lo cual nos
permite escribir:
Gastos; =, + B, Ingreso; +, Riqueza ; + ¢;

Puede suceder ahora que al obtener cifras de ingreso y riqueza, las dos variables pueden
ser altamente, o incluso perfectamente, correlacionadas, pues las personas ricas tienden a
tener ingresos mas altos. De este modo aunque en teoria el ingreso y la riqueza son
razones logicas para explicar el comportamiento de los gastos de consumo, en la practica
(por ejemplo), en la muestra puede ser dificil separar la influencia del ingreso y la

riqueza sobre el consumo.

7.6.1 Estimacion en el caso de la Multicolinealidad Perfecta.

Ya se establecio que en el caso de multicolinealidad perfecta los coeficientes de
regresion son indeterminados y que sus errores estandar son infinitos. Por ejemplo para

el modelo de tres variables tenemos:

yi = Bo +B1X1i +BZX2i +€; (7.17)
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Teniendo en cuenta las ecuaciones (4.15), (4.16) y (4.17) del Capitulo 4 y suponiendo

que (X, —X2)=A(Xy; —X1), donde A # 0. Reemplazando esto en la ecuacion (4.16)

obtendremos:

z (Xg = X1)(Y; — 9)2 (AM(Xq = x1))° - z (M(xy = x2))y; - y)z (Xg = X1)(M(Xy; — X1))
= = =

Bl ==

i= i=1 i=1

n n n 2
D (xg = X1)2 Y. (Mxy —X1)) - (Z (Xg = X1)(M(Xy — xl))j

7L2Z(Xli —Xx1)(y; _y)Z(Xli - x1)? —Xzz(xﬁ —x1)(y; “y)Z(Xli - x1)?
i1 i1 i1 i1

Bl = 2
XZZ(Xﬁ _il)ZZ(Xli -x1)° —Xz(Z(Xn = X1) (X —Xl)]
i=1 i=1 i=1
2 (4~ X0y ~ DY (s ~X1)7 12 (kg — K2) (Y ~9) Xy — Ks)’
== i=1 ' i=L ' i=L
Xz(zn: (X4 —X1)2j _xz[zn:(xli _Xl)zj
i=1 i=1
0
B, = 0 (7.18)

Que es una expresion indeterminada, de forma similar se puede verificar que B, es
también indeterminada.

¢Por que se obtiene el resultado que se muestra en la ecuacion (7.18)? Recordemos el
significado de B;: que nos da la tasa de variacion promedio de “y” cuando x; cambia en
una unidad, manteniendo X, constante. Sin embargo, Si X; Y X2 son perfectamente
colineales, no hay manera de que se mantenga X, constante: a medida que x; cambia
también x, cambia en el factor A, lo anterior significa que no existe un medio de extraer

las influencias separadas de x; y X a partir de la muestra dada.
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Volviendo a las varianzas dadas en las ecuaciones (4.20) y (4.22) del Capitulo 4 vy

reemplazando (X, —X2) = A(Xy; —X1) en la ecuacién (4.20) obtenemos:

S (g — 1))
i=1

var@,) = o
(Z (X4 — X1)? j[z (A (xq — x1))? J - [Z Xy = X1) (X — Xl))j
= i-1 i-1
var(p,) = 602
var(py) =<0 (7.19)

La var(B,) = «. De este modo, las varianzas tanto de f, y B, son indefinidas y por lo

tanto “infinitas”, y sus errores estandar son también indefinidos e infinitos.

7.6.2 Estimacion en caso de Multicolinealidad Alta pero Imperfecta.

La situacion de perfecta multicolinealidad es bastante extrema, generalmente no
existen relaciones lineales exactas entre las variables “x”, en especial para cifras de
series de tiempo.

En esta forma, en cuanto al modelo de tres variables (7.16), en lugar de
multicolinealidad exacta podemos tener mas bien:

(Xp —X2) = M(Xqy5 — X1) +V, (7.20)

Donde A # 0, y donde v; es un término que capta el error estocéstico de modo que
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n
Z(xli —X1)v; =0. En este caso puede ser posible la estimacion de los coeficientes de
i=1

regresion By B.. Por ejemplo reemplazando (7.20) en (4.16) tendremos:

Zn: (Xgi = X1)(Y; — Zn: M(Xgj = X1) +V;)? Zn: AMXy = X1) +V;)( Zn: (Xgj = X1) (M(Xq = X1) +V;)
Bl _ =l i=1 i=1 i=1 >
Z(Xli - i1)ZZ: (X —X1) +V;) [Z (Xg = X2)(A(Xg; = X1) + Vi)}
= i1 i1 (7.21)
[Z ST Xl yl J{Z Xy — gl)z + ZV ] [Z Xy — Xl yl + Z Yi— y)vi]'l' Z(Xli _)?1)2
Bl i i=1 i=1 i=1 i=1

n n n n 2
P xoz[Z(xﬁ -x)? +Zv?]—{2(xﬂ - xl)z]
i=1 i=1 i=1 i=1
n J—
Donde hemos aprovechado que Z(xli—xl)vi =0. Una expresion similar puede
i=1
derivarse para f,. Ahora no existen razones a priori para creer que (7.21) no puede
estimarse. Desde luego, si v; es lo suficientemente pequefia, digamos muy cercano a
cero, (7.20) indicara casi perfecta colinealidad volviendo al caso indeterminado (7.18).

Si las varianzas de 8, y B, se definen de la forma siguiente:

2

var@,) = ° (7.22)
Z(Xli —X1)?(1- 1)
i1
2
var(d,) = — ° (7.23)

> Xy —X2)*(1-15)
i=1

Donde ry, es el coeficiente de correlacion entre X; y X, de las ecuaciones (7.22) y (7.23)

se puede ver que si ry, tiende a 1, es decir, a medida que la colinealidad aumenta, las
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varianzas de los estimadores aumentan y en el limite, cuando ri; = 1, se vuelven

infinitas.

7.6.3 Consecuencias de la Multicolinealidad.

Propiedades de los estimadores de MCO.

Tengamos en cuenta que si los supuestos de los modelos de regresion lineal
clasico se cumplen, los estimadores de MCO de los coeficientes de regresion lineal seran
lineales insesgados y con varianzas minimas; en pocas palabras, son los mejores
estimadores lineales insesgados. Ahora bien, si la multicolinealidad es alta los
estimadores de MCO siguen siendo los mejores estimadores lineales insesgados aunque
es necesario considerar lo siguiente:

Ser insesgado es una propiedad multimuestral o de muestras repetidas que dice
que manteniendo fijos los valores de la variable “x”, si se toman muestras repetidas y se
calculan los estimadores de MCO, para cada una de estas muestras, el promedio de los
valores muestrales, convergerd al verdadero valor poblacional de los estimadores, a
medida que el numero de muestras aumenta. Sin embargo, esto no se refiere a las
propiedades de los estimadores en una muestra dada.

Es verdad que la colinealidad no destruye la propiedad de varianza minima; en
efecto, dentro de la clase de estimadores lineales insesgados, los estimadores de MCO
tienen varianza minima, es decir, son eficientes. Aunque esto no quiere decir que la
varianza de un estimador de MCO sea necesariamente pequefia (con relacion al valor del

estimador) en una muestra dada.
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La multicolinealidad es un fendmeno esencialmente muestral. Por consiguiente,
el hecho de que los estimadores de MCO sean los mejores estimadores lineales
insesgados es, en la practica, de poco valor. Veremos entonces que pasa 0 que puede

pasar en una muestra cualquiera.

Consecuencias practicas de la multicolinealidad.

Como se mostrd en la seccion 7.6.1, en el caso de perfecta multicolinealidad los
estimadores de MCO son indeterminados y sus varianzas Yy errores estandar son
indefinidos. Si por el contrario hay colinealidad severa, aunque no perfecta, las
consecuencias seran las siguientes:

1. Aunque los estimadores de MCO son obtenibles, sus errores estandar tienden a

ser mayores a medida que aumenta el grado de colinealidad entre las variables.
Esto se mostro en la seccion 7.6.2 para el caso de tres variables.

2. Debido al gran tamafio de los errores estandar, los intervalos de confianza para
los parametros poblacionales relevantes (Bj, para j = 1, 2,..., k) tienden a ser
grandes. Asi, en el caso de tres variables si no hay colinealidad (ri; = 0) y
suponiendo que conocemos a o el intervalo de confianza del 95%, para f:

puede obtenerse como®;

2 2

es(By) = Jvar(B,) = |- ° S —
Z(Xli -x1)?(1-0) \ Z(Xli -x1)?

i=1 i=1

® Nétese que estamos utilizando la distribucién normal en razén de que por conveniencia suponemos
conocer a 6
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P, -1.96es(3,) <B, <P, +1.96es(B,)) =0.95 (7.24)

3. En virtud del punto dos para casos con alta multicolinealidad, las cifras
muestrales pueden ser compatibles con un conjunto de diversas hipotesis, por lo
que la probabilidad de aceptar una hipdtesis falsa (de error tipo Il) aumenta.

4. Si la multicolinealidad no es perfecta, es posible la estimacion de los
coeficientes de regresion pero los estimadores y sus errores estandar se vuelven
muy sensibles incluso con minimos cambios en las cifras. Para ver esto
consideremos la tabla 7.5.

Tabla 7.5 Cifras hipotéticas de “y”, x; y Xo.

y X1 X2
1 2 4
2 0 2
3 4 12
4 6 0
5 8 16

Los célculos muestran lo siguiente:

¥, =1.1939+ 0.446x; +0.0030x ,;
es(By. b1, B,) =(0.7737) (0.1848) (0.0841)
t(B.P;.B,) =(1.5431) (2.4151) (0.0358) (7.25)
cov(@,,B,)=-0.00088, gdel=2
R?=0.8101 r, =0.5523

La regresion (7.25) muestra que ninguno de los coeficientes de regresion es

significativo individualmente al nivel convencional del 1% o 5% de
significancia aunque B, es significativo al nivel del 10% con base en una

prueba t de una cola.
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Ahora veamos la tabla 7.6. La Unica diferencia entre las tabla 7.5 y 7.6 es que
los terceros y cuartos valores de X, estan intercambiados.

Tabla 7.6 Cifras hipotéticas de “y”, x1 y Xo.

Yy X1 X2
1 2 4
2 0 2
3 4 0
4 6 12
5 8 16

Los calculos muestran lo siguiente:

y; =1.2108+ 0.4014x,; +0.0270x ,;
(Bo. By, B,) =(0.7480) (0.2721) (0.1252)
t(Bo.B;,B,) =(1.6187) (1.4752) (0.2158) (7.26)
cov(;,B,)=-0.0282, gdel=2
R? =0.8143 r, =0.8285

Como resultado de la pequeia diferencia en las cifras vemos que f,, que antes
era estadisticamente significativa al nivel del 10%, deja de serlo. También se
ve en la ecuacion (7.25) la cov(B,, B,) = —0.00088 mientras que en la ecuacion
(7.26) es —0.0282, es decir, mas de 30 veces diferente. Todos estos cambios

pueden atribuirse a un aumento en la multicolinealidad: en (7.25)

el ri; = 0.5523 mientras que en (7.26) es 0.8285. Igualmente, los errores
estandar de P,y B, aumentan de una regresion a otra, sintoma comin de

colinealidad.
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5. Si la multicolinealidad es alta, se puede obtener un R? alto aunque con pocos o
casi ningun coeficiente estimado estadisticamente significativo. De este modo,
en la regresion (7.26) el R? = 0.8143 que quiere decir que alrededor de 81.43%
de la variacion de “y” se explica por x1 Y Xp, ¥ ninguno de los coeficientes
individuales es estadisticamente significativos al nivel del 10%. En conclusion,
la alta multicolinealidad puede hacer imposible separar los efectos individuales

de las variables independientes.
Ejemplo 3:
Para ilustrar los puntos antes mencionados, consideramos los datos de consumo,

ingreso y riqueza del consumidor que se muestran en la tabla siguiente:

Tabla 7.7 Cifras hipotéticas de gastos de consumo “y”, ingreso x; y riqueza X,.

y ($) X1 ($) X2 ($)
70.00 80.00 810.00
65.00 100.00 1009.00
90.00 120.00 1273.00
95.00 140.00 1425.00
110.00 160.00 1633.00
115.00 180.00 1876.00
120.00 200.00 2052.00
140.00 220.00 2201.00
155.00 240.00 2435.00
150.00 260.00 2686.00

Si se supone que el gasto de consumo esta linealmente relacionado con el ingreso y la

riqueza, con los datos de la tabla 7.7 obtenemos la siguiente regresion:



§; = 24.7747 +0.9415 X, —0.0424 X ,, (7.27)

Tabla 7.8 Estadisticos de resumen.
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Parametro Estimado Error estandar Estadistico t.
Bo 24.7747 6.7525 3.6690
By 0.9415 0.8229 1.1442
B2 -0.0424 0.0807 -0.5261
n=10 R? =0.9635 R” =0.9531 gdel=7

La regresion (7.27) muestra que el ingreso y la riqueza conjuntamente explican

alrededor del 96.35% de la variacion en los ingresos de consumo y ninguno de los

coeficientes de la pendiente es individualmente significativo. Ademas, no solamente la

riqueza no es significativa sino que tiene un signo contrario; pues a priori uno esperaria

una relacion positiva entre consumo y riqueza. Aunque 3, y B, no son significativos

individualmente (al nivel del 5%) desde el punto de vista estadistico, si verificamos la

hipotesis simultanea de que 1 = B2 = 0, puede rechazarse, como se muestra en la tabla

7.9.

Bajo los supuestos convencionales obtenemos:

42827770

= = 92.4019 (7.28)
46.3494

Donde el valor Fy es significativo en alto grado.

Tabla 7.9 Cuadro del analisis de varianza para ejemplo 3.

Fuente de Suma de Grados de Cuadrados
Variacion Cuadrados  Libertad Medios
Debido a la regresion  8565.5541 2 4282.7770

Debido a los residuos  324.4459 7 46.3494
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Este ejemplo muestra con caracteristicas dramaticas los efectos de Ila
multicolinealidad. El hecho de que la prueba F sea significativa al nivel del 5% pero que
los valores de t de 31 y B2 no sean individualmente significativos quiere decir que las
dos variables estan tan correlacionadas que se hace imposible aislar el efecto individual
de la riqueza y del ingreso. En efecto, si corremos la regresion de X, contra X
tendremos:

X, = 7.5454 +10.1909 X, (7.29)

Tabla 7.10 Estadisticos de resumen.

Parametro Estimado Error estandar Estadistico t.

Bo 7.5454 29.4758 0.2560
B1 10.1909 0.1643 62.0405
n=10 R =0.9979

Que claramente muestra que hay casi perfecta colinealidad entre X, y X;.

Ahora veamos qué ocurre si corremos la regresion de “y” contra X;:

y; = 24.4545 + 0.5091 X ; (7.30)

Tabla 7.11 Estadisticos de resumen.

Parametro Estimado Error estandar Estadistico t.
Bo 24.4545 6.4138 3.8128
B1 0.5091 0.0357 14.2432
n=10 R?=0.9621
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En la ecuacion (7.27) la variable ingreso no era estadisticamente significativa para
o = 0.05, mientras que ahora lo es altamente.
Si en vez de correr la regresion de “y” contra x; la corremos contra X, obtendremos:

Y, = 24.411 +0.050 X (7.31)

Tabla 7.12 Estadisticos de resumen.

Parametro Estimado Error estandar Estadistico t.

Bo 24.411 6.874 3.551
B 0.050 0.004 13.292
n=10 R?=0.957

Vemos ahora que la riqueza tiene un impacto significativo sobre los gastos de consumo
mientras que en (7.27) no tenia tales efectos.

Las regresiones (7.30) y (7.31) muestran claramente que en situaciones de
extrema multicolinealidad al descartar la variable altamente colineal se vuelve a la otra
variable “x” estadisticamente significativa. Esto siguiere que una salida a la extrema

colinealidad implicaria descartar la variable colineal.

7.6.4 Como Detectar la Multicolinealidad.

Una vez estudiadas la naturaleza y las consecuencias de la multicolinealidad,
debemos formularnos la siguiente pregunta: ;Como saber que la multicolinealidad esta
presente en una situacion dada, especialmente en los modelos en que se involucran mas
de dos variables independientes? Existen varios métodos para detectarla, algunos de los

cuales se comentan a continuacion:
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1. Se sospecha que la colinealidad est& presente en situaciones en que el R® es alto
(por ejemplo, entre 0.7 y 1) y cuando las correlaciones de orden cero son altas y
a la vez ninguno o pocos de los coeficientes de regresion parcial son
individualmente significativos, con base en la prueba t convencional. Si el R? es
alto quiere decir que la prueba F del analisis de varianza, en la mayoria de los
casos, rechazard la hipdtesis nula de que el valor verdadero de todos los
coeficientes parciales de la pendiente sean simultdneamente cero,
independientemente de la prueba t.

2. Las correlaciones simples relativamente altas entre uno 0 mas pares de variables
independientes puede indicar multicolinealidad. Sin embargo, las conclusiones
sobre la presencia o ausencia de multicolinealidad que s6lo se basan en estas
correlaciones deben hacerse con cuidado. Es posible que con algunos conjuntos
de datos, en especial aquellos que implican series de tiempo, las correlaciones
entre muchos pares de variables seran altas, pero los datos le permitiran al
investigador separar los efectos de las variables explicativas individuales sobre
la variable dependiente. Una limitacion adicional es que un examen de las
correlaciones simples entre pares de variables no permitirdn detectar la
multicolinealidad que surge debido a que tres o cuatro variables estan
relacionadas entre si.

3. Se han propuesto varias pruebas formales para detectar la multicolinealidad a lo

largo de los afios, pero ninguna ha encontrado una aceptacién amplia. Cuales de
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las pruebas nos permitiran detectar la multicolinealidad dependera de la

naturaleza especifica del problema.

7.6.5 Multicolinealidad y Prediccion.

Si la prediccion es el Unico proposito del andlisis de regresion, el problema de la
multicolinealidad no es serio porque mientras mayor sea el R?, mejor sera la prediccion.
Notese que esto es valido en la medida en que la colinealidad existente entre las
variables “x” en una muestra dada, se mantenga en el futuro.

Sin embargo, si la relacion lineal aproximada entre las variables “x” de la
muestra no se presentan en muestras futuras, la prediccion sera sin duda incierta. Pero si
el objetivo del anélisis no es la prediccién si no la estimacion confiable de los
parametros, la multicolinealidad es todo un problema por que conlleva a grandes errores

estandar de los estimadores.

7.6.6 Medidas Remediales.

¢ Qué puede hacerse si la multicolinealidad es seria? Al igual que en el caso de la
deteccidn, no hay guias seguras porque justamente la multicolinealidad es un problema
muestral. Sin embargo, se pueden ensayar las siguientes reglas generales, sin olvidar que
el éxito dependera de la severidad del problema de la multicolinealidad.

1. Informacidn a priori. Consideremos el siguiente modelo

Yi =Bo +B1Xgy +B2Xy +&
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Donde:

yi: Consumo.

X1: Ingreso.

Xo: Riqueza.

Como se dijo antes las variables ingreso y riqueza tienden a ser altamente
colineales. Pero supongamos a priori que B, = 0.10pB;; es decir, que la tasa de
variacion del consumo con respecto a la riqueza es un décimo de la
correspondiente tasa con respecto al ingreso. Podemos entonces correr la
siguiente regresion:

Yi =Bo +B1Xy +0.10B,X; +¢;

Yi =Bo +P1X; +5;
Donde x; =X, +0.10 x,,. Una vez obtenido f, podemos seguir a estimar f,

a partir de la relacion postulada entre 1 y B».

¢Como se obtiene la informacion a priori? Puede provenir de la teoria
Econdmica o de trabajos empiricos en los cuales el problema de la colinealidad
€S menos Serio.

2. Combinacion de cifras de corte transversal y de series de tiempo. Una variante
de la técnica de la informacion a priori es la combinacion de las cifras de corte
transversal y de series de tiempo, conocida como mezcla de datos. Supongamos
que queremos estudiar la demanda de automdviles en El Salvador y que se
dispone de series de tiempo del namero de carros vendidos, precio promedio del

carro, e ingreso del consumidor. Supongamos también que:
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Iny; =By +B, NP, +B, Inl; +¢,
Donde:
y: Numero de carros vendidos.
P: Precio promedio.
I: Ingreso.
t: Tiempo.
Nuestro objetivo es estimar la elasticidad precio 1 y la elasticidad ingreso f,.
Ahora bien, tratdindose de series de tiempo las variables precio e ingreso
tienden a ser altamente colineales. Por consiguiente, si corremos la regresion
anterior nos enfrentaremos al problema usual de la multicolinealidad. Una
salida del problema ha sido sugerida por Tobin* quien sugiere que si tenemos
datos de corte transversal (como los que se generan por paneles de
consumidores o por estudios presupuestales de los que llevan a cabo agencias
privadas y gubernamentales), podemos obtener estimacion relativamente
precisa de la elasticidad y el ingreso B, porque con estos datos, que son un
punto en el tiempo, los precios no varian mucho. Sea f,, la elasticidad
ingreso, estimada a partir de los datos de corte transversal. Utilizando esta

estimacion, la anterior regresion con series de tiempo puede escribirse como:

yf =By +B INP; +¢,

*J. Tobin, “a Statistical Demand Fuction for Food in the U.S.A.”, Journal of the Royal Statistical Society,
ser, A, pp. 113-141, 1950.
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Donde y: =Iny—p,Inl,, que representa el valor de “y” después de suprimirle

el efecto del ingreso. Es claro que ahora se puede obtener una estimacion de la
elasticidad precio 1 a partir de la regresion anterior.

Aunque la técnica parece atractiva, “mezclar” las cifras de corte transversal con
las de series de tiempo puede crear problemas de interpretacion, porque en este
caso suponemos implicitamente que la elasticidad del ingreso, estimada a partir
de cifras de corte transversal, es igual a la que se hubiera obtenido a partir del
analisis de series de tiempo.

Sin embargo, la técnica ha tenido muchas aplicaciones y es particularmente
valiosa en situaciones en las cuales los estimadores de corte transversal no
varian sustancialmente de una muestra a otra.

3. Eliminacién de variables y sesgo de especificacion. Cuando enfrentamos el
problema de la multicolinealidad severa, una de las soluciones mas “simples” es
omitir una de las variables colineales. Lo problematico al descartar una variable
puede ser que estemos incurriendo en sesgo de especificacién o error de
especificacion, que generalmente aparece como consecuencia de una
especificacion incorrecta del modelo analizado.

4. Transformaciones de variables. Supongamos que poseemos cifras en forma de
series de tiempo para los gastos de consumo, ingreso y riqueza. Una razon que
explica la alta multicolinealidad entre ingreso y riqueza en estos datos, es la de
que en el tiempo ambas variables tienden a moverse en la misma direccion. Una

manera de minimizar esta dependencia es la siguiente:
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Si la relacion
Yi =Bo +B1Xy +PoXp & (7.32)
Se cumple en el tiempo t, también debe cumplirse en t — 1 en razén de que el
origen del tiempo es arbitrario. Por lo tanto, tenemos que:
Vi =Bo +B1Xy i +PoXo i € (7.33)
Si restamos la ecuacién (7.32) de (7.33) obtendremos:
Yi =Y =Br(Xae = Xg ) + B2 (Xor = Xp04) + V4 (7.34)
Donde v, =u; —U, ;.
La ecuacion (7.34) se conoce como forma de primeras diferencias en razén de
que se corre la regresién no sobre las variables originales sino sobre las
diferencias de sus valores sucesivos.
El modelo de primeras diferencias reduce a menudo la severidad de la
multicolinealidad porque aunque los niveles de x; y X, estén altamente
correlacionados no existe razon a priori para pensar que sus diferencias estén
correlacionadas también en alto grado.
La transformacion de primeras diferencias crea sin embargo, otros problemas.
El término de error v; que aparece en (7.34) puede no satisfacer uno de los
supuestos del modelo de regresién lineal clasico segun el cual las
perturbaciones no estan correlacionadas serialmente. Como se verd mas
adelante, si el u; original no esta autocorrelacionado, o lo que es igual, es

serialmente independiente, el término de error v; previamente obtenido sera el
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mayor namero de veces correlacionado serialmente. En este caso, el remedio
vuelve a ser peor que la enfermedad, y se pierde ademas una observacion al
sacar las diferencias, reduciendo asi, en uno los grados de libertad. En una
muestra pequefia, este factor puede ser considerable. Mas adn, el
procedimiento de las primeras diferencias puede no ser apropiado para cifras
de corte transversal en que no hay un ordenamiento légico de las
observaciones.

5. Datos nuevos o adicionales. Como la multicolinealidad es un problema
muestral, es posible que en otras muestras con las mismas variables, la
colinealidad no sea tan seria como en la primera muestra. En algunas ocasiones,
con aumentar tan solo el tamafio de la muestra (de ser posible) se atenda el

problema: por ejemplo, en el modelo de tres variables vimos que:

2
(o)

Var(Bl) —
z (Xg —X1)*(L-15)
i-1

n
Ahora, a medida que el tamafio de la muestra aumenta, Z(Xu —x1)? también
i=1
aumentarad. En consecuencia, para cualquier ri, dado, la varianza de B,
disminuira reduciéndose por ende el error estandar lo cual nos permite estimar
mas precisamente a ;.

Debemos tener en cuenta en el analisis de regresion que cuando se obtiene un

valor para t no significativo para los coeficientes de regresion, existe la
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tendencia de culpar de la falta de significancia a la multicolinealidad, pudiendo
ser mas bien la culpa de un sesgo de especificacion. Talvez el modelo usado en
el andlisis estd mal especificado, o el soporte tedrico para el modelo es muy
débil, con lo cual podemos afirmar que antes de que el investigador le atribuya
la culpa de sus problemas de t insignificantes a la multicolinealidad, debe
revisar el modelo desde el punto de vista tedrico, siendo probable que la misma

bibliografia sugiera una especificacion alterna del mismo.

7.7 Heteroscedasticidad.

Uno de los supuestos importantes del modelo de regresion lineal clasico consiste

en gue la varianza de cada perturbacion g;, condicional a los valores escogidos de las

variables independientes, es una constante igual a o’

. Este es el supuesto de
homoscedasticidad, que viene de (homo) igual y (cedasticidad) dispersién, es decir,

igual varianza. Simbdlicamente:
E(s?) = o? i=1,2,...,n (7.35)
Gréaficamente, en el modelo de regresion lineal de dos variables, la homoscedasticidad

puede representarse como en la figura 1.8 que por conveniencia, se reproduce como la

figura 7.7.
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Figura 7.7 Perturbaciones homoscedasticas.

4 fiy)

Como la figura lo muestra, la varianza condicional de y; (que es igual a la de g;),
condicional a los valores dados de x;, permanece constante independientemente de los

valores que tome “x”.

En contraste con esta figura, considere la figura 7.8 que muestra como la
varianza condicional de y; aumenta a medida que “x” aumenta. En este caso, las
varianzas de y; no son iguales, por lo cual se presenta la heteroscedasticidad.

Simbélicamente:

E(e?) = o} (7.36)
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Notese el subindice en o que nos recuerda que las varianzas condicionales de &
(varianza condicional de y;) ya no son constantes.
Para establecer claramente la diferencia entre homoscedasticidad y heteroscedasticidad

(Y1)

suponga que en el modelo de dos variables y; =B, +B;X; +€;, “y” representa el ahorro

€,

y “x” representa el ingreso. Las figuras 7.7 y 7.8 muestran que a medida que aumenta el
ingreso, el ahorro también aumenta, en promedio. Sin embargo, en la figura 7.7 la
varianza del ahorro permanece constante en todos los niveles de ingreso, mientras que
en la figura 7.8 la varianza aumenta con el ingreso. Parece, segun la figura 7.8 que las
familias de mas altos ingresos, en promedio, ahorran mas que las familias de bajos

ingresos, pero también que hay mas variabilidad en sus ahorros.

Figura 7.8 Perturbaciones heteroscedasticas.

Y

i)

v
[
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Existen varias razones para que las varianzas de ¢; sean variables, entre las cuales se

destacan las siguientes:
1. Siguiendo los modelos de aprendizaje por errores, a medida que la gente
aprende, sus errores en el comportamiento van disminuyendo en el tiempo. En
este caso, se espera que o> disminuya. A manera de ejemplo, considere la figura

7.9 que nos presenta el numero de errores de mecanografia cometidos en un

periodo determinado, en una prueba, contra el nimero de horas de préactica.

Figura 7.9 llustracion de la heteroscedasticidad.

Densidad

X

Como se ve en la figura, a medida que el nimero de horas de practica aumenta,
el nmero promedio de errores disminuye y su varianza tambien disminuye.
2. A medida que los ingresos aumentan, la gente tiene mas ingreso discrecional y

por lo tanto méas oportunidad para elegir como disponer de sus ingresos. De este

modo o? tiende a aumentar con el ingreso por lo cual, en la regresion del ahorro
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contra el ingreso es muy factible encontrar que o aumente con el ingreso (como

en la figura 7.8) ya que la gente tiene mas oportunidades para colocar sus
ahorros. De igual forma, las compafiias que obtienen grandes utilidades tienden a
presentar mas variabilidad en cuanto a sus politicas de dividendos que las de
menores ganancias. Las empresas orientadas hacia la expansion por lo general
presentan mas variabilidad en sus tasas de dividendos pagados que las compafiias

ya establecidas.
3. A medida que las técnicas de recoleccion mejoran, o? tiende a disminuir. Los

bancos que disponen de equipos sofisticados de procesamiento de datos tienen

menos posibilidad de cometer errores en sus informes mensuales o trimestrales

que los que no disponen de tales facilidades.
Debe sefalarse que el problema de heteroscedasticidad tiende a ser mas comdn en las
informaciones de corte transversal que en las series de tiempo. En la informacion de
corte transversal por lo general se trabaja con miembros de una poblacion, en un
momento determinado, tales como consumidores individuales o sus familias, firmas,
industrias, subdivisiones geograficas como paises, estados o ciudades, etc. Ademas,
estos miembros pueden ser de diferentes tamafios como firmas grandes, pequefias o
medianas o de ingresos altos, bajos 0 medianos. En la informacion de series de tiempo,
por otra parte, la variable tiende a ser de drdenes de magnitud similares porque
generalmente se recoge informacion para la misma entidad durante un periodo de
tiempo. Como ejemplos podemos citar el PNB (Producto Nacional Bruto), el consumo,

el ahorro o el empleo en El Salvador en el periodo de 1950-1975.
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7.7.1 Consecuencias de la Heteroscedasticidad.

Tenga en cuenta que si todos los supuestos del modelo clasico se cumplen, los
estimadores de MCO son Mejores Estimadores Lineales Insesgados, es decir, entre todos
los estimadores insesgados, tienen la minima varianza. En sintesis, son eficientes. Si
mantenemos ahora todos los supuestos excepto el de homoscedasticidad, podemos
probar que los estimadores de MCO siguen siendo insesgados y consistentes pero ya no
son eficientes para ningun tipo de muestras, grandes o pequefias. En otras palabras, en
muestras repetidas los estimadores MCO son iguales, en promedio, a los verdaderos
valores poblacionales (la propiedad de ser insesgados), y a medida que el tamarfio de la
muestra crece indefinidamente, convergen a su verdadero valor (la propiedad de
consistencia), pero sus varianzas ya no son minimas inclusive cuando el tamafio de la
muestra crece indefinidamente (la propiedad de eficiencia asintotica).

Para concretar mejor la idea, volvamos al caso de dos variables:

Yi =Bo +B1X; +5
Ahora dejando E(e?) = o7 pero manteniendo todos los demés supuestos de MCO se
puede demostrar que el método de minimos cuadrados ponderados (se estudiard mas
adelante) nos da el mejor estimador lineal insesgado de B1, digamos B, que es como

sigue:

- EWiEWiXiyi :— QWiXiEWiyi:
By = & Ew o & wx, > (7.37)
i it T i
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Y su varianza esta dada por:

var(p;) = 2V (7.38)
' QWiEWiX?}QWiXiE |
Donde
W= (7.39)
F

El estimador B; se conoce como estimador de minimos cuadrados ponderados por las
razones que se explicaran més adelante.

De otra forma, el estimador comin de 3, de MCO es:

S BB

b - n (7.40)
1~ n 2
n (ZXiJ

2\ /.

Y si ocurre heteroscedasticidad su varianza sera:

L 9\2 2

S 02 Z(Xi _X) Gj

var(3,) = == ‘Ii = =l (7.41)
XX

0]

i=1
Del apéndice 2 del Capitulo 2, se puede deducir que B, sigue siendo insesgado,
de hecho, la propiedad de ser insesgado no requiere que las perturbaciones &; sean

homoscedasticas. Sin embargo, la varianza de f; dada en (7.40) es diferente

(efectivamente mayor que) de la varianza de p; dada en (7.37) y ya habiamos
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establecido que P; es mejor estimador lineal insesgado. La conclusion de nuestro
andlisis es, entonces, que B, aunque insesgado es ineficiente, su varianza es mayor, es

decir mayor que la de B;.

En la practica lo que puede suceder es que no sepamos que en una determinada
situacion existe heteroscedasticidad y, por lo tanto, resultemos usando equivocadamente
las formulas comunes de MCO derivadas para la homoscedasticidad. ¢Cuales seran las

consecuencias de este hecho? Para responder, continuemos con el modelo de dos
variables. Como antes, el estimador de 3, es dado por (7.40) y debido al supuesto de

homoscedasticidad su varianza es la formula comun:

2

var@,) = g— (7.42)

XX
Si existe ademés heteroscedasticidad, debemos utilizar (7.41) aun cuando la varianza
obtenida sea ineficiente. Para ver las consecuencias de la utilizacion de (7.42) en lugar
de (7.41), digamos que:

o? = o, (7.43)
Donde c; son algunas ponderaciones constantes (no estocasticas) no necesariamente
todas iguales. La ecuacion (7.43) nos dice que las varianzas heteroscedasticas son

proporcionales a c;, siendo o el factor de proporcionalidad. (Nota: A diferencia de o?,

o es una constante.)
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Sustituyendo (7.43) en (7.41) obtenemos:

zn:(xi -x)%c7c;

var(@,) = =

2
(X —X)Zj

M=

i=1

Gzzn:(xi _)?)Zci

var(®,) = =1

) o)

var(®,) = var(3}"?) ~ =

- [Be]

(7.44)

Donde var($}'“?) es la varianza de f, bajo el supuesto de homoscedasticidad, como se
mostrd en (7.42).
Se ve claramente en (7.44) que si (x; —x)? y ¢;, estan correlacionadas positivamente,

como puede asegurarse en la mayoria de datos econémicos, y si
n n . ;

(Z(Xi _x)zci]/£z(xi _X)ZJ es mayor que 1, la varianza de f, cuando existe
i=1 i=1

heteroscedasticidad serd mayor que su varianza en caso de homoscedasticidad. En estas
condiciones, la formula comin de MCO (7.42) subestimara la verdadera varianza de f,

dada en (7.41) por ser ineficiente. Por consiguiente, subestimariamos el verdadero error
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estandar de f, y por lo tanto sobreestimaremos el valor de t asociado con B, [recuerde
que bajo la hipétesis nula B; =0, t=f,/es(B,)], lo que nos puede llevar a la conclusion

de que, en el caso especifico que analizamos, f, es estadisticamente significativo.
Naturalmente, si la verdadera varianza dada en (7.41) fuera conocida, el “correcto” valor
de t podria mostrar que B, es, de hecho, estadisticamente insignificante. Todo esto nos

permite pensar que la heteroscedasticidad es potencialmente un problema complicado.
Por consiguiente el resultado final de la discusion anterior se puede concretar asi:

1. Cuando existe heteroscedasticidad o se sospecha que existe, tedricamente el

mejor estimador lineal insesgado de f, es el estimador de minimos cuadrados
ponderados P; , no el estimador convencional f,, aunque éste sea insesgado.
2. La varianza de f, obtenida bajo el supuesto de heteroscedasticidad y dada por

(7.41) yano es la minima. La minima es la varianza de B, dada en (7.38).
3. Respecto de 2, si usamos la formula de la varianza dada en (7.41) en lugar de
(7.38), el intervalo de confianza para f; es innecesariamente ancho y las

pruebas de significacion tienen menos fuerza.
4. El problema se complica més si en condiciones de heteroscedasticidad, en lugar

de usar (7.41), que es ineficiente como ya vimos, usamos la férmula comun de
MCO (7.42). Para estimar la varianza de f,. Como se anotd anteriormente,

(7.42) es un estimador sesgado de (7.41), resultando el sesgo del hecho de que el

2

estimador convencional de o 62, no es insesgado. La naturaleza del sesgo
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depende de la relacién entre o? y los valores que toman las variables

explicatorias.

5. Como consecuencia de 4, si en las condiciones de heteroscedasticidad
continuamos aplicando equivocadamente las formulas tradicionales de MCO
(obtenidas bajo los supuestos de homoscedasticidad), las conclusiones seran
falsas pues las pruebas t y F tienden a exagerar la significancia estadistica de los
pardmetros estimados convencionalmente. Por lo tanto, en casos de
heteroscedasticidad el estimador convencional de (7.42) es inapropiado.
Debemos utilizar al menos (7.41) aun cuando la varianza obtenida con esta

formula no sea la minima. Lo ideal es, naturalmente, utilizar (7.38),
reemplazando f; por ;.

Aungue en algunos casos y bajo hipotesis especificas acerca de la forma de o?

se puede saber la naturaleza del sesgo de las varianzas y los errores estandar, hallados
equivocadamente con las fdérmulas corrientes de MCO, para el caso de
homoscedasticidad, en general no es posible detectarlo tan rapidamente. Esto se debe a

que el sesgo de las varianzas estimadas depende de la naturaleza de la
heteroscedasticidad misma (es decir, de la forma de o?), asi como también de la
naturaleza de los valores de “x” que aparecen en la muestra. En la practica muy rara vez

se sabe cudl es la verdadera 2. Por consiguiente, a pesar de su superioridad tedrica, el

estimador de minimos cuadrados ponderados B; no se puede obtener facilmente. Lo
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usual para tratar el problema de la heteroscedasticidad es hacer algunos supuestos ad hoc

acerca de o2 . La ecuacion (7.43) representa uno de tales supuestos.

7.7.2 Como Detectar la Heteroscedasticidad.

Como lo hicimos con la multicolinealidad, es preciso preguntarse: ¢;cOmo
sabemos que en una situacion especifica se presenta la heteroscedasticidad? Otra vez,

como en el caso de multicolinealidad, no existen reglas fijas y seguras para detectarla

sino solamente unas cuantas normas muy generales. Esto es inevitable ya que o? se

({33

puede conocer solamente cuando tenemos toda la poblacion “y” correspondiente a las
“x” escogidas. No obstante, s6lo se cuenta con esta informacion excepcionalmente en la
mayoria de las investigaciones econdémicas. En esto difieren los econometristas de los
cientificos de otros campos como la agricultura y la biologia, en donde se puede tener el
suficiente control sobre los objetos de la investigacion. Lo méas corriente en estudios

(Y3}

econdmicos es tener solo un valor muestral de “y” para cada valor particular de “x” y

por esto no hay manera de conocer o2 a partir de una sola observacion de “y”. Es asi

como en la mayoria de las investigaciones econométricas, la heteroscedasticidad puede

ser motivo de “especulacion” o de “soluciones ad hoc”.

Teniendo en cuenta la advertencia anterior, examinemos algunos de los métodos

formales e informales para detectar la heteroscedasticidad.
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1. Naturaleza del problema. A menudo la naturaleza del problema sugiere cuando
existe la heteroscedasticidad. Por ejemplo, siguiendo el trabajo de Prais y
Houthakker sobre los presupuestos familiares, en los que encontraron que la
varianza residual de la regresion del consumo contra el ingreso aumentaba con el
ingreso, se supone generalmente ahora, que en estudios similares se pueden
esperar diferentes varianzas en las perturbaciones. Efectivamente, en la
informacién de corte transversal que contiene unidades heterogéneas, o mas
comun es que exista heteroscedasticidad. Por lo tanto, en un analisis de corte
transversal que incluya los gastos de inversion con relacion a las ventas, a la tasa
de interés, etc. es muy probable que haya heteroscedasticidad si se han tomado
conjuntamente como muestra empresas pequefias, medianas y grandes.

2. Método gréfico. En la practica, cuando no existe informacion a priori o empirica
acerca de la naturaleza de la heteroscedasticidad, se puede hacer el andlisis de

regresion sobre el supuesto de que no existe heteroscedasticidad y luego hacer un

examen posterior de los residuos estimados al cuadrado e?, para ver si presentan

alglin patron sistematico. Aunque e’ y & no son la misma cosa, pueden usarse
los unos como aproximaciones de los otros especialmente cuando la muestra es
lo suficientemente grande. Al examinar la SSges podemos encontrar patrones

como los que aparecen en la figura 7.10.
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Figura 7.10 Patrones hipotéticos de los residuos estimados al cuadrado.

En la figura 7.10, e estan dibujados contra y;, los y; estimados, a partir de la

[

linea de regresion, con la idea de ver si el valor medio estimado de “y” esta
relacionado sistematicamente con el residuo al cuadrado. En la figura 7.10a) se
advierte que no hay un patron sistematico entre las dos variables, lo que sugiere
la inexistencia de heteroscedasticidad en la informacion. Las figuras de la 7.10b)
a la 7.10e), muestran patrones definidos. Por ejemplo, la figura 7.10c) sugiere

una relacion lineal mientras que las figuras 7.10d) a 7.10e) muestran una relacion

cuadratica entre e’ y ;. Utilizando esta informacion, aunque informal,
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podemos transformar los datos de modo que una vez transformados, no presenten

heteroscedasticidad.

En lugar de dibujar e? contra y; podemos trazarlos contra una de las variables
independientes, especialmente si al dibujarlos contra §; nos resulta un patron
como el que muestra en la figura 7.10a). El dibujo resultante, que aparece en la
figura 7.11 puede dar patrones semejantes a los de la figura 7.10. (En el modelo
de dos variables, dibujar e? contra y; es equivalente a dibujarlos contra x;, y por

lo tanto la figura 7.11 es similar a la 7.10. Sin embargo, no es esta la situacion al
considerar un modelo de més de dos variables, porque en este caso e’ puede

dibujarse contra cualquiera de las variables “x” del modelo.)

Un patrén como el de la figura 7.11c), por ejemplo, sugiere que la varianza del
término de error esta relacionada linealmente con la variable “x”. De este modo,
si en la regresidn de ahorro contra ingreso encontramos un patrén de este tipo,
esto nos sugiere que la varianza heteroscedastica puede ser proporcional al valor
de la variable ingreso. Esta informacion puede ayudar a transformar nuestros
datos de modo que en la regresion que contiene los datos transformados la

varianza de la perturbacidn sea homoscedastica.
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Figura 7.11 Diagrama de los residuos estimados al cuadrado, contra x.
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3. Prueba de Park. Park formaliza el método gréfico sugiriendo que o es una

funcién de la variable explicatoria x;. La forma funcional propuesta por Park es:

of =o?xPrYi

Inc? =Inc?+BInx; +Vv, (7.45)
Donde v; es el término estocastico de perturbacion.
Dado que o es por lo general desconocida, Park propone que se use e’ como
aproximacion y que se realice la siguiente regresion:

Ine? =Inc?+BInx; +v; (7.45)
Ine? =a+pInx; +v, '
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Si B resulta estadisticamente significativa eso nos sugiere que existe
heteroscedasticidad. Si resulta no significativa, podemos aceptar la hipétesis de
homoscedasticidad. La prueba de Park es, por lo tanto, un procedimiento en dos
etapas. En la primera etapa se realiza la regresion de MCO sin tener en cuenta el
problema de la heteroscedasticidad. De esta regresion obtenemos e; y luego, en la
segunda etapa, Ilevamos a cabo la regresion (7.46).

A pesar de todo, la prueba de Park presenta algunos problemas. Goldfeld y
Quandt afirman que el término de error v; en (7.46) es posible que no cumpla los
supuestos de MCO y puede ser el mismo heteroscedastico. Sin embargo, se
puede usar como método estrictamente indicativo.

Con el fin de ilustrar el enfoque de Park, empleamos los datos de las
ultimas filas de la tabla 7.20 que se muestra al final del apéndice 7.1, de ahi se
obtiene la tabla 7.13.

Ejemplo 4:

Tabla 7.13 Remuneracion media y productividad media segun la escala de

empleo del establecimiento.

Remuneracion Productividad
media media
3396 9355
3787 8584
4013 7962
4104 8275
4146 8389
4241 9418
4387 9795
4538 10281
4843 11750




Para hacer la siguiente regresion:
Yi =Bo +B1X; +
Donde:
yi: Remuneracion media en miles de doélares.
Xi: Productividad media en miles de dolares.

i: La i-ésima escala de empleo del establecimiento.

Los resultados de la regresion son los siguientes:

y, =1992.345 +0.233x; (7.47)

es(f,) = 0.1000 t(,) = (2.333) R? = 0.438
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Los resultados nos indican que el coeficiente de la pendiente estimado es

significativo al nivel del 5%, con base en una prueba t de una cola. La ecuacion

(7.47) muestra que a medida que la productividad aumenta en un ddlar, por

ejemplo, la remuneracion media del trabajo aumenta en cerca de 23 centavos.

Ahora haciendo uso de la ecuacion (7.47) obtenemos los residuos, los elevamos

al cuadrado, calculamos el logaritmo natural a los residuos al cuadrado y a la

variable “x”. Estos calculos se muestran en la tabla siguiente:
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Tabla 7.14 Resultados obtenidos haciendo uso de la ecuacion (7.47).

& e? In(e?)  In(x)
-775.6579 601645.23 13.31 9.14
-205.0481  42044.72 10.65 9.06
165.85117  27506.61 10.22 8.98
183.93563  33832.32 10.43 9.02
199.37853 39751.8 10.59 9.03
54.66578 2988.35 8.00 9.15
112.84099  12733.09 9.45 9.19
150.62388  22687.55 10.03 9.24
113.41004  12861.84 9.46 9.37

Con la informacién de la tabla anterior estimamos los valores de los coeficientes

tomando como variable dependiente In (e?) y como variable independiente
In (x;) asi se obtiene la siguiente ecuacion de regresion:

Ine? =Inc? +BInx; +v;
Ine? =a+plInx; +v, (7.48)
Ine? =35.817 — 2.801In x;

es(B) = 4.196 t() = (—0.668) R?=0.060

Se puede ver que no hay una relacion estadisticamente significativa entre las dos
variables. Siguiendo la prueba de Park, podemos concluir que no hay
heteroscedasticidad en la varianza del error®.

4. Prueba de Glejser. La prueba de Glejser es esencialmente similar a la prueba de

Park. Después de obtener los residuos e; de la regresion de MCO, Glejser sugiere

% La forma funcional escogida por Park es tan s6lo una sugerencia. Una forma funcional diferente puede
revelar una relacion significativa. Por ejemplo, podemos usar ei2 en lugar de In ei2 como variable
dependiente.
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que se calcule la regresion de los valores absolutos de e;, , contra la variable

€

€,

X" que se supone asociada intimamente con o?. En este experimento Glejser
uso las siguientes formulas funcionales:

‘ei‘ =BX; +V;

& =By /X +V,
1

ei| =B, ;"'Vi

1
‘ei‘=317_+vi

‘ei‘:BO +PB1Xj +V;
il =/Bo +Bix; +V;
‘ei‘=x/l30+ﬁlxi2 Vi

Donde v; es el término de error.

El método de Glejser puede utilizarse también como solucion empirica; pero
Golfeld y Quandt afirman que el término de error v; tiene algunos problemas por
cuanto su valor esperado no es cero, estd serialmente correlacionado, e
ironicamente es heteroscedastico. Otra dificultad del método de Glejser es que

los modelos como:

2
‘ei‘:x/BO +PX+v Y ‘ei‘=x/Bo +BX7 +V
Son no lineales en los parametros y por lo tanto no pueden estimarse con el
procedimiento corriente de MCO.

Glejser encontrd que para muestras grandes los cuatro primeros modelos, entre

los anteriores, dan generalmente, resultados satisfactorios para detectar la
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heteroscedasticidad. En la practica, la técnica de Glejser puede usarse entonces
para muestras grandes, y para muestras pequefias puede tomarse como un recurso
cualitativo para iniciarse en los problemas de la heteroscedasticidad.

Prueba de correlacion de rango de Spearman. El coeficiente de correlacion de

rango de Spearman se define como:

Y
i=1

R (7.49)

Donde:

di: Diferencia en los rangos atribuida a dos caracteristicas diferentes del i-ésimo
individuo o fenémeno.

n: Numero de individuos o fenémenos clasificados.

Puede emplearse este coeficiente de correlacion de rango para detectar la

heteroscedasticidad de la siguiente manera: suponga que y; =B, + B, X; +¢€;.

[} ey,

Etapa I: Con la informacién ajuste la regresion de “y” contra “x” y obtenga los
residuos e;.

Etapa Il: Ignorando el signo de e;, es decir, tomando su valor absoluto, ordene

tanto \ei\ como Xx; en forma ascendente o descendente y calcule el coeficiente de

correlacion de rango de Spearman dado anteriormente.
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Etapa Il1l: Suponiendo que el coeficiente de correlacion de rango de la
poblacién ps es cero, y n > 8, la significancia del coeficiente de correlacion de

rango muestral rs puede verificarse con la prueba t de la manera siguiente:

r,A/n—2
J-r¢

t= (7.50)

Con n - 2 grados de libertad.
Si el valor calculado de t es mayor que el valor critico de t, podemos aceptar la

hipdtesis de heteroscedasticidad; si no, debemos rechazarla. Si el modelo de

regresion contiene mas de una variable “x”, rs puede calcularse entre \ei\ y cada

una de las “x” por separado y puede verificarse, en cada caso, para ver su

significancia estadistica por medio de la prueba t.

Ejemplo 5:

Se requiere la estimacion de la linea del mercado de capitales de la teoria del
portafolio. Dado que la informacion se relaciona con 10 fondos mutuos de
diferentes tamafos y objetivos de inversion, a priori se puede esperar que hay
heteroscedasticidad. En la tabla 7.15 se muestran los valores para la variable “y”
(rendimiento anual promedio %), “x” (desviacion estandar del rendimiento anual
%), el valor absoluto de los residuos, el rango de la variable “x”, rango del valor

absoluto de los residuos, las diferencias y las diferencias al cuadrado.
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Tabla 7.15 Datos para el ejemplo 5.

y (%) x(%) |e| Rangodex Rangode |e;| d d*
124 121 1.017 4 9 -5 25
144 214 1.260 9 10 101
146 18.7 0.181 7 4 3 9
16.0 21.7 0.202 10 5 5 25
11.3 124 0.221 5 6 -1 01
10.0 10.4 0.602 2 7 -5 25
16.2 20.6 0.908 8 8 0 O
104 10.2 0.110 1 3 2 4
13.1 16.0 0.077 6 2 4 16
11.3 12 0.037 3 1 2 4

Suma 0 110

Con los datos de la tabla anterior calculamos el coeficiente de correlacion de Spearman:

i=1

r =1-6/ -
n(n®-1)

216 110
| 10(100-1)

r, =1-6(0.11111111)
r, =0.33333

La significancia del coeficiente de correlacion de rango muestral rs puede

verificarse con la prueba t de la manera siguiente:

_fga/n=2

-1
~ 0.2333./10-2
\[1-(0.2333)°

. _ (0.2333)*(2.8284)
/1-0.0544

t =0.99998

t
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Con 10 — 2 = 8 grados de libertad este valor de t no es significativo inclusive a un
nivel de significancia del 10%. De esta forma, no hay evidencia de una relacién
sistematica entre la variable independiente y los valores absolutos de los

residuos, lo que puede sugerir que no hay heteroscedasticidad.

7.7.3 Medidas Remediales.

Como hemos visto, la heteroscedasticidad no destruye las propiedades de
insesgamiento y de consistencia de los estimadores de MCO, pero ya no son eficientes,
ni siquiera asintoticamente (es decir, en muestras grandes). Esta falta de eficiencia le
resta credibilidad al procedimiento de la prueba de hipotesis. Por esto son necesarias las

medidas remediales. Existen dos enfoques para remediar la heteroscedasticidad:

e Cuando se conoce c2.

e Cuando no se conoce G2,

7.7.3.1 Cuando se conoce o?: Método de Minimos Cuadrados Ponderados.

Cuando se conoce G2 0 se puede estimar, el método mas sencillo de tratar la

heteroscedasticidad es el de minimos cuadrados ponderados. Para ilustrar este método
consideramos el modelo de dos variables:

FRP:Y; =Bo +B1X; +8;
FRM:y; =Bo +B,X; +6
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n n
El método usual, no ponderado, consiste en minimizar SSges: Zeiz =Z(yi —Bo —PByX;)°
i=1 i=1

con respecto a las incognitas. Al minimizar esta SSgre, €l método MCO da

implicitamente la misma ponderacion a cada e?. Por esto, en el diagrama hipotético de

n
la figura 7.12 los puntos A, B y C tienen el mismo peso en el calculo de Zeiz . Se
i=1

puede ver, que en este caso los e’ asociados con el punto C dominaran la SSges.

Figura 7.12 Diagrama hipotético.

El método de los minimos cuadrados ponderados toma en cuenta puntos extremos, como
por ejemplo C en la figura 7.12, por minimizacién, no el ponderado usual SSges, Si no el

siguiente SSres:
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n n
min : ZWieiz =ZWi (Yi —Bo —B1x;)? (7.51)
i-1 i—L
Donde:

wi: Las ponderaciones, son ciertos nimeros constantes (no estocasticos).

B, Y By : Son los estimadores de minimos cuadrados ponderados.

Los w; se escogen de tal manera que las observaciones extremas (por ejemplo C en la
figura 7.12) reciban menor ponderacion. Si o se conoce podemos tener:

w.o= L (7.52)

[ 2
Gj

Es decir, ponderar cada observacion de manera inversamente proporcional a o7 . Este

sistema de ponderacion “descuenta” observaciones muy pesadas provenientes de
poblaciones con varianzas muy grandes, tales como el punto C de la figura 7.12.
La mecanica de minimizar (7.51) sigue los métodos usuales del calculo, las ecuaciones
son las siguientes:

n n

ZWiYi ZWiXi

* =l _p* =l
Bo =" P —,

Tw, Tw, (7.53)

i=1 i=1

Bo=y —BiX

Donde y y x son medias muestrales ponderadas con &; como ponderacién y

S wi (- X )y )
_ia

By =" (7.54)

Zn:Wi (X —7(*)2
i1
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Se puede observar que si w; = W, = ...= wy, es decir, si cada observacion tiene el mismo
peso, los estimadores de minimos cuadrados ponderados, dados anteriormente,

coinciden con los estimadores de MCO.

7.7.3.2 Cuando no se conoce o?.

En los estudios econométricos, el conocimiento previo de c? es muy poco

comdun, por lo que el método de minimos cuadrados ponderados visto anteriormente no
puede usarse tan sencillamente. En la préctica, por lo tanto, debemos recurrir a algunos
supuestos ad hoc, aunque razonablemente plausibles, sobre o? y transformar el modelo
de regresion original de tal manera que satisfaga el supuesto de homoscedasticidad. Sin
una transformacién de este tipo el problema de heteroscedasticidad se torna
practicamente insoluble. A continuacién presentamos algunas de esas transformaciones,
con la ayuda del modelo de dos variables:
Yi =Bo +BXj +

Consideramos algunos supuestos posibles sobre el patron de heteroscedasticidad.
Supuesto 1.

E(e?) = 6°x? (7.55)
Si como producto de la “especulacion”, de los métodos graficos o de los enfoques de
Park y Glejser se cree que la varianza de g; es proporcional al cuadrado de la variable

independiente “x”, podemos transformar el modelo original de la siguiente manera.

Dividiendo todo el modelo original por x;:
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=4 4+
X; X Bl X: X
| I I I (7.56)
y7|= [3704_31 + Vi
X X

Donde v; es el término de perturbacion transformado y es igual a €; /x;. Ahora es facil

verificar que:

2
E(e]) = E(gij
Xi

E(:2) = - E(?)
Xj

o 1 5.5

E(ei) = 5 (o))
X
£(?) = o?

Por lo tato, la varianza de v; es homoscedastica y podemos proceder a aplicar MCO a la
ecuacion transformada (7.56), estimando la regresion de y; / x; contra 1/X;.
En la regresion transformada el intercepto ; es la pendiente de la ecuacion original y la
pendiente By es el intercepto del modelo original. Por lo que para volver al modelo
original hay que multiplicar (7.56) por X;.
Supuesto 2.

E(e?) = 67X, (7.57)
Si se cree que la varianza de s en lugar de ser proporcional al cuadrado de X; es

proporcional a x; el modelo original puede transformarse en:
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y|

+le/7+
/7 Bo\/fJFle/i?LV

Donde x; > 0.
Dado el supuesto 2, se puede verificar que E(v?) = o2, situacion homoscedastica y, por
consiguiente podemos proceder a aplicar MCO a (7.58) haciendo la regresién de
yil.[x; contral/ [x; y [x;.
Supuesto 3.

E(s?) = o2[E(y))]? (7.59)
La ecuacion (7.53) postula que la varianza de &; es proporcional al cuadrado del valor

13 ”

esperado de (ver figura 7.10e). Ahora,
E(Yi) =Bo +B1X;

Por consiguiente, si transformamos la ecuacion original de la siguiente manera:

Yi _ Bo + B1X; LG
E(y;) E(yi) E(y) Ey) (7.60)
Yi — BO + lei +V

E(y) E(v) E(y)
Donde v; =¢; /E(y;), se podra mostrar que E(v?) =c?, es decir, las perturbaciones v;

son homoscedasticas y, por lo tanto la regresion de (7.60) satisface el supuesto de

homoscedasticidad del modelo de regresion lineal clésico.
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La transformacion de (7.60) es, sin embargo, inoperante pues la E(y;)depende de o y
B1 que son desconocidas. Ldgicamente conocemos ¥; =P, +B,X; que es el valor

estimado de E(y;) y podemos proceder en dos etapas:
Primero hacemos la regresion normal MCO sin tener en cuenta el problema de
heteroscedasticidad y obtenemos ¥;. Luego, usando ¥, transformamos el modelo de la

siguiente manera:

i _Po BiXi | &

Vi Vi Vi Vi (7.61)
Yi _Bo BuXi
Vi Vi Vi I

Donde v; =¢;/y;.

En la segunda etapa hacemos la regresion (7.61). Aunque ¥; no son exactamente
E(y;), son estimadores consistentes, es decir, a medida que el tamafio de la muestra
aumenta indefinidamente, convergen al verdadero valor E(y;). Por esto la

transformacion (7.61) funcionard en la practica si el tamafio de la muestra es
razonablemente grande.
Supuesto 4. Transformacion Logaritmica.

Si en lugar de correr la regresion y; =B, +B,X; +¢; COrremos:

Se reduce frecuentemente la homoscedasticidad. Esto se debe a que la transformacién

logaritmica comprime las escalas en que estan medidas las variables, reduciendo una
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diferencia de 10 veces en una de 2 veces. EI numero 80 es diez veces el niumero 8, pero
In 80 = 4.3820 es solo dos veces mas grande que In 8 = 2.0794.
Una ventaja mas de la transformacion logaritmica es que el coeficiente de la pendiente

(14l €, (134

1 mide la elasticidad de “y” con respecto a “x”, es decir, el cambio porcentual en “y

(Y3 €6, 9

debido a un cambio porcentual en “x”. Por ejemplo, si “y” es consumo y “x” ingreso, 31
en la ecuacion (7.62) medird la elasticidad de ingreso, mientras que en el modelo
original [; mide sélo la tasa de cambio del consumo medio por una unidad de cambio
en el ingreso. Por esta razon los modelos logaritmicos son tan populares en la

econometria empirica.

Para concluir la discusion sobre las medidas remediales se debe enfatizar el

hecho de que todas las transformaciones vistas anteriormente son ad hoc. Se estd
especulando esencialmente sobre la naturaleza de 7. ¢Cuél de las transformaciones

expuestas dependera de la naturaleza del problema y de la severidad de la
heteroscedasticidad? Existen algunos problemas adicionales en relacion con las
transformaciones vistas. Por ejemplo, cuando vamos mas alld del modelo de dos
variables, no sabemos a priori cual de las variables “x” debe transformarse®. Surge
entonces un problema de correlacién espuria.

Esta expresion, debida a Park, se refiere a una situacion en la que existe correlacién

entre las razones de variables (x;/X,), aunque las variables originales no estén

® No obstante, en el caso practico, podemos dibujar ei2 contra cada variable y decidir que variable “x”
puede usarse para transformar los datos (ver figura 7.11).
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correlacionadas, o sean aleatorias’. En el modelo y; =PBg +PB.X; +&;, “y” y “x” pueden
no estar correlacionadas, pero en el modelo transformado y;/X; =Bq/X; +pB; +V;,

yi/X; y 1/x; si lo estéan, por lo general.

7.8 Autocorrelacion.

Otro de los supuestos importantes del modelo de regresién lineal es el de que no
existe autocorrelacion o correlacion serial entre las perturbaciones €; que entran en la
funcién de regresion poblacional.

La dependencia entre las perturbaciones del modelo de regresion es un problema
frecuente cuando las variables que estudiamos se observan a lo largo del tiempo como
una serie temporal. Entonces, es esperable que todas las variables que influyen sobre la
variable respuesta tengan estructura temporal y, por lo tanto las perturbaciones (que
recogen el efecto de las variables omitidas) tendran dependencia temporal. Por ejemplo,
si estudiamos las ventas anuales de un producto en funcién del precio y de los gastos en
publicidad, la perturbacion sintetizara los efectos de los gustos de los consumidores, de
las decisiones de la competencia, de la evolucion del consumo, etc. Todas estas variables
se modifican a lo largo del tiempo y, por tanto, las perturbaciones de afios consecutivos

seran probablemente, dependientes.

" Por ejemplo si X1, X, Y X5 N0 estdn mutuamente correlacionadas ry, = ry3 = r,3 = 0 y encontramos que (los
valores de) las razones Xi1/Xs Y X»/X3 estan correlacionadas, entonces hay correlacion espuria. “de manera
mas general, la correlacién se denomina espuria si es inducida al manipular los datos y no existe en la
informacion original”.
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El término autocorrelacion puede definirse como la “correlacion existente entre
los miembros de una serie de observaciones ordenadas en el tiempo (como las cifras de
series de tiempo) o en el espacio (como las cifras de corte transversal)”.

En el contexto de la regresion, el modelo de regresion lineal clasico supone que
dicha autocorrelacion no existe en las perturbaciones ;. Simbolicamente:

E(gie;) =0 1#]

Sencillamente, el modelo clasico supone que el término de perturbacion perteneciente a
una observacion no esta influenciado por el término de perturbacién perteneciente a otra
Por ejemplo, si tratamos con series de tiempo trimestrales sobre la regresion de la
produccidn contra los insumos de capital y trabajo y de pronto se presenta una huelga o
paro laboral que afecta la produccion en un trimestre, no existen razones para pensar que
esta interrupcion se extienda al siguiente trimestre. Es decir, si la produccion es baja este
trimestre no hay razon para pensar que sea mas baja en el siguiente. Igualmente si se
trata de cifras de corte transversal sobre la regresion de los gastos de consumo de una
familia contra su ingreso, el efecto de un aumento en el ingreso de una familia sobre su
consumo no tiene por qué verse afectado por el gasto de consumo de otra familia.

Sin embargo, si existe dicha dependencia, tendriamos autocorrelacion. Simbdlicamente:

E(eigj) 20 i#] (7.63)

En tal situacion, la interrupcion causada por la huelga en un trimestre puede afectar la
produccion del siguiente trimestre, o los aumentos en los gastos de consumo de una
familia pueden motivar a otra familia a aumentar los suyos, por el deseo de no quedarse

atras.
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Antes de averiguar por qué existe la autocorrelacion es indispensable aclarar el aspecto
relativo a la terminologia. Aunque hoy en dia es comin el empleo de los términos
autocorrelacion y correlacion serial como sindnimos, algunos autores prefieren hacer
distincion entre los dos téerminos. Tintner, por ejemplo, define la autocorrelacion como
una “correlacion de una serie con rezago consigo misma, rezagada un cierto nimero de
unidades de tiempo” mientras que reserva el término correlacion serial para una
“correlacion rezagada entre dos series diferentes”. Por lo tanto, la correlacion entre dos
series de tiempo como e, €,..., €10 Y €2, €3..., €11 donde la primera es igual a la
segunda retrasada un periodo es autocorrelacion mientras que la correlacion entre las
series de tiempo tales como €3, €,..., €10 Y Vo2, V3...., v11, donde € y v son dos series de
tiempo diferentes se llama correlacion serial. Pero aunque en algun contexto pueda ser
atil la distincion entre los términos, en este documento se utilizaran como sinGnimos.

Puede resultar interesante ver graficamente algunos de los posibles patrones de
autocorrelacion y de no autocorrelacion que se muestran en la figura 7.13, que en su
parte (a) muestra un patrén ciclico mientras que la (b) y la (c) sugieren una tendencia
lineal en las perturbaciones hacia arriba y hacia abajo, y la parte (d) indica que tanto la
tendencia lineal como cuadratica estd presente en las perturbaciones. Sélo la figura
7.13(e) indica un patrén no sistematico, respaldando el supuesto de no autocorrelacion

del modelo de regresion lineal clasico.
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Figura 7.13 Patrones de autocorrelacion.
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Obviamente debemos preguntarnos ahora: ¢por qué ocurre la correlacion serial?

Existen varias razones; veamos algunas:
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Inercia. Una de las caracteristicas mas importantes de la mayoria de las series
estadisticas de tiempo es la inercia o “inactividad”. Como es bien sabido, las
series de tiempo como el PNB (Producto Nacional Bruto), los indices de precios,
la produccion, el empleo y el desempleo presentan ciclos (econdémicos).
Partiendo del fondo de la recesion, cuando comienza la recuperacion economica,
la mayoria de estas series empieza a moverse hacia arriba; en este ciclo
ascendente, el valor de la serie en un punto del tiempo es mayor que su valor
previo; entonces, hay un “impulso” en la serie que contintia hasta que sucede
algo (por ejemplo, un aumento en la tasa de interés, en los impuestos o en ambas
cosas) que los hace descender lentamente. Finalmente, en las regresiones de
cifras sobre series de tiempo es muy probable que las observaciones sucesivas
sean interdependientes.

Sesgo de especificacion: el caso de las variables excluidas. En el analisis
empirico es comun que el investigador comience con un modelo de regresién que
puede ser aceptable pero no “perfecto”. Después de analizar la regresion, el
investigador realiza el examen posterior para ver si los resultados estan de
acuerdo con lo que se espera, si no, para recurrir a una solucién extrema. Por
ejemplo, el investigador puede expresar graficamente los residuos e; obtenidos a
partir de la regresion ajustada y observar si se presentan patrones como los que
se muestran en las figuras 7.13(a) a (d). Estos residuos (que son aproximaciones
de &;) pueden sugerir que algunas de las variables que originalmente pretendian

incluirse en el modelo, pero que fueran excluidas, deben ahora excluirse. Este es
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el caso del sesgo de especificacion con variables excluidas. Frecuentemente
ocurre que al incluir estas variables, desaparece el patron de correlacion
observado entre los residuos. Por ejemplo, supongamos el siguiente modelo de
demanda:

Yi =Bo +B1Xy +BoXop +BaXg & (7.64)
Donde:
y: Cantidad demandada de carne de res.
X1: Precio de la carne de res.
Xz: Ingreso del consumidor
X3: Precio de la carne de cerdo.
t: Tiempo®.
Sin embargo, por alguna razén hemos corrido la siguiente regresion:

Yi =Bo +B1Xy +PoXo +Vy (7.65)
Ahora, si la ecuacion (7.64) es el modelo “correcto” o verdadera relacion, correr
(7.65) equivale a decir que v, =B3X5 +¢,, Yy en la medida en que el precio de la
carne de cerdo afecte el consumo de carne de res, el término de error o

perturbacion v; reflejara un patron sistematico, creando por consiguiente (una

falsa) autocorrelacion. Una prueba sencilla de lo anterior seria correr tanto (7.64)

8 por convencidn, se utiliza el subindice t para series de tiempo e i para cifras de corte transversal.
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como (7.65) y ver si en caso de autocorrelacion en (7.65), ésta desaparece
cuando se corre (7.64)°.
3. Sesgo de especificacion: Forma funcional incorrecta. Suponga que el modelo

verdadero o “correcto” en un estudio sobre costos y produccion es como sigue:
Costomarginal. =B, + B, (produccid;) +p, (producci;)? +g; (7.66)
Pero nosotros ajustamos el siguiente modelo:
Costo marginal ; = o + o, (produccion;) + v; (7.67)
La curva de costos marginales que corresponde al “verdadero” modelo se

muestra en la figura 7.14, asi como la curva lineal “incorrecta”.

Figura 7.14 Sesgo de especificacion, forma funcional incorrecta.

Costo margimal de produccidn

Produccidn

Como se observa en la figura 7.14, entre los puntos A y B la curva lineal de costo

marginal sobreestimara consistentemente el verdadero costo marginal, mientras

% Si se encuentra que el verdadero problema es el de un sesgo de especificacion y no de autocorrelacion,
los estimadores de MCO de los parametros (7.65) pueden ser sesgados e inconsistentes.
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que por detrés de estos puntos subestimara consistentemente el costo marginal.
Esto es de esperarse en razon de que el término de perturbacién v; es realmente
igual a la (produccién)? + &, y por lo tanto capta el efecto sistemético del término
(produccion)® sobre el costo marginal. En este caso v;, reflejara la autocorrelacion
por haber utilizado una forma funcional incorrecta.
El fendbmeno de la telarafia. La oferta de muchos bienes agricolas refleja el
llamado “fendémeno de la telarafia”, que consiste en que la oferta reacciona ante
el precio con un rezago de un periodo de tiempo porque se requiere cierto tiempo
para implementar las decisiones de la oferta (el periodo de gestacion). De tal
manera que al comienzo de la cosecha de un afio, los granjeros estan
influenciados por el precio prevaleciente el afio anterior de suerte que su funcion
de oferta seré:

Oferta; =B, +B,Py + & (7.68)
Suponga que al final del periodo t, el precio P; resulta ser mas bajo que Py.;. Con
lo cual en el periodo t + 1, los granjeros pueden decidirse a producir menos de lo
que produjeron en el periodo t. Obviamente en esta situacion no se espera que las
perturbaciones ¢; sean aleatorias porque si los granjeros sobreproducen en el afio
t, es muy probable que reduzcan su produccion en t + 1, y asi sucesivamente,
creando asi un patrén de tipo telarafa.
Rezagos. No es extrafio encontrar, en una regresion de gastos de consumo contra
el ingreso, que los gastos de consumo en determinado periodo dependen entre

otras cosas de los gastos de consumo en el periodo anterior. Es decir:
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Consumo, =, + B, ingreso, + B, consumo,,; + &, (7.69)

La regresion como la que se da en la ecuacion (7.69) se conoce con el nombre de
autorregresion, justamente porque una de las variables explicatorias es el valor
retrasado o sesgado de la variable dependiente. La justificacion tedrica de un
modelo como el de (7.69) resulta simple, ya que los consumidores no cambian
muy a menudo sus habitos de consumo por razones psicolégicas, tecnoldgicas e
institucionales. Ahora, si dejamos de lado el término rezagado en (7.69), el error
resultante reflejard un patron sistematico, debido a la influencia del consumo
rezagado sobre el consumo corriente.

“Manipulacion” de datos. En el analisis empirico cominmente se manipulan los
datos basicos; por ejemplo, en las regresiones de series temporales trimestrales,
estas se derivan a partir de los datos mensuales, mediante la simple adicion de las
cifras de 3 meses y luego dividiendo por 3. Este procedimiento de promediar las
cifras permite uniformarlas, eliminando las fluctuaciones mensuales que
ofrezcan. Por lo tanto, un grafico que contenga cifras trimestrales debe ser mas
uniforme que uno que contenga cifras mensuales, uniformidad que puede llevar a
un patron sistematico en las perturbaciones, introduciendo de este modo la
autocorrelacion. Otra forma de manipulacion es la interpolacion y extrapolacion
de cifras; por ejemplo, el censo de poblacion se lleva a cabo cada 10 afios (en
EEUU); el dltimo se hizo en 2000 y el anterior en 1990; entonces si hay
necesidad de obtener datos de un afio comprendido en el periodo intercensal -

1990-2000, se recurre comunmente a la interpolacion con base en algunos
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supuestos ad hoc. En general todas estas técnicas que emparejan las cifras suelen

introducir patrones sistematicos que normalmente no existen en los datos

originales.

Debe tenerse en cuenta ademas que la autocorrelacion puede ser positiva 0 negativa; se

presenta con mas frecuencia la positiva debido a que la mayoria de las series econdémicas

se mueven hacia arriba o hacia abajo todo el tiempo y no con movimientos ascendentes-

descendentes como los que se muestran en la figura 7.15(b).

Figura 7.15 Autocorrelacion (a) positiva y (b) negativa.
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7.8.1 Consecuencias de la Autocorrelacion.

Recordemos que si todos los supuestos del modelo de regresion clasico se

cumplen, el teorema de Gauss-Markov afirma que entre todos los estimadores lineales

los estimadores de MCO son los mejores, es decir tienen la minima varianza; en

resumen, son eficientes. Si mantenemos ahora todos los supuestos del modelo clésico,

excepto el de no autocorrelacion, los estimadores de MCO tendran entonces las

siguientes propiedades:

1.

Son insesgados, es decir, en muestras repetidas (condicionales a los valores fijos
de “x”) sus valores medios son iguales a los verdaderos valores poblacionales.
Son consistentes, 0 sea que a medida que el tamafio de la muestra crece
indefinidamente, se aproximan a los verdaderos valores.

Como en el caso de heteroscedasticidad, ya no son eficientes (minima varianza)

ni para muestras pequefias ni para muestras grandes.

Por consiguiente, si persistimos en aplicar MCO en situaciones de autocorrelacion

tendremos las siguientes consecuencias:

1.

Aunqgue tengamos en cuenta la correlacion serial en los estimadores comunes de
MCO vy sus varianzas, los estimadores seran aun ineficientes (comparados con
los mejores estimadores lineales insesgados). Por lo tanto, los intervalos de
confianza seran mas anchos de lo necesario y la prueba de significancia menos
fuerte.

Si olvidamos por completo el problema de la autocorrelacion y seguimos

aplicando las formulas clasicas de MCO (derivadas bajo el supuesto de no
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autocorrelacion), las consecuencias seran todavia mas serias, por las siguientes
razones:

a) La varianza residual & tiende a subestimar la verdadera ¢°.

b) Incluso si 6® no esta subestimada, las varianzas y los errores estandar de
los estimadores MCO tienden a subestimar las verdaderas varianzas y
errores estandar.

c) Las pruebas usuales de significacion t y F ya no son validas y si se aplican
tienden a dar conclusiones erroneas acerca de la significacion estadistica
de los coeficientes de regresion estimados.

3. Aunque los estimadores de MCO sean insesgados, lo cual es una propiedad de
muestras repetidas, para una muestra en particular tienden a dar una vision
distorsionada de los verdaderos valores poblacionales. En otras palabras, los
estimadores de MCO se vuelven sensibles a las fluctuaciones muestrales.

Para concretar algunas de las proposiciones anteriores, volvamos al modelo con dos
variables:

Yi =Bo +B1X; +& (7.70)
Donde t denota la observacion en el tiempo t. Ahora, para poder continuar, debemos
suponer algun mecanismo que genere los g, lo cual es inevitable dado que & no es
observable. Como punto de partida, podemos suponer que las perturbaciones se generan
de la siguiente forma:

€ =PEiq + Vi -1<p<+1 (7.71)
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Donde p se conoce como el coeficiente de autocovarianza y donde v; es una

perturbacion estocéstica de tal forma que satisface todos los supuestos de MCO, siendo

éstos:
E(v,)=0
var(v,) = c* (7.72)
cov(v,,Vys) =0 s#0

El esquema (7.71) se conoce como el esquema autorregresivo de primer orden de
Markov, o simplemente un esquema autorregresivo de primer orden. El término
autorregresivo resulta apropiado porque (7.71) puede interpretarse como la regresion de

g contra si mismo, retrasado un periodo. Es de primer orden pues sélo entran en el

modelo & Yy un valor inmediatamente anterior. Si el modelo fuera €, = pe_, + v, seria

un esquema autorregresivo de segundo orden, y asi sucesivamente. Debe anotarse que el
coeficiente de autocovarianza puede también interpretarse como el coeficiente de
autocorrelacion de primer orden o, méas precisamente, el coeficiente de autocorrelacion
de 1 rezago. Este nombre se explica de la siguiente manera:

Por definicidn el coeficiente (poblacional) de correlacion entre gy .1 €s:

oo Ed-EE)_ha-ECu)_
Jvar,) . varl, )

_ E(eiers)
var(e, )

Dado que € = 0 para cada t y var(e,) = var(e,;) ya que mantenemos el supuesto de

homoscedasticidad.
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Lo que la ecuacion (7.71) plantea es que el movimiento o cambio en ¢, , se compone de
dos partes: una parte pe,; que capta un cambio sistematico y otra que es puramente

aleatoria.

Con el esquema autorregresivo de primer orden se tiene que™:

n-1
(Xg =Xt) (X 41 = X141) _ -
var(BI) _ c? 1+pt—zl t o +m+2pn—l (X =X1)(X, —Xn) (773)
Z(Xt_it)z Z(Xt_it)z Z(Xt_it)z
t=1 t=1 t=1

Donde var(B,) es la varianza del estimador usual de MCO bajo correlacion serial (de

primer orden). Es importante anotar que var(B,) no es ain la minima pues:

(3] E)

inyi - n
Bl = = n 2
i=1 n

Ya no es el mejor estimador lineal insesgado. Suponiendo que un esquema
autorregresivo de primer orden, el mejor estimador lineal insesgado de f; llamémoslo by,

esta dado por:

n

Z (Xt —)?t) —p(Xt,l —)?t—l)(yt - Vt) _p(thl - yt—l)j
b]_ — t=1 +C

n
Z (Xt —Xt) = p(X¢g — Xf—l)ﬁ
t=1

19'No se presentan detalles de esta ecuacion dado que se trata de series temporales.
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2
(&)

var(p,) = — +D
3 X, —X1) —p(X g~ Xt1)
t=1

Donde C y D son factores de correccion que pueden descartarse en la practica.

En contraste, la formula usual (homoscedéstica) para la varianza del estimador MCO es:

2 2
(&)

var(Bl)zéY =— (7.74)
i Z(Xt _it)z

t=1

Comparando (7.73) con (7.74) vemos claramente que la primera excluye todo,
menos el primer término localizado antes del paréntesis de (7.73). Ahora, si p €s positivo
(lo que ocurre en la mayoria de series econdémicas) y las “x” estan positivamente

correlacionadas (también cierto en la mayoria de series), entonces es evidente que:
var(,) < var(p;) (7.75)

es decir, la varianza usual de MCO de f, subestimard su verdadera varianza (bajo

correlacion serial de primer orden). Por lo tanto bajo las condiciones supuestas debemos

utilizar var(B;) y no var(p,).

Si utilizamos var(f,), estaremos inflando la precision (es decir, subestimando el error

estandar) del estimador {3, y por consiguiente al calcular la razén t como t =, /es(B,)

(bajo la hipdtesis nula de que B, = 0) estariamos sobreestimando el valor de t y por ende

la significancia estadistica del 3; estimado. Como en el caso de la heteroscedasticidad, el

mismo o puede estar subestimado. Recordemos que para el modelo de regresion lineal

clasico de dos variables:
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6% =" (7.76)

Proporciona un estimador insesgado de c?; es decir, E(6%) = o2. Si hay autocorrelacién

generada segun el esquema autorregresivo de primer orden se puede mostrar que:

E(6?)=C I{_[Zé(l—_z p)l - 2pr 7.77)

-1
Donde r:nZ(Xt—it)(Xt,l—it—l) i(xt—it)z que puede interpretarse como el
t=1 t=1

coeficiente de correlacion (muestral) entre los valores sucesivos de “x”. Si p y r son

positivos (supuesto aceptable en la mayoria de series econdmicas) es obvio que a partir
de (7.77) la E(6%) <2, es decir, que la formula convencional de la varianza residual
en promedio subestimara el verdadero ¢®. En otras palabras, 62 sera sesgado hacia

abajo. No es necesario decir que el sesgo en 6 se transmite a la var($,) porque en la

n
préctica estimamos esta Gltima con la ecuacion var(3,) = 62 /Z(xt —Xt)?.
t=1

7.8.2 Como Detectar la Autocorrelacion.

Como se sefialé en la seccion 7.8.1, la autocorrelacion es un problema
relativamente serio que requiere el concurso de medidas remediales. Desde luego, antes
de hacer algo, es necesario saber si la autocorrelacion esta presente en determinada

situacion; presentamos en esta seccion algunas pruebas de correlacion serial.
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Metodo gréfico.

Recordemos que los supuestos del modelo clasico de la no autocorrelacion hacen
referencia a las perturbaciones poblacionales que no son directamente observables.
Disponemos solamente de sus aproximaciones de los residuos, que se obtienen mediante
el método de MCO. Aungue los &; y los € no son lo mismo, estan relacionados, como
puede verse a continuacion:

Para el modelo de dos variables
Yi =Bo +B1Xj +5
0 en forma de desviaciones
Yi =Y =Bi(X; —X) +(g; —¢) (7.78)
Notese que € y E(g;) no son lo mismo.

Sabemos ya que

e =(yi —Y) B (X; —X)
e; =[B(X; —X) + (&; —€)] - B (x; — ) (7.79)
e = (B, —Br)(X; —x) +(g; —¢)

Ahora

n

Z(Xi - X)(g; —€)
By =Py += n (7.80)
)2
ile(x. X)

Por lo tanto, reemplazando (7.80) en (7.79) obtenemos:
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3 (%~ X)(e; —2)
e; =(g; —&)— (X; —X) =1 (7.81)

Zn:(xi -X)?
i=1

Como consecuencia, si existe algun grado de autocorrelacion entre los ; se reflejarg, en
virtud de (7.81), en las e;. Por lo tanto, podran examinarse las e; en busca de posibles
pistas de correlacion serial en las ;. Respecto a las series de tiempo, los e; pueden
dibujarse contra el tiempo como se muestra en la figura 7.13; y si se presentaran
patrones como los de la figura 7.13(a) a (d), se podria sospechar la existencia de
autocorrelacion, en tanto que si se dan patrones como los de 7.13(e) de la misma figura,
es posible que no la haya.

Un examen de los residuos, como el que acabamos de exponer, puede por si solo
sugerir varias formas de enfrentar el problema de la correlacion serial. Por ejemplo, si
los residuos presentan un patron como el de la figura 7.13(d) se puede pensar en incluir
una variable de tendencia o variable-tiempo en el modelo. Si en cambio, el patron de
residuos es como el de la figura 7.13(d) puede pensarse en incluir tanto una variable de
segundo como de primer grado.

Ejemplo 6:

Para ilustrar el método gréfico, la tabla 7.16 nos presenta los datos donde se corre la
regresion de la tasa de retiro contra la tasa de desempleo, se presentan los residuos.
Dibujando los residuos contra el tiempo, en la tabla 7.16 se observa que no son

aleatorios. Hasta 1994 (con excepcion de 1991) los residuos son cada vez mas negativos,
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mientras que a partir de 1996 (con excepcion de 1997) son cada vez mas positivos.
Tenemos pues, autocorrelacion positiva en los residuos.

Tabla 7.16 Tasa de retiro y desempleo en la industria manufacturera de los EE.UU,

1990-2002 valores estimados y residuos.

Tasaderetiro  Tasade
Afio  porcadal1l00 desempleo “y” estimado Residuos, €;
empleados, y (%), x

1990 1.3 6.2 1.592 -0.292
1991 1.2 7.8 1.134 0.066
1992 1.4 5.8 1.706 -0.306
1993 1.4 5.7 1.735 -0.335
1994 1.5 5.0 1.935 -0.435
1995 1.9 4.0 2.221 -0.321
1996 2.6 3.2 2.450 0.150
1997 2.3 3.6 2.336 -0.036
1998 2.5 3.3 2.422 0.078
1999 2.7 3.3 2.422 0.278
2000 2.1 5.6 1.763 0.337
2001 1.8 6.8 1.420 0.380
2002 2.2 5.6 1.763 0.437

Figura 7.16 Residuos de la regresion de la tasa de retiro contra la tasa de

desempleo.

T V T T T T T Tiempl:l
100z 1992 qoa4  qags J1995 1007 1993 {999 2000 2001 2002
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La figura 7.16 que muestra un patrdn casi ciclico para los e, sugiere que puede
introducirse en el modelo otra variable que se mueva ciclicamente con la tasa de retiro;
por ejemplo, la tasa de acceso (numero de nuevos alistamientos para 100 empleados),
que es un indicador de la demanda de trabajo, puede tenerse en cuenta en razén de que,
manteniendo constante lo demas, a mayor tasa de acceso mayor tasa de retiro.

La mayor virtud del método grafico es su simplicidad; los residuos se pueden
dibujar contra el tiempo independientemente de que el modelo tenga una o diez variables
explicatorias. Existen muchos programas estadisticos (SPSS, STATISTICA, etc.) que,
calculan automaticamente los residuos, incluyendo el respectivo grafico, lo que
constituye una gran ayuda visual para determinar la presencia de la autocorrelacion.

Los métodos analiticos pueden sustituir al método grafico, proporcionando una
prueba estadistica para establecer si el patron no aleatorio de los e; es estadisticamente
significativo. EI mas reconocido de estos métodos es el de la prueba estadistica Durbin-

Watson.

7.8.2.1 Prueba Durbin - Watson.

El estadistico Durbin — Watson que se representa con la letra d y se define como:

c 2
Z (er —e4)
=2

n
P

t=1

d= (7.82)

o simplemente la razon de la suma de las diferencias al cuadrado de residuos sucesivos,
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a la SSgres. Obsérvese que en el numerador del estadistico d el nimero de observaciones
es n - 1 por haberse perdido una de ellas al tomar las diferencias consecutivas.

Una gran ventaja del estadistico d consiste en estar basado en los residuos
estimados que se calculan automaticamente en el andlisis de la regresion.

1. El modelo de regresion incluye el intercepto; si no estd presente como en la
regresion que pasa por el origen, es indispensable volver a correr la regresion
incluyendo el intercepto antes de obtener la SSges.

2. Las variables explicatorias “x”, no son estocasticas, o son fijas en muestras
repetidas.

3. Las perturbaciones s, se generan mediante un esquema autorregresivo de primer
orden: g, =pe 4 + V.

4. El modelo de regresion no incluye valores rezagados de la variable dependiente
como una de las variables explicatorias, por lo cual la prueba no es aplicable a

modelos como:
Yi =Bo +B1Xy +BoXp + o + B Xy + VY + & (7.83)
Donde:
Ve1: Es la variable *“y” rezagada un periodo, estos modelos se llaman
autorregresivos.
La distribucion de probabilidad exacta del estadistico d (7.82) es dificil de encontrar, ya
que, como lo han demostrado Durbin y Watson, depende en forma complicada de los

valores de “x” de una muestra dada. Esto es comprensible, puesto que d es calculado con

base en e, que a su vez depende de los “x” dados. Por consiguiente, a diferencia de las
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pruebas t, F, 6 %° no hay un valor critico Gnico que nos lleve a rechazar o a aceptar la

hipotesis nula de que no hay correlacion serial de primer orden en las perturbaciones ;.
No obstante, Durbin y Watson tuvieron éxito al poder encontrar un limite inferior d, y
un limite superior dy tales que si el d calculado en (7.82) cae por fuera de estos valores
criticos, puede tomarse una decision sobre la posible presencia de correlacion serial
positiva 0 negativa. Ademas, estos limites dependen Unicamente del nimero de
observaciones n y del nimero de variables independientes y no de los valores que tomen
esas variables independientes. Dichos limites para n, entre 15 y 100 y hasta para 5
variables independientes han sido tabulados por Durbin y Watson.
El procedimiento para llevar a cabo la prueba se explica mejor con la ayuda de la figura
7.17, que muestra que los limites de d estan entre 0 y 4, lo que se establece expandiendo
(7.82), para obtener:

n n n

def+del -2> e,
_ t=1 t=1 t=2

n

e
t=1

d (7.84)

n n
Como Zef y Zet{l difieren entre si en una sola observacion, se consideran
t=1 t=1

n n
aproximadamente iguales. Entonces haciendo Zef_l = Zef la ecuacion (7.84) puede
t=1 t=1

escribirse como:
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n
Zetet—l

dr2/1-=2 (7.85)

P
t=1

Figura 7.17 Estadistico Durbin — Watson.
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Z €€t
_ t=2
p=tt (7.86)
2.8
t=1

Como el coeficiente de autocorrelacion muestral de primer orden, un estimador de p.

Utilizando (7.86), (7.85) puede expresarse como:
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d~2(1-p) (7.87)
Resulta evidente por la ecuacion (7.87) que si p =0, entonces d = 2; es decir, si no hay
correlacion serial (de primer orden), se espera que d sea igual a 2. Por lo tanto, como
regla general, si se encuentra d igual a 2 en una aplicacion, se puede suponer que no hay

autocorrelaciéon de primer orden, ni positiva ni negativa. Si p=1, es decir, si hay

autocorrelacion, d ~ 0; en otras palabras mientras mas cerca esté d de 0, mayor sera la
evidencia de correlacion serial positiva, lo que seria evidente con base a la ecuacion
(7.82) puesto que si existe autocorrelacion positiva, los e; estaran todos juntos y sus
diferencias tenderan a ser pequefias, y por lo tanto el numerador (suma de cuadrados)
ser4 menor en comparacion con el denominador (suma de cuadrados) que es un valor
que permanece fijo para una regresion dada.

Si p=-1, es decir, hay perfecta correlacion negativa entre los valores consecutivos de

los residuos, entonces d~4. Esto es, entre mas cerca esté d de 4, mayor sera la
evidencia de correlacion serial negativa, un e; positivo sera seguido por un e; negativo y

viceversa, de tal manera que \et —eH\ serqd mayor que \et , por consiguiente el

numerador de d sera comparativamente mayor que el denominador.

La mecanica de la prueba de Durbin — Watson es la siguiente, si se cuenta con que
los supuestos subyacentes se satisfacen:

1. Corra la regresién de MCO y obtenga los residuos e;.

2. Calcule el estadistico d usando la ecuacion (7.82). (Con el paquete estadistico

SPSS se obtiene mas facilmente).
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3. Encuentre los valores criticos d, y dy para el tamafio de la muestra y el nimero

de variables independientes dadas.
4. Si la hipdtesis nula Hy es la de que no hay correlacion serial positiva, entonces si:

d<d, : rechace H,
d>dy : norechace H,
d, <d<d,, :la prueba noes concluyente **

5. Si la hipotesis nula Hy es la de que no hay correlacién serial negativa, entonces
Si:
d>4-d, : rechace H,

d<4-d : norechace H,
4-d, <d<4-d, :lapruebanoesconcluyente

6. Si Ho es de dos colas, es decir, que no hay autocorrelacion serial positiva o

negativa, entonces:

d<d, : rechace H,
d>4-d, : rechace H,
d, <d<4-d : norechace H,

dL
4-dy,

IN
IA

u

d<d
d<4-d,

IA
IA

} la pruebanoesconcluyene

1 Theil y Nagar han mostrado, sin embargo, que el limite superior dy es “aproximadamente igual al
verdadero limite de significancia en todos aquellos casos en que el comportamiento de las variables
independientes es uniforme, en el sentido de que las primeras y segundas diferencias son pequefias en
comparacion con el rango de la variable correspondiente”. Ver Henri Theil, Principles of Econometrics,
John wiley & Sons, Inc., New York, 1971, p.201.
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Como los pasos anteriores lo indican, es una gran desventaja para la prueba d si se cae
en la zona de indecision o regién de ignorancia, puesto que no es posible concluir si
existe 0 no la autocorrelacion.

Al emplear la prueba Durbin-Watson, es conveniente tener en cuenta que no puede
aplicarse en situaciones donde se violen los supuestos. En particular, no puede usarse
con modelos autorregresivos, es decir modelos que contienen valores rezagados de la
variable dependiente como variables explicatorias. Si se aplica equivocadamente en esté
tipo de situaciones, el valor de d estara alrededor de 2, que es el valor de d esperado en
ausencia de autocorrelacion [ver (7.87)]. Por lo tanto, hay un sesgo “incorporado” en
contra del descubrimiento de la correlacion serial en tales modelos, lo cual no significa

que los modelos autorregresivos no sufran del problema de la autocorrelacion.

7.8.3 Medidas Remediales.

Dado que en presencia de correlacion serial los estimadores MCO son
ineficientes, es necesario buscar medidas remediales. EI remedio, sin embargo, depende
del conocimiento que se tenga sobre la naturaleza de la interdependencia entre las
perturbaciones. A este respecto, se distinguen dos situaciones: cuando se conoce la

estructura de la autocorrelacion y cuando no se conoce.

7.8.3.1 Cuando se Conoce la Estructura de la Autocorrelacion.

Debido a que las perturbaciones € no son observables, la naturaleza de la

correlacion serial es un asunto de especulacion o exigencias practicas. En la préactica, se



461

supone frecuentemente que &; Sigue un esquema autorregresivo de primer orden, como el
siguiente:
€ =Peiq T Vy (7.88)
donde \p\ <1 y donde el v, sigue los supuestos de MCO de valor esperado cero,
varianza constante y no autocorrelacion, como se muestra en (7.72).
Si (7.88) es valida, el problema de correlacion serial puede resolverse satisfactoriamente
si p, el coeficiente de correlacion se conoce. Para verlo volvamos al modelo de dos
variables:
Vi =Bo +B1X; +& (7.89)
Si (7.89) se cumple en t, se cumple también en t — 1. Luego,
Yia =Bo +B1Xiq + 84 (7.90)
Multiplicando (7.90) a ambos lados por p, obtenemos:
PYi1 =PBo +PB X1 +PE (7.91)
Restando (7.91) de (7.89) tendremos:

(Yt =PYta) =Bo@—p) +B1X; —pPBiX g + (¢ —PEL)
(Vi =pYia) =Bo@—p) + By (X; —pX 1) + V4

(7.92)

Donde se utilizo6 la ecuacion (7.88) en el Gltimo paso.

Como v,, satisface todos los supuestos de MCO, se puede proceder a aplicar el método
de MCO a (7.92) y obtener estimadores con todas las propiedades optimas (insesgados,

varianza minima, etc.). La regresién (7.92) se conoce como la ecuacion de diferencias

generalizadas; contempla a “y” contra “x” no en la forma original sino en forma de
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diferencias, que se obtienen restando una proporcion (= p) del valor de la variable en el
periodo anterior, del valor de la variable en el periodo corriente. Obteniendo estas
diferencias se pierde una observacion porque la primera no tiene un antecesor; para

evitar esto, la primera observacion se transforma de la siguiente manera'?:

yi/@=p%) Yy x4 /Q-p?)
Cuando no se conoce p.

Siendo mas o menos directo el método anterior, la regresion con diferencias
generalizadas suele ser dificil de correr porque p rara vez se conoce en la practica.
Algunos métodos alternos se comentan a continuacion:

1. El método de primera diferencia. Como p cae entre 0 y +1, se puede comenzar
por dos posiciones extremas. Si suponemos que p = 0, no existe autocorrelacion
si p = %1, entonces existe autocorrelacién positiva o negativa perfecta. En la
practica cuando se corre una regresién se suele suponer que no existe
autocorrelacion, dejando que la prueba de Durbin-Watson u otras pruebas nos
digan si el supuesto es justificado. Si p = +1, entonces la ecuacién de diferencia

generalizada (7.92) se reduce a la ecuacion de primera diferencia.

Yi =Yg =Br(Xe —pXi 1)+ (e; —pEL4)
Yi =Y = B (X —pXg) + vy

AY, =B AX, + Vv, (7.93)

[T} [TEETR

12 Es importante que se transformen las primeras observaciones de “x” y “y”; de no ser asi, el método de
primeras diferencias puede no ser mejor que el MCO comun y corriente.
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Donde A, la letra griega delta, es el operador primera diferencia y se utiliza
como simbolo u operador (como el operador valor esperado E) para diferencias
entre dos valores consecutivos. (Nota: generalmente un operador es un simbolo
que expresa una operacion matematica.) Al correr (7.93) todo lo que hay que
hacer es formar las primeras diferencias tanto de la variable dependiente como de
las variables independientes, y utilizar como insumos en la regresion de las
nuevas cifras.

Obsérvese que una de las caracteristicas importantes del modelo de primera
diferencia es que el intercepto es cero, por lo que al correr (7.93) debe utilizarse
una regresion que pase por el origen. Supongamos sin embargo, que el modelo

original fuera

Yi =Bo +B1X; +Bot+¢ (7.94)
Donde t es la variable tendencia y donde &; sigue el esquema autorregresivo de
primer orden. Asi se tiene que la transformacion de primera diferencia de (7.94)
es:

Ay, =B AX, + B, + Vv, (7.95)
Donde: Ay, =Y, -Y.1 Y AX;=X;—X;;. La ecuacion (7.95) muestra un
intercepto en la forma de primera diferencia que contrasta con (7.93) y donde
desde luego , B, es el coeficiente de la variable de tendencia en el modelo

original. En conclusion, si existe un intercepto en la forma con primera

diferencia es porque hay en el modelo original, un término de tendencia lineal,



464

siendo el intercepto el coeficiente de la mencionada variable de tendencia. Si 3,
es, por ejemplo, positiva en (7.95), quiere decir que hay una tendencia hacia
arriba en “y”, una vez considerada la influencia de las otras variables.

Si en el lugar de suponer p = +1, suponemos que p = - | es decir perfecta

correlacion serial negativa (lo que no es precisamente tipico en las series

econdmicas), la ecuacion de diferencia generalizada (7.92) se convierte en:

Yi+Yia = 2B + B (Xy + X g) +Vy

Yit+Yia By (X¢ +X¢ 1) vy
5 Bo 5 5 (7.96)

El modelo anterior se conoce como el modelo de regresion de promedios méviles
(en dos periodos) porque se trata de una regresion de un promedio movil contra
otro promedio mévil*.

La transformaciéon anterior de primera diferencia es muy popular en la
econometria aplicada por ser muy facil de interpretar. Pero observe que esta
transformacion se apoya en el supuesto de que p = + 1, es decir, las
perturbaciones estan perfectamente correlacionadas positivamente. Si no es éste
el caso, el remedio puede ser peor que la enfermedad. Nos resta comentar como

saber si el supuesto de que p = +1 es justificable en una situacion dada. La

respuesta se da a continuacion:

B Como (y,+y,,)/2 Y (X +X.4)/2 son los promedios de dos valores adyacentes (vecinos), son

Ilamados promedios de dos periodos. Son méviles porque al calcular en periodos sucesivos estos
promedios se prescinde de una observacion y se afiade otra. Asi (y,,, +y,)/2 sera el siguiente promedio

de dos periodos, etc.
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2. p basado en el estadistico Durbin-Watson d. Recordemos que anteriormente

establecimos la siguiente relacion:

d~2(1-p) (7.97)
0
d
~1-— 7.
pa1-7 (7.98)

Que sugiere una manera sencilla de obtener una estimacion de p a partir del
estadistico estimado d. A partir de (7.98) resulta claro que el supuesto de primera
diferencia p = + 1 es valido s6lo si d = 0, o aproximadamente igual a cero.
También es claro que cuando d =2, p=0 y cuando d = 4, p=-1. Entonces, el
estadistico d nos proporciona un método “listo” para obtener una estimacion de
p. Notese sin embargo, que la relacion (7.98) es aproximada y es posible que no
se cumpla en muestras pequefias. Theil y Nagar han sugerido la siguiente
relacion:

. n?(l-d/2)+k?

e (7.99)

Donde:
n: NUmero total de observaciones.
d: Durbin-Watson.

k: Numero de coeficientes (incluyendo el intercepto) que van a ser estimados.

4 Estos autores suponen que las variables independientes se mueven suavemente; especialmente las
primeras y segundas diferencias de estas variables son pequefias en valor absoluto en relacion al rango
de las mismas variables.
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Es facil verificar que para n grande la formulacion de Theil-Nagar coincide con
la relacion (7.98). Una vez que se ha estimado p a partir de (7.98) y (7.99) se
pueden transformar los datos utilizando la ecuacion de diferencia generalizada
(7.92) y a continuacion proceder con la estimacion usual de MCO. Recuérdese

(Y3 (Y]

que las primeras observaciones de “x” y “y” tienen que ser multiplicadas por

N p? evitando asi la pérdida de la primera observacion.

Ejemplo 7: Ventas de concentrado para bebidas gaseosas.

Una empresa fabricante de bebidas gaseosas desea pronosticar las ventas anuales
regionales del concentrado de uno de sus productos, en funcién de los gastos de
promocion regional de ese producto. En las columnas 1 y 2 de la tabla 7.17 se ven los
datos de 20 afios. Suponiendo que sea adecuada una relacion lineal, se ajusté un modelo
lineal de regresion con los Minimos Cuadrados Ordinarios. En la columna 3 de la tabla
7.17 se ven los residuos de este modelo rectilineo, y en la tabla 7.18 se presentan otros
estadisticos de resumen para el modelo. Como las variables independientes de las
dependientes son de serie temporal, se cree que puede haber autocorrelacion. En la
figura 7.18 se muestra la grafica de los residuos en funcién del tiempo, en la que se
puede observar que hay un desplazamiento definido, primero hacia arriba y después
hacia abajo, en los residuos. La autocorrelacion podria ser la responsable de ese

comportamiento.
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Tabla 7.17 Datos del ejemplo de ventas de concentrado de bebida gaseosa.

1) ) ©) (4) (%) (6)
Ventas anuales  Gastos Residuos Poblacion
AfO t  regionales de anua]e_s de de minimos et2 (e, —e.,)?  regional
concentrado  publicidad cuadrados anual
(unidades) ($*1000) €t Z;
Yt Xt
1980 1 3083 75 -32.330  1045.2289 825000
1981 2 3149 78 -26.603 707.7196  32.7985 830445
1982 3 3218 80 2.215 4.9062 830.4771 838750
1983 4 3239 82 -16.967 287.8791  367.9491 842940
1984 5 3295 84 -1.148 1.3179 250.2408 846315
1985 6 3374 88 -2.512 6.3101 1.8605 852240
1986 7 3475 93 -1.967 3.8691 0.2970 860760
1987 8 3569 97 11.669 136.1656  185.9405 865925
1988 9 3597 99 -0.513 0.2632 148.4011 871640
1989 10 3725 104 27.032 730.7290  758.7270 877745
1990 11 3794 109 -4.422 19.5541  989.3541 886520
1991 12 3959 115 40.032 1602.5610 1976.1581 894500
1992 13 4043 120 23.577 555.8749  270.7670 900400
1993 14 4194 127 33.940 11519236 107.3918 904005
1994 15 4318 135 -2.787 7.7674 1348.8725 908525
1995 16 4493 144 -8.606 74.0632 33.8608 912160
1966 17 4683 153 0.575 0.3306 84.2908 917630
1997 18 4850 161 6.848 46.8951 39.3505 922220
1998 19 5005 170 -18.971 359.8988 666.6208 925910
1999 20 5236 182 -29.063 844.6580 101.8485 929610

20 20
D ef =7587.9154 > (e, —e.,)° =8195.2065
t=1 t=2

Tabla 7.18 Estadisticos de resumen para el modelo de minimos cuadrados del

ejemplo 7.
Parametro Estimado Error estandar Estadistico t.
Bo 1608.508 17.0223 94.49
B1 20.091 0.1428 140.71

n=20 R =0.9991 MSRes = 421.5485




Figura 7.18 Residuos, e;, en funcién del tiempo, ejemplo 7.
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También se utiliza la prueba de Durbin-Watson como sigue:

Solucion:
1.H,:p=0

2.H,:p>0
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3.Se selecciona un nivel de significancia de o = 0.05 y los valores criticos

(de la tabla) correspondientes para n = 20 y una variable independiente, son

d =120 ydy=1.41.

4.Calculos:

d: =

20 )
Z (ey —€¢ 1)
t=1

20
2.6

t=1

_ 8195.2065 _108
7587.9154

5.Decision Estadistica: Se rechaza la hipdtesis nula.
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6. Conclusion: Dado que el valor d = 1.08 es menor que d. = 1.20 se concluye que
los errores tienen autocorrelacion positiva.

Un valor significativo en el estadistico de Durbin — Watson, o una grafica dudosa de
residuales, indica que hay un error de especificacion del modelo. Esta mala
especificacion podria ser una dependencia real de los errores respecto al tiempo, o0 una
dependencia “artificial”, causada por la omision de una variable independiente
importante. Si la autocorrelacion aparente se debe a variables independientes faltantes, y
si se pueden identificar e incorporar al modelo esas variables faltantes, se podra eliminar

la autocorrelacidn aparente. Esto se ilustra en el siguiente ejemplo.

Ejemplo 8:

Se tienen los datos de las ventas de concentrado para bebidas gaseosas que se
presentaron en el ejemplo 7. La prueba de Durbin — Watson ha indicado que los errores
en el modelo de regresion lineal, que relaciona las ventas de concentrado con los gastos
de promocion, tienen autocorrelacion positiva. En este ejemplo es relativamente facil
imaginar otros regresores probables que puedan estar positivamente correlacionados con
las ventas. Por ejemplo, es muy probable que la poblacion de la region afecte las ventas
de concentrado.

En la columna 6 de la tabla 7.17 se muestran datos sobre la poblacion de la region
durante los afios 1980 a 1999. Si se agrega esta variable al modelo, la ecuacion tentativa
sera:

Yi =Bo +BiXy +B2Zy +8
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La tabla 7.19 contiene los estadisticos de resumen para el analisis de esos datos por
Minimos Cuadrados.

Tabla 7.19 Estadisticos de resumen para el modelo del ejemplo 8.

Parametro Estimado Error estandar Estadistico t.
Bo 320.340 217.3278 1.47
B1 18.434 0.2915 63.23
B> 0.002 0.0003 5.93
n=20 R? = 0.9997 d=3.06 MSges = 145.3408

Se ve en la tabla que el estadistico Durbin — Watson es d = 3.06, porque el 5% de los
valores criticos ahora con dos variables independientes, son d. =1.10 y dy = 1.54, harian
Ilegar a la conclusion de que no hay autocorrelacidn positiva en los errores.

Figura 7.19 Residuos, e;, en funcién del tiempo, ejemplo 8.
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La grafica de los residuos en funcién del tiempo se ve en la figura 7.19, y mejord
mucho, en comparacion con la figura 7.18; por consiguiente, al agregar el tamario de la

poblacion al modelo se ha eliminado el problema aparente de la autocorrelacion.
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Ejercicios 7.
1. Un combustible sélido para cohetes pierde peso después de haber sido producido.

Se disponen de los siguientes datos:

Meses después
de producido, x
Pérdida de

peso, y (kg)

0.25 050 0.75 1.00 1.25 150 1.75 2.00 225 2.50

142 139 155 189 243 315 405 515 6.43 7.89

a) Ajustar un polinomio de segundo orden que exprese la pérdida de peso en
funcion de la cantidad de meses después de haber sido producido.

b) Probar la significancia de la regresién con o = 0.05.

c) Probar la hipotesis Ho: 2 = 0. Comente la necesidad del término cuadratico en
este modelo.

2. Para el ejercicio 1, calcular los residuos del modelo de segundo orden. Analizar los

residuos y comentar la adecuacion del modelo.

3. Se llevo a cabo un experimento con el objetivo de determinar si el flujo sanguineo
cerebral en los seres humanos podia pronosticarse a partir de la presion del oxigeno
arterial (milimetros de mercurio). Se utilizaron quince pacientes en este estudio y
los datos observados fueron los que se muestran en la tabla siguiente:

a) Estimar la ecuacion de regresion cuadratica.
b) Probar la significancia de la regresion con oo = 0.05.
c) Probar la hipétesis Ho: B2 = 0. comente la necesidad del término cuadratico en

esta ecuacion.
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Flujo sanguineo, y Presion del oxigeno arterial, x

84.33
87.80
82.20
78.21
78.44
80.01
83.53
79.46
75.22
76.58
77.90
78.80
80.67
86.60
78.20

603.40
582.50
556.20
594.60
558.90
575.20
580.10
451.20
404.00
484.00
452.40
448.40
334.80
320.30
350.30

Usando los siguientes seis puntos de datos, estime un modelo lineal de probabilidad

haciendo uso de Minimos Cuadrados Ordinarios:

X -1

1

y 0

1

Calcule R? para el modelo. Luego use el modelo estimado para clasificar a los

individuos en dos categorias. Calcule el nimero de clasificaciones correctas usando

la siguiente regla de clasificacion:

Clasificar = {

primer grupo(y=1)
segundogrupo(y=0)

si y>1/2
si <12

Discuta las ventajas y desventajas de usar R? o el porcentaje de clasificaciones

correctas como una medida de la bondad del ajuste en el modelo lineal de

probabilidad.
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5. Lasiguiente tabla presenta cifras hipotéticas para 40 familias respecto de tener casa

propia “y” (1 = tiene casa propia, 0 = no tiene casa propia) y al ingreso familiar “x”

(en miles de dolares).

Familia y X Familia y X
1 0 8 21 1 22
2 1 16 22 1 16
3 1 18 23 0 12
4 0 11 24 0 11
5 0 12 25 1 16
6 1 19 26 0 11
7 1 20 27 1 20
8 0 13 28 1 18
9 0 9 29 0 11
10 0 10 30 0 10
11 1 17 31 1 17
12 1 18 32 0 13
13 0 14 33 1 21
14 1 20 34 1 20
15 0 6 35 0 11
16 1 19 36 0 8
17 1 16 37 1 17
18 0 10 38 1 16
19 0 8 39 0 7

20 1 18 40 1 17

a) Ajuste a los datos un modelo lineal de probabilidad e interprete la ecuacion
resultante.

b) Para cada familia obtenga el “y” estimado. ;Como trataria el “y” estimado que sea

negativo o mayor que 1?
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Se quiere analizar la relacion existente entre el grado de estrés de los trabajadores

“y”, medido a partir del tamafio de la empresa en que trabajan, xi, el nimero de

afios que llevan en el puesto de trabajo, x,, el salario anual percibido, x3 y la edad

del trabajador, x4. Se pide:

a) Estimar la ecuacion de regresion.

b) Calcular el valor de R? y el valor de R? ajustado.

c) Realizar la prueba de hipotesis individual y global de los coeficientes.

d) Analizar el problema y ver si es posible descartar alguna de las variables
independientes que resulte colineal.

Para ello se dispone de las observaciones siguientes:

Yy X1 Xo X3 X4
101 812 15 30 38
60 334 8.0 20 52
10 377 5.0 20 27
27 303 10 54 36
89 505 13 52 34
60 401 4 27 45
16 177 6 26 50
184 598 9 52 60
34 412 16 34 44

17 127 2 28 39
78 601 8 42 41
141 297 11 84 58
11 205 4 31 51
104 603 5 38 63
76 484 8 41 30
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Considere el siguiente conjunto de datos hipotéticos:

Yy X1 X2
-10 1 1
-8 2 3
-6 3 5
-4 4 7
-2 5 9
0 6 11
2 7 13
4 8 15
6 9 17
8 10 19
10 11 21

Si se quiere ajustar el modelo y; =B, +B,Xy +B,Xy + €, ¢pueden estimarse los
coeficientes de regresion? ¢Por qué si o por qué no?
Consideramos un estudio de corte transversal de los gastos de vivienda anuales e
ingresos anuales de cuatro grupos de familias donde y; son los gastos de vivienda y

Xi es el ingreso.

Grupo Gastos de vivienda, (miles de $) Ingreso (miles de $)

1 18 20 20 20 21 5.0
2 30 32 35 35 36 10.0
3 42 42 45 48 50 15.0
4 48 50 57 6.0 6.2 20.0

a) Estimar la ecuacion de regresion.
b) Calcular el valor de R?, tyF.
c) Realizar un examen grafico de los residuos para determinar si esta presente la

heteroscedasticidad en el modelo.
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9. Los datos de la tabla siguiente muestran las ventas mensuales de un fabricante de

cosméticos (yy) y las ventas mensuales correspondientes de toda la industria (x).

Las unidades de x; y y; son millones de doélares.

t Xt Vi

1 5.00 0.318
2 5.06 0.330
3 5.12 0.356
4 5.10 0.334
5 5.35 0.386
6 5.57 0.455
7 5.61 0.460
8 5.80 0.527
9 6.04 0.598
10 6.16 0.650
11 6.22 0.685
12 6.31 0.713
13 6.38 0.724
14 6.54 0.775
15 6.68 0.782
16 6.73 0.796
17 6.89 0.859
18 6.97 0.883

a) Ajustar un modelo de regresion lineal simple a los datos.

b) Graficar los residuos en funcion del tiempo. ¢hay algun indicio de

autocorrelaciéon?.

c) Calcular el valor d (Durbin - Watson).

d) Aplicar la prueba de Durbin — Watson para determinar si hay autocorrelacion

positiva de los errores.

e) Estimar p por el método de Theil — Nagar.
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10. Dada una muestra de 50 observaciones y 4 variables independientes, ¢Qué se puede
decir acerca de la autocorrelacion si: a) d = 1.05? b) d = 1.40? c) d = 2.50?
d)d=3.972.

11. ;Por qué es improbable que los errores en los estudios de corte transversal estén
correlacionados serialmente? ;puede dar un ejemplo en el que esté presente la

correlacion serial?.
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Apéndice 7.1: Solucion del Ejemplo 1 Haciendo uso del Software

Estadistico SPSS v15.0.

Haciendo uso del software se puede obtener los resultados del ejemplo 1, en una

sola ejecucion siguiendo los siguientes pasos:
1. Se les da un nombre a las dos variables en estudio se digitan los datos para cada
variable y se obtiene la ventana siguiente en la cual solamente se muestran 5
observaciones del total (19) nuestra variable independiente serd diferencia que se

obtuvo de (x; —x) = (x; —7.2632).

l==; *Ejemplo 1 del Capitulo 7.sav [Conjunto_de_datos1] - Editor de datos SPSS

Archivo  Edicién Ver Datos Tramsformar Analizar Graficos Utiidades Ventana ?
DEE e ERILCEOLNS @
1: Visible: 3 de 3 v:
Resistencia|Concentraci6nl Diferencia | var var | var var  ~

1 6.3 1.0 -6.26

2 11.1 1.5 -5.76

3 20.0 2.0 -5.26

4 24.0 3.0 -4.26

5 26.1 4.0 -3.26 |
D '\ Vista de datos A Vista de variakles [ |« m *
firea del procesador PSS El pracesador ests preparado

2. En la barra de menu se selecciona la opcion Analizar — Regresion — Estimacion

curvilinea como se muestra a continuacion:

&2z Ejemplo 1 del Capitulo 7.sawv [Conjunto_de_datos1] - Editor de datos SPSS

archivo  Edicion  wer Dakos Transformar EREEET Graficos  Utilidades Wentana 7

é Informes > w2 = E = =
t} |uv: Estadisticos descriptivas E E 2= % \O

>
Tablas L4
3 : Concentracior |2 Comparar medias 4 Wisible: 2 de :
= = Modelo | | 1 L3
Resistencia | Conce oee e ineatasnera var | var | war -
Modelos linedles generalizados  » =
1 6.3 Modelos mixtos 3 =
Correlaciones >
2 11.1 3 Llineal...
3 20.0 Logli.n_eal 3 nacidn curvilinea. ..
Clasificar L4 L ogistica bi .
i 24.0 Reduccion de datos 3 odistica binaria. . .
Logistica multinomial ...
Escalas > orelinal
5 26.1 Fruebas no paramétricas 3 F'rrollari;:a
Series temporales 3
5] 30.0 )
Supervivencia L4 Mo lineal. ..
7 I8 Respuesta mulkiple L4 Estimacion ponderada. ..
Anslisis de valores perdidos. .. Minimos cuadrados en dos Fases. ..
8 34.0 Muestras complejas > - . 2
4 | > ) Vista de datos 4 ‘ists de | < Control de calidad 3 E=coomic oo pEINOLEL >

Eskimacidn curvilinea Curva COR... ng
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3. Al hacer click en la opcion Estimacion curvilinea aparece la siguiente ventana en la
cual se colocan las variables cada una en su lugar, en este cuadro aparecen los
distintos tipos de modelos que se pueden ajustar, en nuestro caso hemos
seleccionado el modelo cuadratico, se puede obtener la tabla de andlisis de varianza
seleccionando mostrar la tabla de ANOVA, al seleccionar la opcion guardar se

pueden obtener los valores estimados y los residuos.

Il Estimacion curvilinea

(B dientes:
ﬁ[ﬁnncentracién SRS |e-n == - Aceptar
gﬁﬂemstenma
=
Independients Restablecer
(®) ariable: Cancelar
III ﬁleerenma Apuda
O Tiempo M Ineluir constante en la ecuacian
IZ' sliELEies @ ease [ Representar los modelos
Fodelos
[ Lineal W] Cuadratico [ Compuesta [ Crecimiento
[] Logaritmico  [] Cubico s [] Exponencial
[T Inwverso [ Patencia [] Logistica
[ Mostrar tabla de AN OWA Guardar...

4. Haciendo un click en aceptar del cuadro anterior se obtienen los resultados

siguientes:

Resumen del modelo

R cuadrado

R R cuadrado correqgida
953 . 909 . 897

1 A wvariable indeme ndiente esC_oncentracic

ANOV A
Suma de Media
cuadrados gl cuadratica E Sig.
Regresion 3104.247 2 1552.123 79.434 .000
Residual 312.638 16 19.540
Total 3416.885 18

La variable independiente es Concentracion.
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Coeficientes

Coeficientes no estandarizados
B Error tipico t
Diferencia 2.546 .254 10.031
Diferencia ** 2 -.635 .062 -10.270
(Constante) 45.295 1.483 30.545

Se puede observar que los resultados obtenidos con SPSS son los mismos que se
obtuvieron anteriormente, también se obtiene el diagrama de dispersion con ajuste

como Se muestra a continuacion:

Resistencia

O Observada

60.07 Cuadrético

50.0

40.0

30.07

20.0

10.07

0.0 T T T T T T T T
0.0 2.0 4.0 6.0 8.0 10.0 12.0 14.0

Concentracion

Se puede observar que los valores observados se aproximan a la curva de regresion
ajustada lo que indica que el modelo cuadrético es el adecuado para estos datos.

5. En el paso 3 al hacer un click en la opcién guardar se pueden obtener los valores

estimados Y los residuos con los cuales se puede hacer el diagrama de dispersién de

los residuos frente a los valores estimados ademas la grafica de probabilidad normal

y se obtienen las figuras 7.3 y 7.4 dadas anteriormente.
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Tabla 7.20 Remuneracion por empleados ($) en industrias manufactureras de

bienes perecederos segun la escala de empleo del establecimiento.

Escala de empleo (N°. promedio de empleados)

Industria 1-4 5-9 10-19 | 20-49 | 50-99 | 100-249 | 250-499 | 500-999 1000-2499
Alimentos y
) 2994 | 3295 3565 3907 4189 4486 4676 4968 5342
productos afines
Productos
1721 | 2057 3336 3320 2980 2848 3072 2969 3822
del tabaco
Textiles 3168
) 3600 | 3657 3674 3437 3340 3334 3225 3163
confecciones
y productos
. 3494 | 3787 3533 3215 3030 2834 2750 2967 3453
relacionados
Papel y productos
) 3498 | 3847 3913 4135 4445 4885 5132 5342 5326
afines
Editorial y artes
o 3611 | 4206 4695 5083 5301 5269 5182 5395 5552
graficas
Productos quimicos
) 3875 | 4660 4930 5005 5114 5248 5630 5870 5876
y derivados
Productos del
petréleo 4616 | 5181 5317 5337 5421 5710 6316 6455 6347
y del carbon
Caucho y productos
] 3538 | 3984 4014 4287 4221 4539 4721 4905 5481
plasticos
Cuero y productos
3016 | 3196 3149 3317 3414 3254 3177 3346 4067
de cuero
Remuneracion
. 3396 | 3787 4013 4104 4146 4241 4387 4538 4843
media
Desviacion
] 743.7 | 8514 | 727.8 | 746.3 | 929.9 1080.6 1243.2 1307.7 11125
estandar
Productividad
i 9355 | 8584 7962 8275 8389 9418 9795 10281 11750
media




Capitulo 8

Métodos de Seleccidn de Variables.

8.1 Introduccion.

Un problema importante cuando se dispone de un amplio conjunto de variables
independientes, es seleccionar un subconjunto de ellas que proporciona el mejor modelo
de regresion. Cuando el numero de variables es grande (mayor de 10), es frecuente que
un modelo con un subconjunto de variables proporcione predicciones mucho mejores

que el modelo con todas las variables.

En este Capitulo se presentan tres métodos de seleccion de variables (método de
seleccion hacia adelante, método de eliminacién hacia atras y regresion paso a paso),
donde la funcién de cada método es la de exponer las variables a una metodologia
sistematica diseflada para asegurar la inclusion de las mejores combinaciones de

variables, que se van a utilizar en la ecuacion final.

Los modernos paquetes de computadora realizan los calculos y elaboran el
resumen de informacion cuantitativa de todos los modelos para cada posible subconjunto
de variables, en nuestro caso utilizamos el software estadistico SPSS para desarrollar

cada uno de los tres métodos.
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8.2 Construccion de Modelos de Regresion.

Cuando se dispone de un conjunto amplio de variables independientes, existen
varias estrategias de regresion para seleccionar las variables que tienen un aporte
significativo al modelo, aqui se muestran tres métodos de seleccion de variables. La
varianza promedio de prediccion en los puntos observados es c?(k + 1)/n, y aumenta en
o’/n  por cada variable innecesaria introducida. Estas estrategias tratan de evitar
seleccionar modelos que incluyan variables innecesarias, lo que mejorard su
comportamiento  predictivo. En especial, cuando tengamos variables muy
correlacionadas entre si, hemos visto que incluyendo variables muy correlacionadas en
el modelo de regresion, inflamos las varianzas de los coeficientes estimados y, por lo

tanto, del modelo ajustado y de sus predicciones.

8.3 Meétodos de Seleccion de Variables en Regresion.

Como la evaluacién de todas las variables independientes posibles puede ser
dificil, se han desarrollado varios métodos para evaluar solo una pequefia cantidad de
modelos de regresion con un subconjunto, agregando o eliminando variables una por
una. Esos métodos pueden clasificarse en tres categorias principales:

a) Seleccidn hacia adelante.
b) Eliminacion hacia atréas.

c) Regresién paso a paso.
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8.3.1 Seleccidon Hacia Adelante.

En este procedimiento comenzamos con una Unica variable y vamos incluyendo
el resto, una a una, hasta obtener la ecuacion definitiva. El procedimiento puede
resumirse asi: escogemos como variable de entrada la mas correlacionada con “y” o de
manera equivalente, la que da el valor mas grande de R? sea esta xi; calculamos la
regresion simple entre ambas (X1, y) y los coeficientes de correlacion parcial entre el
resto de las variables (Xy,..., Xk) y la variable “y” eliminando el efecto de la variable x;.
Introducimos entonces como segunda variable aquella que presente un coeficiente de
correlacion parcial con la variable independiente mas alto. Supongamos que es X.

Calculamos la ecuacién de regresion con las variables (y, X1, X2) y comprobamos si el
estadistico t para el coeficiente de regresion B, de x,, es significativo. Si no lo es,

terminamos el proceso; si lo es, introducimos como nueva variable la mas
correlacionada con la respuesta eliminando el efecto de x; y x,. El proceso continta
hasta obtener un valor de t no significativo.

El método de seleccion hacia adelante tiene la ventaja de requerir una menor
capacidad de célculo. Sin embargo, es peor respecto al error de especificacion, ya que no
es capaz de eliminar variables cuando la introduccién de otras nuevas hacen innecesaria
su presencia. Por ejemplo, es posible que la primera variable introducida pierda su
eficacia al introducir nuevas variables y deba eliminarse en una etapa posterior de la
regresion, lo que no es posible con este procedimiento. Ademas, es posible que alguna
variable aparezca como no significativa cuando realmente lo es pero tiene interaccion

con alguna variable no incluida. Por esta razon este método se utiliza poco en la practica.
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8.3.2 Eliminacién Hacia Atras.

Este método comienza con una regresion que incorpora todas las variables
independientes potencialmente influyentes. A continuacion, se calculan los estadisticos t
para cada coeficiente, y si alguno de estos valores no es significativo para un nivel de
significancia dado, se elimina esta variable. Se calcula la regresién con las k — 1
variables restantes, y se repite el procedimiento de eliminacién de variables no
significativas.

La estrategia de eliminacién hacia atras tiene el inconveniente de utilizar mucha
capacidad de calculo, es posible que Unicamente un subconjunto pequefio de las k
variables sea significativo, y este procedimiento obliga a efectuar regresiones muy
extensas. Ademas, conduce facilmente al problema de multicolinealidad si hay variables
muy relacionadas o el nimero de variables es muy elevado. En contrapartida, es
excelente para evitar la exclusion de alguna variable significativa, por lo que se utiliza
con frecuencia cuando el nimero de variables es pequefio. Para problemas grandes, esta

estrategia es lenta y poco utilizada.

8.3.3 Regresion Paso a Paso.

El procedimiento de regresion paso a paso, que ha adquirido gran popularidad,
trata de evitar los inconvenientes de la seleccion hacia adelante de variables,
manteniendo su relativa economia de calculo. Se diferencia de éste (método de seleccién

hacia adelante) en que, en cada paso, al incluir una nueva variable, el papel de todas las
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ya presentes es reevaluado mediante un contraste t (o F, que es equivalente), pudiendo
rechazarse alguna de las ya incluidas.
1. Unaregla de entrada de nuevas variables: introducimos una variable cuado:
a) Produce el maximo incremento de la variabilidad explicada por el modelo
al incluirla.
b) La variabilidad explicada por ella es significativa a un nivel prefijado.
Estas condiciones suponen introducir la variable cuyo coeficiente de regresion
tiene el méximo valor del estadistico t de Student.
2. Una regla de salida: excluimos una variable introducida en una etapa anterior,
cuando su estadistico t no sea significativo.
Esta estrategia de regresion es muy utilizada. Sin embargo, es peligroso confiar en la
selecciéon automatica que realiza el ordenador, especialmente en problemas con muchas
variables donde desconocemos el nivel de significacion que estamos utilizando en los
contrastes por los problemas de contrastes multiples. En general, recomendamos trabajar
con un nivel de significacibn muy bajo, de manera que el ordenador incluya en el
proceso todas las variables que puedan tener efectos. Esto nos permite observar si la
introduccion de alguna variable altera profundamente los coeficientes anteriores a pesar

de tener un bajo poder explicativo, sefial, en muchos casos, de alta multicolinealidad.

Ejemplo 1: Método de seleccidn hacia adelante.
Se consideran los datos de la tabla 8.1 en la cual se tomaron mediciones de nueve recién

nacidos. El propdsito es llegar a una ecuacion de estimacion apropiada que relacione la
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talla del recién nacido (y) en centimetros con todas o con un subconjunto de las variables
independientes (X;).

Tabla 8.1 Datos relacionados a la talla de recién nacidos.

Talla del recién Edad, Tallaal nacer, Peso al nacer, Tamafio del torax al
nacido, y (cm.) X (dias) Xz (cm.) X3 (kg.) nacer, X4 (cm.)
57.5 78 48.2 2.75 29.5
52.8 69 45.5 2.15 26.3
61.3 77 46.3 4.41 32.2
67.0 88 49.0 5.52 36.5
53.5 67 43.0 3.21 27.2
62.7 80 48.0 4.32 27.7
56.2 74 48.0 2.31 28.3
68.5 94 53.0 4.30 30.3
69.2 102 58.0 3.71 28.7

Antes de mostrar los resultados que se obtienen con el software estadistico SPSS, se
detalla el proceso que se hace en cada método de seleccidn de variables.
Haciendo uso de los datos de la tabla 8.1, primeramente se detalla el procedimiento de

seleccion hacia adelante:

Paso 1: Se halla la regresion simple con la variable independiente mas altamente
correlacionada con la variable dependiente, para poder ver esto se necesita hacer la
regresion de la variable dependiente con todas las independientes. En la tabla 8.2 se

muestra la matriz de correlacion de las variables independientes y la dependiente:
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Tabla 8.2 Correlaciones de Pearson.

Variables y X1 Xo X3 X4
y 1.000 0.947 0.819 0.761 0.560
X1 0.947 1.000 0.952 0.534 0.390
Xz 0.819 0.952 1.000 0.263 0.155
X3 0.761 0.534 0.263 1.000 0.784
X4 0.560 0.390 0.155 0.784 1.000

En este caso se puede observar que la variable independiente méas altamente
correlacionada con la dependiente es Edad (x;) que tiene una correlaciéon de 0.947 con
Talla del recién nacido (y), asi la primera variable en el modelo es x;, entonces
calculamos la regresion lineal simple entre X; y “y”, obteniendo la ecuacion siguiente:

y =19.011 + 0.518x;

Paso 2: Se introduce la segunda variable, aquella que presente un coeficiente de
correlacion més alto eliminando el efecto de x; y se obtiene el siguiente resultado:

Tabla 8.3 Correlaciones de Pearson manteniendo constante x;.

Variables de Variables y X1 Xo X3
control
y 1.000 -0.849 0.941 0.646
% X2 -0.849 1.000 -0.953 -0.770
X3 0.941 -0.953 1.000 0.740
X4 0.646 -0.770 0.740 1.000

La tabla 8.3 muestra que la siguiente variable que debemos introducir es Peso al nacer
(x3) que tiene una correlacion de 0.941 con Talla del recién nacido (y). Ahora

calculamos la ecuacion de regresion con las dos variables (x; y X3) y comprobamos si el

estadistico t para el coeficiente de regresion B, de xs es significativo.
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Parametro Estimado Error estandar Estadistico t.
Bo 20.108 1.987 10.119
B1 0.414 0.029 14.431
B3 2.025 0.297 6.817
n=9 R%=0.988 R® =0.984 gdel=6

Asi obtenemos la ecuacion de regresion siguiente:

Yy =20.108 + 0.414 X, + 2.025X4

Se puede observar de la tabla 8.4 que el estadistico t para el coeficiente de regresion f,

es significativo ya que el valor calculado (6.817) es mayor que el de la tabla

(t 052, 6) = 2.447) por lo tanto seguimos con el proceso para ver si hay otras variables

que se deben introducir en el modelo.

Paso 3: Para introducir la tercer variable, necesitamos saber cual es la que presenta un

coeficiente de correlacion mas alto eliminando el efecto de x; y X3, asi:

Tabla 8.5 Correlaciones de Pearson manteniendo constante X; y Xa.

Variables de control Variables y X2 x4
y 1.000 0.458 -0.221
x1yx3 X2 0.458 1.000 -0.318
x4 -0.221 -0.318 1.000

En la tabla 8.5 se observa que la variable que se debe introducir es Talla al nacer (x>)

entonces con los estadisticos de la tabla 8.6 se escribe el siguiente modelo:

§ =5.630 +0.081X, +0.771X, +3.069 X,
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Tabla 8.6 Estadisticos de resumen.

Parametro Estimado Error estandar Estadistico t.
Bo 5.630 12.707 0.443
B1 0.081 0.290 0.279
B> 0.771 0.669 1.153
B3 3.069 0.951 3.229
n=9 R?=0.991 R’ =0.985 gdel=5

En la tabla 8.6 se observa que el estadistico t (1.153) para el coeficiente de regresion f,

es menor que el de la tabla (t (0.0, 5y = 2.571), es decir que no es significativo al nivel de

5%, por lo que se termina el procedimiento de seleccidn hacia adelante con:

y =20.108 + 0.414 X, + 2.025X, (8.1)

Por tanto en el modelo final, no se incluye X, porque el estadistico t de f, no es

significativo.

Ejemplo 2: Método de eliminacién hacia atras.
Se ilustrara el método de eliminacion hacia atras haciendo uso de los datos mostrados en
la tabla 8.1. Este método involucra los mismos conceptos de la seleccion hacia delante

excepto que se inicia con todas las variables en el modelo.

Paso 1: Se ajusta una ecuacion con las cuatro variables independientes, se calculan los
estadisticos t para cada coeficiente como se muestra en la tabla 8.7 la ecuacion de
regresion es la siguiente:

y =7.148 +0.100 X, + 0.726 X, + 3.076 X ; — 0.030,,
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Tabla 8.7 Estadisticos de resumen para el modelo con todas las variables.

Parametro Estimado Error estandar Estadistico t.
Bo 7.148 16.460 0.434
By 0.100 0.340 0.295
B2 0.726 0.786 0.924
Bs 3.076 1.059 2.904
B4 -0.030 0.166 -0.180
n=9 R%=0.991 R® =0.982 gdel =4

En la tabla 8.7 se puede observar que el estadistico t para el coeficiente 3, es el mas

pequefio, por lo que se elimina la variable x4 del modelo.

Paso 2: Se corre la regresion eliminando la variable x4, al eliminar esta variable
obtenemos los resultados que se muestran en la tabla 8.8 con los que se puede escribir la
ecuacion de regresion siguiente:

§ =5.630 +0.081X, +0.771X, +3.069 X

Tabla 8.8 Estadisticos de resumen para el modelo sin X.

Parametro Estimado Error estandar Estadistico t.
Bo 5.630 12.707 0.443
B1 0.081 0.290 0.279
B> 0.771 0.669 1.153
B3 3.069 0.951 3.229
n=9 R%=0.991 R® =0.985 gdel=5

Ahora el estadistico t mas pequefio que se tiene es el del coeficiente B, por lo que

eliminamos la variable x; del modelo.
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Paso 3: Se corre la regresion eliminando las variables x; y X4 obteniendo los estadisticos

de la tabla 8.9 a partir de los cuales se escribe la ecuacion siguiente:

y =2.183 +0.958 X, +3.325X, (8.2)

Tabla 8.9 Estadisticos de resumen para el modelo sin X3 y X4.

Parametro Estimado Error estandar Estadistico t.
Bo 2.183 2.801 0.779
B2 0.958 0.059 16.156
B3 3.325 0.233 14.260
n=9 R?=0.991 R® =0.987 gdel=6

El proceso termina porque los estadisticos t para las variables X, y X3 son significativos,
es decir, que los valores calculados para t son mayores que el de la tabla
(to.0s12, 6) = 2.447) por lo que el modelo que se inicio con cuatro variables independientes
solamente queda con dos, este resultado es el que se muestra en la ecuacién anterior

(8.2).

Ejemplo 3: Método de regresion paso a paso.

Se utilizaran los datos de la tabla 8.1, para ejemplificar la regresion paso a paso. La
regresion paso a paso se lleva a cabo con una ligera pero importante modificacion del
procedimiento de seleccion hacia adelante, los pasos son:

(Y32

Paso 1: Calcular el coeficiente de correlacion entre “y” y todas las variables “x”.
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Tabla 8.10 Correlaciones de Pearson.

Variables y X1 Xo X3 X4
y 1.000 0.947 0.819 0.761 0.560
X1 0.947 1.000 0.952 0.534 0.390
Xz 0.819 0.952 1.000 0.263 0.155
X3 0.761 0.534 0.263 1.000 0.784
X4 0.560 0.390 0.155 0.784 1.000

La variable con mayor coeficiente de correlacion es x;, asi calculamos la regresion con
X1 como variable independiente y obtenemos.

y =19.011+0.518x,
es(B,) =0.066
t(B,) = 7.807

El valor de t calculado para el coeficiente B, es significativo al nivel del 5% de

significancia, es decir, que es mayor que el valor de la tabla (t (.52, 7y = 2.365), entonces

la primera variable que entra en el modelo es X;.

Paso 2: En esta etapa se ajustan tres regresiones, conteniendo todas a X;. Los resultados

importantes para las combinaciones (X1, X2), (X1, X3) Y (X1, X4) SON:

e Regresion de “y” contra X; Y Xo.

y =44.100+ 0.983x, —1.287x,
es(p,) =0.124 es(p,)=0.326
t(3,)=7.932 t(B,)=-3.941
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(Y1)

e Regresion de “y” contra X3 Y Xs.

y =20.108+ 0.414x, + 2.025x,
es(p,) =0.029 es(B;) =0.297
t(p,) =14.431 t(B,)=6.817

(Y1)

e Regresion de “y” contra X3 Y Xg.

y =9.324+0.470x, +0.458x ,
es(p,) =0.059 es(B,)=0.221
t(p,) =7.912 t(B,)=2.074

De las tres regresiones anteriores se puede observar que solamente el estadistico t para el
coeficiente de la variable x3 es significativo al nivel de significancia del 5%, es decir,
que el valor calculado es mayor que el de la tabla, por lo que la siguiente variable que se

introduce en el modelo es x3 junto con X;.

Paso 3: Con x; Y X3 ya en el modelo, se ajustan dos regresiones conteniendo a X; y Xz los

resultados para las combinaciones (X1, X3, X2) Y (X1, X3, X4) SOn:

({32

e Regresion de “y” contra X1, X2 Y Xs.

y =5.630+0.081x,; +0.771x, +3.069x,
es(f;) =0.290 es(B,)=0.669 es(f;)=0.951
t(3,)=0.279 t(B,)=1.153 t(B;)=3.229

(Y1)

e Regresion de “y” contra X1, X3 Y Xa.

y = 21.874 +0.413x, + 2.203x, — 0.079x,
es(B,) = 0.031 es(B,)=0.0.472 es(,) = 0.156
t(B,) =13.460 t(B,)=4.667 t(B,)=-0.508
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Se puede observar en las ecuaciones anteriores que, ningun estadistico t de los
coeficientes para las variables que se agregaron al modelo es significativo al nivel del
5%, por lo que el modelo final incluye Gnicamente las variables x; y X3. Se encuentra
que la ecuacion de estimacion es:

y = 20.108 + 0.414x, + 2.025X, (8.3)

Y el coeficiente de determinacion para este modelo es R? = 0.988.

No obstante que (X1, X3) es la combinacién que selecciona la regresién paso a paso y la
seleccion hacia adelante, no necesariamente es la combinacion de dos variables que da el
valor méas grande de R%

Se puede observar en los métodos de seleccién de variables que, el orden en el
que entran o salen las variables del modelo no necesariamente implica un orden de
importancia de las variables. No es raro ver que una variable que entr6 al modelo al
principio se vuelve sin importancia en un paso posterior; esto de hecho es un problema
general con el procedimiento de seleccion hacia adelante, porque una vez agregada una
variable no se puede eliminar en un paso posterior.

Notese que la seleccion hacia adelante, la eliminacion hacia atrés y la regresion
paso a paso no necesariamente conducen a la misma eleccion del modelo final. La
intercorrelacion entre las variables afecta el orden de entrada y la eliminacién, por
ejemplo al usar los datos de la tabla 8.1 se vio que las variables seleccionadas por cada

procedimiento fueron las siguientes:
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Seleccidn hacia adelante (X1, X3) ecuacion (8.1)
Eliminacion hacia atrds  (X», X3) ecuacion (8.2)

Regresion paso a paso (X1, X3) ecuacion (8.3)

Se recomienda que se apliquen todos los procedimientos, para aprender algo
acerca de la estructura de los datos, que pudiera haberse escapado si solamente se usa un
procedimiento de seleccion de variables.

Los procedimientos de seleccion de variables se deben usar con precaucion, la
forma mas recomendable de utilizarlos es: primeramente la regresién paso a paso
seguido de la eliminacion hacia atrds ya que frecuentemente la eliminacion hacia atrés;
se afecta menos por la estructura correlativa de las variables que la seleccion hacia

adelante.

8.4 Métodos de Selecciéon de Variables Haciendo Uso del SPSS V15.0.

Meétodo de seleccion hacia adelante.

Haciendo uso de los datos de la tabla 8.1 se desarrolla el método de seleccion hacia

adelante, siguiendo los pasos siguientes:

1. Se les da un nombre a las variables en estudio, en este caso las hemos representado
COMO: Y, X1, X2, X3, X4, €n la tabla 8.1 se escribié que significa cada una de las

variables, se digitan los datos para cada variable y se obtiene la ventana siguiente:
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Archivo  Edicidn  Wer Datos  Transformar  Snalizar
Graficos  Utiidades  Wentana 7
e|d|a| | oo w6 ) FleEl E
1:y 575
7 xl | 2d | 3 | i | -
1|57.5I] 78.00 4820 2.75 29.50
2|52.80 69.00 4550 2.15 26.30
3|61.30 | 77.00 | 46.30 | 4.41|32.20
4167.00 88.00 49.00| =5.52 36.50
5153.50 |67.00 | 43.00 3.21 27.20
fi|62.70 | 80.00 | 48.00 4.32 27.70
7156.20 74.00 48.00| 2.31 28.30
5| 68.50 | 94.00 | 53.00 | 4.30 30.30
9169.20 | 102.0 | 58.00 | 3.71 | 28.70 |
[ |\ Vista de datos £ vista de variablez £ || |v

2. En la barra de menu se selecciona la opcion Analizar — Regresion — Lineal, como

se muestra a continuacion:

..t TALLA DE BEBES.sav¥ [Conjunto_de_datos1] - Editor de datos SP55S

&rchivo  Edicin Wer  Datos  Transformar
| u[E F oo ek
2:
i | xl | 2 | 3
l{s7.50| 78.00 | 48.20 | 2.75
215280 69.00 4550 215
36130 77.00 |[46.30 | 4.41
4167.00 88.00 49.00 5.52
5315350 67.00 4300 321
6|62.70 80.00 | 48.00 4.32
7156.20 74.00 48.00 2.31
Z|68.50 94.00 |53.00 4.50
9/69.20 102.0 |S8.00 3.71
10
11
12
4 |+ |\, vista de datos £ ‘ista de variables
Regresidn lineal

Informes

Estadiskicos descriptivos

Tablas

Comparar medias

Modelo lineal general

Modelos lineales generalizados
Modelos mixtos

Correlaciones

Redresidn

Loglineal
Clasificar

Reduccion de datos

Escalas

Pruebas no paramétricas
Series temporales
Supervivencia
Respuesta milkiple
Analisis de walores perdidos, .,

Muestras complejas

Control de calidad
Curva COR.,

fnalizar Graficos  Utlidades  Wentana 7

[

Lineal. ..

Estimacian curvilinea. ..

Logiskica binaria. ..
Logiskica multinomial ...
Ordinal. ..

Probit. ..

Mo lineal. .
Estimacion ponderada. ..
Minimos cuadrados en dos fases. ..

* v v w w v v wL v ¥ T ¥ OFr w wr

3
' Escalamiento dptima, ., '

do
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3. Al hacer click en la opcidn lineal aparece la siguiente ventana en la cual se colocan
las variables cada una en su lugar y se elige (en el recuadro de método) el método

que se va ha utilizar en este caso se ha elegido el método hacia adelante.

Il Reqgresion lineal

f I Dependiente:
| & v

fl

? :g Peqar
& 4 fesEleo Siguiente Restablecer
Independientes: Cancelar |
l:l ? H12 il Aypuda
& :3
bl Etodio:

“Yariable de seleccidn:

Etiquetas de caszo:

] T

] ]
Estadizsticos. . Graficos. . | Guardar. .. | Dpciones...l

4. Haciendo click en el boton Estadisticos en la parte inferior de la ventana anterior, se

Ponderacidn kCP:

abrira la ventana siguiente:

Regresion lineal: Estadisticos

Coeficientes de regresidn v Ajuste del modelo
v Estimaciones [T Cambio en R cuadrado

. Cancelar
[ Intervalos de confianza [T Descriptivos

[ Matriz de covarnanzas [ Corelaciones parcial v semiparcial Ayuda

]

[ Diagndsticos de colinealidad

Resziduos
[ Durbin-atzon
[ Diagndsticos por caso

o I—

—
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Donde las opciones Estimaciones y Ajuste del modelo estan seleccionadas por
determinacion, pero hay muchas otras opciones disponibles, en este caso solamente
necesitamos esos estadisticos dando click en continuar volvemos al cuadro

Regresion lineal presentado en el paso 3.

Dando un click en aceptar del cuadro Regresion lineal dado en el paso 3 se obtienen
los resultados siguientes:

Variables introducidas /eliminadds

Variables Variables
Modelo | introducidas [ eliminadas Método
1 x1 . Hacia adelante
2 X3 . Hacia adelante

a. Variable dependiente: y
En la tabla variable introducidas/eliminadas se muestra cuantos modelos se han
formado, en este caso son 2 modelo 1 y modelo 2, y las variables introducidas son x;
Yy X3, Se puede ver que no se muestran las variables eliminadas en esta tabla; se

muestran mas adelante; también se presenta el método que se ha utilizado.

Resumen del modelo

R cuadrado
Modelo R R cuadrado corregida
1 9472 .897 .882
2 .994P .988 .984

a. Variables predictoras: (Constante), x1

b. Variables predictoras: (Constante), x1, x3

En la tabla resumen del modelo se muestra el valor de R, R? y R? para el modelo 1

y para el modelo 2, el valor de R muestra que hay buena relacion lineal entre la
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variable independiente y la dependiente en los dos modelos de regresion. El valor de

R? representa un buen ajuste en los dos modelos de regresién que se han formado.

A continuacion se muestra la tabla coeficientes:

Coeficienteé

Coeficientes no
estandarizados
Modelo B Error tip.
1 (Constante) 19.011 5.423 3.506
x1 .518 .066 7.807
2 (Constante) 20.108 1.987 10.119
x1 414 .029 14.431
x3 2.025 .297 6.817

a. Variable dependiente: y

Donde visualizamos los valores de los coeficientes que se han utilizado para formar

los dos modelos de regresion, asi como también los errores estandar de los

coeficientes y los valores t significativos de cada uno de los coeficientes. Se puede

observar que la primera variable que se utilizé para formar el modelo 1 es x3, y para

formar el modelo dos se han utilizado dos variables X; y X3 como se mostrd

anteriormente, las demas variables no aparecen debido a que el estadistico t de los

coeficientes no es significativo al nivel del 5%.

La tabla siguiente es la de andlisis de varianza (ANOVA):

ANOV A°
Suma de Media
Modelo cuadrados gl cuadratica F
1 Regresion 288.147 1 288.147 60.950
Residual 33.093 7 4,728
Total 321.240 8
2 Regresion 317.456 2 158.728 251.650
Residual 3.784 6 .631
Total 321.240 8

C. Variable dependiente: y
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La cual muestra los resultados de sumas de cuadrados de las tres fuentes de variacion
(Regresion, Residual y Total), grados de libertad, media cuadratica y los valores de F
calculados tanto para el modelo 1 como para el modelo 2. Los valores de F son
significativos al nivel del 5%, es decir, que son mas grandes que los de la tabla
(F(0.05,1,7) = 5.59 para el modelo 1y F s, 2 6 = 5.14 para el modelo 2).

Se presenta también la tabla de variables excluidas:

Variables excluida$

Correlacion
Modelo Beta dentro t Sig. parcial
1 X2 -.8932 -3.941 .008 -.849
x3 .3572 6.817 .000 .941
x4 2252 2.074 .083 .646
2 x2 .535P 1.153 .301 458
x4 -.03%° -.508 .633 -.221

a. Variables predictoras en el modelo: (Constante), x1
b. Variables predictoras en el modelo: (Constante), x1, x3

C. Variable dependiente: y
En la cual se muestra la informacion a cerca de las variables que no se agregan a la
ecuacion de regresion en cada paso o modelo. Esta informacion incluye el valor que
tendria el coeficiente beta si se afiadiera la variable a la ecuacion. Obsérvese que en
el modelo 1 se excluyeron tres variables y solamente se incluyé x;, debido a que
tiene un coeficiente de correlacién igual a 0.947 como se mostré anteriormente en la
tabla resumen del modelo, ademas se puede ver que las variables que se excluyen
del modelo 2 son X, y X4, la variable que se incluye en el modelo 2 es x3 porque el

coeficiente de correlacion es 0.941 que es mayor que el de las demas variables,

ademas de que el estadistico t de B, es significativo al nivel del 5%.
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Método de eliminacion hacia atras.

Para obtener la regresion con el método de eliminacion hacia atras, se realiza el paso 1, 2
y 4 como se hizo con el método de seleccion hacia adelante, pero en el paso 3 hay un
cambio y es el que se muestra en el siguiente cuadro, donde el método elegido es el de
eliminacion hacia atras.

Il Regresion lineal

? H.Iz i:l ;&:diente:
" Pegar

& Wl

ﬁ wd

Blogue 1 de 1
Siguiente Restablecer
Independientes: Catizelar |
'&}ﬂ i‘ Ayuda
o |2 N
f w3

b Etodi;

“anable de selecoidn:
] ] e |

Etiquetaz de caso;

Ponderacian MCP:
Estadisticoz...| Graficos... Guardar... | Opciones...

Dando click en aceptar en el cuadro Regresion lineal se obtienen los resultados

siguientes:
Variables introducidas /eliminad&s
Variables Variables
Modelo introducidas eliminadas Métod o
1 x4, x2,x3, x% . Introducir
2 . x4 Hacia atras
3 . x1 Hacia atras

a. Todas las variables solicitadas introducidas

b. variable dependiente: y
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En la tabla variables introducidas/eliminadas se muestran tres modelos, donde en el
modelo 1 se han introducido todas las variables y el método utilizado es introducir que
es el que utiliza el SPSS por determinacion, asi teniendo un modelo con todas las
variables se comienzan a eliminar las variables con el método de eliminacion hacia atras.
Se puede observar en la tabla que en el modelo 2 se elimina la variable x4 y en el modelo

3 se elimina la variable x;.

Resumen del modelo

R cuadrado
Modelo R R cuadrado corregida
1 .9952 .991 .982
2 .995P .991 .985
3 .995¢ .991 .987

a. Variables predictoras: (Constante), x4, x2, x3, x1
b. Variables predictoras: (Constante), x2, x3, x1

C. Variables predictoras: (Constante), x2, x3

Los resultados mostrados en la tabla Resumen del modelo incluyen dos conjuntos de
datos, uno concerniente a la correlacion multiple, y otro, a la regresién mdaltiple. Estos
resultados indican que la correlacion multiple de “y” con las variables independientes en
el modelo 1 es de 0.995, pero resulta que en el modelo 2 y 3 este resultado no cambia,
esto se da porque las variables que se han eliminado X; y x4 aportan nada al modelo, es

decir que, en este ejemplo el valor de R y el valor de R? = 0.991 no sufren ningtn

cambio cuando se eliminan las dos variables. Se puede observar que el R™ si muestra
cambios, esto es porque este coeficiente es ajustado por los grados de libertad y como se

dijo antes los grados de libertad se obtienen de la diferencia de la muestra y el nimero
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de parametros a estimar en el modelo (n — numero de parametros estimados), debido a

=2 . .
esto el valor de R” es distinto para los tres modelos.

La tabla que se muestra a continuacion es la de coeficientes:

Coeficiente$

Coeficientes no
estandarizados
Modelo B Error tip. t
1 (Constante) 7.148 16.460 434
x1 .100 .340 .295
X2 726 .786 .924
x3 3.076 1.059 2.904
x4 -.030 .166 -.180
2 (Constante) 5.630 12.707 .443
x1 .081 .290 .279
X2 771 .669 1.153
x3 3.069 .951 3.229
3 (Constante) 2.183 2.801 779
X2 .958 .059 16.156
x3 3.325 .233 14.260

a. Variable dependiente: y

Y se utiliza para ir formando las ecuaciones y para decidir que variable es la que entra

primero, se tiene el modelo 1 con todas las variables y se elimina la variable que tiene el

estadistico t del pardmetro mas pequefio; quedando el modelo 3 o modelo final

solamente con las dos variables (X, y X3) que contribuyen de forma significativa a la

prediccion.

Se tiene también la tabla ANOVA siguiente:



ANOV A¢
Suma de Media
Modelo cuadrados gl cuadratica F

1 Regresion 318.274 4 79.569 107.323
Residual 2.966 4 741
Total 321.240 8

2 Regresion 318.250 3 106.083 177.413
Residual 2.990 5 .598
Total 321.240 8

3 Regresion 318.204 2 159.102 314.389
Residual 3.036 6 .506
Total 321.240 8
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d. vVariable dependiente: y

Que muestra los resultados de sumas de cuadrados de las tres fuentes de variacion
(Regresion, Residual y Total), grados de libertad, media cuadratica y los valores de F
calculados para los tres modelos que se han formado. Los valores de F son
significativos al nivel del 5%, es decir, que son mas grandes que los de la tabla.

Finalmente se tiene la tabla de variables excluidas:

Variables excluida$

Correlacién
Modelo Beta dentro t Sig. parcial
2 X4 -.0152 -.180 .866 -.090
3 x4 -.007° -.103 .922 -.046
x1 .148P .279 791 124

a. Variables predictoras en el modelo: (Constante), x2, x3, x1
b. variables predictoras en el modelo: (Constante), x2, x3
C. Variable dependiente: y

En la que los resultados muestran que las variables se excluyeron del modelo porque no
son significativas, es decir, que ni la variable x; ni x4 contribuyen de forma significativa
a la prediccion. Los estadisticos t de los pardmetros son muy pequefios también las

correlaciones parciales, por lo tanto el proceso termina.
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Para obtener la regresion con el método de regresion paso a paso, se realiza el paso 1, 2

y 4 como se hizo con el método de seleccion hacia adelante, ya el paso 3 tiene un

cambio y es el que se muestra en el siguiente cuadro, donde el método elegido es el de

pasos sUCesivos 0 paso a paso.

Il R egresion lineal

f:-:'l
fﬁ:E
fﬂ
fﬁ#

Blogue

]

L]

L]

Estadl’sticns...| larficos...

Dependiente:

| &y

1del

|ndependientes:

Siguiente | Restablecer

Peqar

Cancelar |

§ ”12 i‘ Ayuda
N

.ﬁ w3

b &tada:

Yariable de seleccidn:

Etiquetas de caso:

Paonderacian kMCP:

Guardar.. | Opciones...

Para obtener los resultados que se muestra a continuacién se ha dado un click en la

opcidn aceptar del cuadro Regresion lineal mostrado en el cuadro anterior.

Variables introducidas/eliminad&s

Variables Variables
Modelo | introducidas eliminadas Métod o
1 x1 Por pasos
2 x3 Por pasos

a. Variable dependiente: y



Resumen del modelo

R cuadrado
Modelo R R cuadrado corregida
1 9472 .897 .882
2 .994P .988 .984

a. Variables predictoras: (Constante), x1

b. variables predictoras: (Constante), x1, x3

Coeficiente$

Coeficientes no
estandarizados
Modelo B Error tip. t
1 (Constante) 19.011 5.423 3.506
x1 .518 .066 7.807
2 (Constante) 20.108 1.987 10.119
x1 414 .029 14.431
x3 2.025 .297 6.817
a. Variable dependiente: y
ANOV AC
Suma de Media
Modelo cuadrados gl cuadratica E
1 Regresion 288.147 1 288.147 60.950
Residual 33.093 7 4.728
Total 321.240 8
2 Regresion 317.456 2 158.728 251.650
Residual 3.784 6 .631
Total 321.240 8
C. Variable dependiente: y
Variables excluida$
Correlacion
Modelo Beta dentro t Sig. parcial
1 X2 -.8932 -3.941 .008 -.849
x3 .3572 6.817 .000 .941
x4 .22548 2.074 .083 .646
2 x2 .535P 1.153 .301 .458
x4 -.039bP -.508 .633 -.221

a. Variables predictoras en el modelo: (Constante), x1

b. vVariables predictoras en el modelo: (Constante), x1, x3

C. Variable dependiente: y
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Los resultados obtenidos con el método de regresion paso a paso, son los mismos que se
obtuvieron con el método de seleccion hacia adelante para este ejemplo en particular,
esto significa que, para otros ejemplos puede variar. En este caso es igual porque las dos

variables independientes que los dos métodos eligen para formar el modelo final son x;

Y Xs.
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El departamento de personal de una empresa utilizé a doce individuos en un estudio

para determinar la relacion entre su comportamiento hacia el trabajo (y) y las

calificaciones de cuatro pruebas (X1, X2, X3 ¥ X4). L0s datos son los siguientes:

y X1 X2 X3 X4
112 565 71.0 385 430
145 595 725 382 448
172 692 76.0 425 490
178 745 795 434 56.3
193 812 84.0 475 60.2
245 880 862 474 620
212 782 805 445 58.1
169 69.0 720 418 481
148 58.1 68.0 421 46.0
200 805 850 481 60.3
132 583 710 375 471
225 840 872 510 652

Realizar el andlisis de regresion haciendo uso de los tres métodos de seleccion de

variables mostrados en este Capitulo.

Con los datos mostrados en el ejercicio 5 del Capitulo 5 realizar el anélisis de

regresion con los tres métodos de seleccion de variables mostrados en este Capitulo.
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Apéndice A: Elementos de Algebra Matricial.

Este apéndice nos ofrece los principales elementos del algebra matricial,
necesarios para comprender de una forma mas facil el Capitulo 5. La exposicion no es

compleja ni rigurosa.

A.1 Definiciones.

Matriz: La matriz es una disposicion rectangular de nimeros u otros elementos en filas
y columnas. Es decir una matriz de orden o dimension M por N (escrita M * N) es un
conjunto de M * N elementos distribuidos en M filas y N columnas. De este modo,

simbolizando las matrices con negritas, una matriz A (de orden M * N) puede expresarse

asi:
dyp adp g3 ot Ay
a a a e a
A= [ij :)Lr 21 22 23 2N
amr Amz Ams VIV

Donde aj; es el elemento que aparece en la fila i-ésima y en la columna j-ésima de
Ay donde [a;j] es una expresion abreviada de la matriz A cuyo elemento tipico es aj;. El
orden o dimension de una matriz, es decir, el nimero de filas y columnas, se escribe a

menudo debajo de ella con el fin de facilitar la referencia.
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Ejemplos

2
5 2 3
A = 31 6 383: -1 0
2*3 *
9 8 11

Vector columna: La matriz que consta de M filas y solo de una columna se denomina
vector columna. Denotando los vectores con negritas minasculas, veamos el siguiente

Ejemplo

Vector fila: La matriz que consta de una sola fila y N columnas se denomina vector fila.
Ejemplos

x=J 25 -4 y=p 5 -9 6 10

1*4 ) 1*5
Transposicion: La transposicion de una matriz A de orden M * N, se denota A’ (se lee
A prima o A transpuesta), y es una matriz de N * M que se obtiene intercambiando las
filas y las columnas de A; es decir la i-ésima fila de A se convierte en la j-ésima
columnade A’.

Ejemplos

4 3 5
A’ =
23 |5 1 0

I
g w b~
o B O
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Como los vectores son un tipo especial de matriz, la transpuesta de un vector fila es un

vector columna y la transpuesta de un vector columna es un vector fila. Asi:
x=5 y x=} 5 9

De aqui en adelante denotaremos los vectores filas con letras primas.
Submatriz: Dada una matriz A de orden M * N, si descartamos todas las filas menos r
y todas las columnas menos s, la matriz resultante r*s se llamara submatriz de A. De este

modo, si

Y descartamos la tercera fila y la tercera columna de esta matriz obtendremos:

F 5}
B —
2*2 |5 2

Que es una submatriz de A y cuyo orden es 2*2.

A.2 Tipos de Matrices.

Matriz cuadrada: Es la matriz que tiene el mismo nimero de filas y columnas.

Ejemplos

A N w
g1 w o
o —

A = B =
2%2 5 6 3*3
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Matriz diagonal: La matriz cuadrada que presenta por lo menos un elemento diferente
de cero en la diagonal principal (que va de la esquina superior izquierda a la esquina
inferior derecha) y ceros en las demas posiciones, recibe el nombre de diagonal.

Ejemplos

o o1 O
= O O

2 0
A = B=|0
2%2 0 3 3*3 0

Matriz escalar: La matriz diagonal cuyos elementos de la diagonal son todos iguales se
le llama matriz escalar. Un ejemplo es la matriz de varianza — covarianza de las

perturbaciones poblacionales del modelo de regresion lineal clasico; o sea,

s2 0 0 0 O
0 s> 0 0 O
var-covEe)=|0 0 o2 0 0
0 0 0 o 0

0 0 0 0 o*

Matriz simétrica: A la matriz cuadrada en que los elementos que van por encima de la
diagonal principal son imagenes reflejas de los elementos que van por debajo de ella, se
le denomina matriz simétrica. Alternativamente, una matriz simétrica es aquella cuya
transpuesta es igual a ella misma; o sea que A = A’. Es decir, que los elementos a;; de A
son iguales a los elementos a;; de A'.

Ejemplo: la matriz de varianza — covarianza dada anteriormente y la matriz de
correlaciones dada en (5.49).

Matriz nula: La matriz cuyos elementos son todos cero se denomina matriz nula y se

simboliza con 0.
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Vector nulo: EIl vector fila o columna cuyos elementos son todos cero se denomina
vector nulo y también se designa con 0.
Matrices iguales: Dos matrices son iguales si son del mismo orden y sus elementos

correspondientes son iguales; es decir, que ajj = bjj para todo i y todo j.

Ejemplo
Si
3 4 5 3 4 5
A=0 -1 2 y B=/0 -1 2
3*3 3*3
5 1 3 5 1 3

Entonces, A = B.

A.3 Operaciones Matriciales.

Suma de matrices.
Sea A = [a;;] y B = [bjj]. Si Ay B son del mismo orden, la suma de matrices se define
como:

C=A+B
Donde C es del mismo orden que A y B y se obtiene como c;jj = a;; + bjj para todo i y
para todo j; es decir, que C se obtiene sumando los elementos correspondientes de cada
matriz.

Si se puede hacer dicha suma, se dice que A y B son conformables para la suma.
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Ejemplo

Si
2 3 45 1 0 -1 3
6 7 8 9 -2 0 1 5
Entonces
3 33 8
C=
4 7 9 14
Resta de matrices.
La resta de matrices sigue el mismo principio que la suma excepto que C = A-B; es
decir, restamos los elementos de la matriz B de los elementos correspondientes de la
matriz A, siempre que Ay B sean del mismo orden.
Multiplicacién escalar.

Para multiplicar una matriz A por un escalar A (nimero real), multiplicamos cada

elemento de la matriz por A:

AA = [Xai,-]
Ejemplo:
: -3 5 -6 10
Si A=2 y A= , entonces 2A =
8 7 16 14

Multiplicacion de matrices.
Sea A una matriz de M * Ny B otra de N * P. El producto AB (en este orden) se define

como la matriz C de orden M * P tal que:
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N
cj=Daxhy i=L2...M y j=1,2,..,P
k=1

Es decir, el elemento en la i-ésima fila y en la j-ésima columna de C se obtiene
multiplicando los elementos de la i-ésima fila de A por los elementos correspondientes
de la j-ésima columna de B y sumando todos los términos; esta operacion se conoce
como la regla de multiplicacién de fila por columna. Entonces, para obtener c;, el
elemento de la primera fila y la primera columna de C, multiplicamos los elementos de
la primera fila de A por los elementos correspondientes de la primera columna de B y
sumamos todos los elementos. De igual manera, para obtener ci,, multiplicamos los
elementos de la primera fila de A por los elementos correspondientes a la segunda
columna de B y sumamos todos los términos, y asi sucesivamente.

Notese que para que la multiplicacion exista, las matrices A y B deben ser
conformables con respecto a la multiplicacion; es decir, el nimero de columnas de A

debe ser igual al nimero de filas de B.

Ejemplos
Si
3 4 7 2 1
A:{s 6 J Y A
2*3 *
6 2
Entonces,
C_ AB- €*2 + €3 +q*6_ €*1+¢*5 +q*2
T €62+ €673+ €6 €*1 + 6*5 + (*2_

60 37
C=AB=
34 37
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Pero si,

3 47 2 3
2*3 |5 6 1 2*2 |5 6

El producto AB no esté definido dado que A y B no son conformables con respecto a la

multiplicacion.

Propiedades de la multiplicacion de matrices.

1. La multiplicacion de matrices no es conmutativa. Es decir, en general AB # BA.
Por lo tanto, el orden en el cual se multiplican las matices es muy importante. AB
significa que A es postmultiplicada por B o que B es premultiplicada por A.

2. Si ABy BA existen, las matrices resultantes no son del mismo orden.

3. Si Ay B son matrices cuadradas tales que AB y BA estan ambas definidas, las
matrices resultantes no son necesariamente iguales.

Ejemplo

Si

SR

46 76 19 17
15 31 48 58

Por lo tanto AB # BA. Un ejemplo de AB = BA se da cuando ambas matrices A

Entonces,

y B son matrices cuadradas y unitarias.
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4. Un vector fila postmultiplicado por un vector columna es un escalar. Considere
por ejemplo los Minimos Cuadrados Ordinarios e, €y...., e, Siendo e un vector

filay e’un vector columna, se tiene:

e'e= [1 €, €3 - en_]e3

’ 2 2 2 2
ee= el +e2 +e3 +"'+en

n
e’e= Y e’ unescalar.
i=1

5. Un vector columna postmultiplicado por un vector fila es una matriz. Considere
por ejemplo las perturbaciones poblacionales del modelo de regresion lineal, €,

€2,..., €n. Siendo € un vector columnay €'un vector fila, se tiene:

€1
€, -
,_
g =| . [1 €2 "t BN
eN
2
€ €18y 0 &8y
2
r_| 8281 B2 &8y
DY 2
EnE1 ENE2 N

Que es una matriz de orden N * N, observemos que la matriz anterior es
simétrica.

6. Una matriz postmultiplicada por un vector columna es un vector columna.
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Un vector fila postmultiplicado por una matriz es un vector fila.

La multiplicacion de matrices es asociativa; es decir, (AB)C = A(BC), donde A
esdeM*N,BdeN*PyCdeP*K.

La multiplicacion de matrices es distributiva con respecto a la suma; es decir,

A(B +C)=AB+ACYy (B +C)A=BA +CA.

Transposicién de matrices.

Ya hemos definido el proceso de transformacion de matrices como el intercambio de las

filas y las columnas de una matriz o vector. Ahora, enunciaremos algunas de las

propiedades de la transposicion de matrices.

1.

2.

<
La transpuesta de una matriz transpuesta es la matriz original misma: @' _=A.

Si A y B son conformables para la suma, entonces C=A+B vy

C=@+ B: =A"+B’. O sea, que la transpuesta de la suma de dos matrices es

la suma de las matrices transpuestas.

Si AB esta definida, entonces AB:’=B’A'. Es decir, la transpuesta del
producto de dos matrices es el producto de sus transpuestas en orden inverso.
Esto puede generalizarse asi: ABCDj =D'C'B'A’.

La transpuesta de una matriz identidad | es la misma matriz identidad; esto es,
I'=1.

La transpuesta de un escalar es el mismo escalar. Si A es un escalar A" =X .
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6. La transpuesta de &Aj es AA’ donde 2 es un escalar.

7. Si A esunamatriz cuadrada tal que A= A', entonces A es una matriz simétrica.

Inversion de matrices.

La inversa de una matriz A, que se marca con A (se lee inversa de A), si existe, es una
matriz Unica tal que:

AAT = AA=
Donde | es una matriz identidad cuyo orden es el mismo de A.

Ejemplo

) 2 4 4 -1 12 ) 4, |1 0
Si A= Entonces, A = , asi AA™ = =
6 8 6/8 -1/4 0 1

Después de estudiar el tema de los determinantes, veremos como se calcula la matriz

inversa. Por lo pronto anotaremos las propiedades siguientes.

1. Ale =B'A™; o sea, la inversa del producto de dos matrices es igual al

producto de sus inversas en el orden contrario.

* ™~ - - - -
2. &' =@'; es decir, la transpuesta de A inversa es igual a la inversa de A
A —

transpuesta.

A.4  Determinantes.
A cualquier matriz cuadrada A, corresponde un numero escalar conocido como el

determinante de la matriz que se designa det A o por medio del simbolo \A

,donde\\
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significa “el determinante de”. Note que una matriz no tiene un valor numérico por si

misma, pero el determinante de ella si es un nimero.

Ejemplo
Si
1 3 -7 1 3 -7
A=|2 5 0 | entonces, \A\: 2 5 0
3 8 6 3 8 6

El \A\ en el ejemplo se Ilama determinante de orden 3 puesto que esta asociado con una

matriz de orden 3 * 3.

Evaluacion de un determinante.
El proceso de encontrar el valor numérico de un determinante recibe el nombre de
evaluacion, expansion o reduccion del determinante. Esto se hace manipulando los datos

de la matriz de manera muy bien definida.

Evaluacion de un determinante de 2 * 2:
A= |:a11 a12}
dp1 Ap
Su determinante se evalia como sigue:

d;; 8
‘A‘ = =d;18p; 81589

dpy; dp
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Que se obtiene multiplicando en cruz los elementos de la diagonal principal y restando
de ellos el producto de los elementos de la otra diagonal de la matriz A.

Evaluacion de un determinante de 3 * 3:

dyp dyp adjgg
A=|a, a8y apy

dz; dzp dsz

Su determinante se calcula como se muestra a continuacion:

‘A‘ = 81182833 — 8118383 T 815823831 815821833 T 81382183, — 13825831
Un examen cuidadoso de la evaluacion de un determinante de 3 * 3 nos muestra
que:

1. Cada término en la expansion del determinante contiene un solo elemento de
cada fila y de cada columna.

2. El nimero de elementos de cada término es el mismo que el nimero de filas o
columnas de la matriz. De modo que un determinante de 2 * 2 tiene dos
elementos en cada término de su expansion, uno de 3 * 3 tiene tres elementos en
cada téermino de su expansion y asi sucesivamente.

3. Los términos de la expansion tienen los signos + y — alternados.

4. Un determinante de 2 * 2 tiene dos términos en su expansion, y uno de 3 * 3

tiene 6. La regla general es:
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El determinante de N * N tiene N! = N(N - 1)(N - 2)...3 * 2 * 1 términos en su

expansion, donde N! significa “N factorial”. Siguiendo esta regla, un

determinante de orden 5 * 5 tendrd 5* 4*3*2*1 = 120 términos en su expansion.

Propiedades de los determinantes.

1. La matriz cuyo determinante es igual a cero se denomina matriz singular,
mientras que la matriz con un determinante distinto de cero se llama matriz no
singular. La inversa de una matriz no existe cuando su determinante es cero, es
decir, cuando se trata de una matriz singular.

2. Si todos los elementos de una fila de A son cero, su determinante es cero.

Entonces,

A=

o w O
~N b~ O
o U1 O
Il
o

3. \A’ ; es decir, el determinante de A es igual al determinante de A

:\A

transpuesta.
4. Si intercambiamos dos filas o dos columnas de una matriz, el signo de su

determinante cambia.

Ejemplo
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7.
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Donde B se obtiene al intercambiar las filas de A, luego

Al=24- (-9)=33 y [B|=-9-(24)=-33

Si cada elemento de una fila o de una columna se multiplica por un escalar 2,

esto equivale a multiplicar |A| por 2.

Ejemplo
Sir=5y A= > -8
2 4
Multiplicando la primera fila de A por 5 se obtiene:
25 -40
B=

Se puede ver que |A/=36y [B|= 180 que es igual a 5|A) .

Si dos filas o dos columnas de una matriz son idénticas, su determinante es cero.
Si una fila o una columna de una matriz es multiplo de la otra fila 0 columna,

respectivamente, su determinante es cero. Entonces, si:

it

Donde la primera fila de A es dos veces la segunda,

A\: 0. De forma mas

general, si cualquier fila o columna de una matriz es una combinacion lineal de

las otras filas o columnas, su determinante es cero.
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5. AB=AB

; es decir, el determinante del producto de dos matrices es igual al

producto de sus determinantes.

Rango de una matriz.
El rango de una matriz es el orden de la submatriz cuadrada mas grande cuyo
determinante es diferente de cero.

Ejemplo

>

Il
w o w
N OB o
)

Se puede ver que \A\ =0. En otras palabras, A es una matriz singular. Entonces, aunque

su orden es 3 * 3, su rango es menor que 3. En efecto, su rango es 2, por cuanto
podemos encontrar una submatriz de 2 * 2 cuyo determinante es diferente de cero. Por

ejemplo, si borramos la primera fila y la primera columna de A obtenemos:

4 5
B=
2 1
Cuyo determinante es -6, que es diferente de cero. Por lo tanto, el rango de A es 2.
Como se anotd anteriormente, la inversa de una matriz singular no existe; por lo tanto

para que la inversa de una matriz A de N * N exista, su rango debe ser A. Si es inferior a

N, A es singular.
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Menor.

Si la i-ésima fila y la j-ésima columna de una matriz de N * N se borran, 0 no se tienen
en cuenta, el determinante de la matriz resultante se denomina el menor del elemento aj;
(el elemento situado en la interseccion de i-ésima fila con la j-ésima columna) y se
marca como |Mi|.

Ejemplo

ayp dyp agg
A=|a, a8y apy

dz; dzp dszz

El menor de a;; es:

dpp  8p3
‘Mll‘ = = 8833 ~d2383;

dzp Az

De igual manera, el menor de ay; es:

=ajpdzz —agzds)

a a
‘le‘ _ a12 13

32 As3

Los menores de otros elementos de A se hallan de modo semejante.

Cofactor.

El cofactor del elemento a;; de una matriz A de N * N, denominado cjj, se define como:
Cij = 17|y

En otras palabras, el cofactor es un menor con el signo correspondiente. El signo es

positivo si i + j es par y negativo si i + j es impar. De este modo, el cofactor del elemento

ai; de la matriz A de 3 * 3, dada anteriormente es a,,a;; —a,535,, Mientras que el
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elemento ay es — €,,a35 — 2,55, , ya que la suma de los subindices 2 y 1 es 3 que es

un ndmero impar.

Matriz de cofactores.

Reemplazando los elementos a;; de la matriz A, por sus cofactores obtenemos la matriz
que se conoce como matriz de cofactores, que se denota como (cof A).

Matriz adjunta.

La matriz adjunta, que se marca como (adj A), es la transpuesta de la matriz de

cofactores; es decir (adj A) = (cof A)".

A.5 Calculo de la inversa de una matriz cuadrada.

Si A es una matriz cuadrada no singular (es decir,

A\ #0), su inversa A 'se puede

hallar de la siguiente manera:

Al= /i(adj A)
Las etapas que se requieren para calcularla son las siguientes:
1. Hallar el determinante de A. Si es diferente de cero, siga con la etapa 2.
2. Reemplazar cada elemento a; de A por su cofactor para obtener la matriz de

cofactores.

3. Transponer la matriz de cofactores y obtener la matriz adjunta.

4. Dividir cada elemento de la matriz adjunta por |A|.

Ejemplo: Supongamos que queremos hallar la inversa de la matriz siguiente:
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N )
w b w

Etapa 1: Primero hallamos el determinante de la matriz. Aplicando las reglas

para expandir un determinante de 3 * 3 como se vio antes, asi obtenemos que:
\A\ =-24

Etapa 2: Obtenemos ahora la matriz de cofactores, o sea, C.

74 54 |57
13 23 21
o | 23 L3 o2
13 23 21
2 3 [L 3 [ 2
| 74 54 5 7 |
17 -7 -9
C=|-3 -3 3
13 11 -3

Etapa 3: Transponiendo la matriz de cofactores obtenemos la matriz adjunta:

17 -3 -13
@jA)=|-7 -3 11
-9 3 -3

Etapa 4: Dividimos los elementos de la (adj A) por el valor del determinante

-24,y se obtiene:
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. 17 -3 -13
Al=-—"|-7 -3 11
24
-9 3 -3]
17 3 13 ]
24 24 24
-1
9 _3 3
24 24 24

Se puede verificar que:

Que es la matriz identidad.

A.6 Derivacion de matrices.
Para seguir el material del apéndice 5, es necesario conocer algunas reglas de la
derivacion de matrices.

Regla 1: Si a’'=[ay, a,,..., an] €s un vector fila de numeros, y



Considere la matriz x’Ax tal que:

ayp app aqp
dy dp a,
xAx= Lk, x, X, n
anl an2 ann

Entonces,

9 €'x_=2Ax
OX

Que es un vector columna de n elementos, 0
2 €@x = 2xA
OX

Que es un vector fila de n elementos.
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Apéndice B: Tablas Estadisticas.

Tabla B.1 Distribucion normal estdndar acumulada.

Tabla B.2 Puntos porcentuales de la distribucion t.

Tabla B.3 Puntos porcentuales de la distribucion F.

Tabla B.4 Puntos porcentuales de la distribucion x?2.

Tabla B.5 Estadistico de Durbin-Watson d: Puntos de significancia de d, y dy para

el nivel de significancia a = 0.05.



Tabla B.1 Distribucion normal estandar acumulada N(O, 1).
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t@=[ L g,
© 27
Z 0.0 0.01 0.02 0.03 0.04 0.05 0.06 0.07 0.08 0.09
0.0 0.5000 0.504 0.508 0.512 0.516 0.5199 0.5239  0.5279 0.5319  0.5359
0.1 0.5398 0.5438 0.5478 0.5517 0.5557  0.5596 0.5636 0.5675 0.5714 0.5753
0.2 0.5793 05832 0.5871 0.591 0.5948  0.5987 0.6026 0.6064 0.6103 0.6141
0.3 0.6179 0.6217 0.6255 0.6293 0.6331  0.6368 0.6406  0.6443 0.648 0.6517
0.4 0.6554 0.6591 0.6628 0.6664 0.67 0.6736 0.6772  0.6808 0.6844  0.6879
0.5 0.6915 0.695 0.6985 0.7019 0.7054  0.7088 0.7123  0.7157 0.719 0.7224
0.6 0.7257 0.7291 0.7324 0.7357 0.7389 0.7422 0.7454 0.7486 0.7517 0.7549
0.7 0.758 0.7611 0.7642 0.7673 0.7704 0.7734 0.7764 0.7794 0.7823 0.7852
0.8 0.7881 0.791 0.7939 0.7967 0.7995  0.8023 0.8051 0.8078 0.8106  0.8133
0.9 0.8159 0.8186 0.8212 0.8238 0.8264  0.8289 0.8315 0.834 0.8365  0.8389
1.0 0.8413 0.8438 0.8461 0.8485 0.8508 0.8531 0.8554  0.8577 0.8599  0.8621
1.1 0.8643 0.8665 0.8686 0.8708 0.8729  0.8749 0.877 0.879 0.881 0.883
12 0.8849 0.8869 0.8888 0.8907 0.8925 0.8944  0.8962 0.898 0.8997  0.9015
1.3 0.9032 0.9049 0.9066 0.9082 0.9099 0.9115 0.9131 0.9147 0.9162 0.9177
14 0.9192 0.9207 0.9222 0.9236 0.9251 0.9265 0.9279 0.9292 0.9306 0.9319
15 0.9332 0.9345 0.9357 0.937 0.9382 0.9394 0.9406 0.9418 0.9429 0.9441
1.6 0.9452  0.9463 0.9474 09484 0.9495 0.9505 0.9515 0.9525 0.9535 0.9545
1.7 0.9554 0.9564 0.9573 0.9582 0.9591 0.9599 0.9608 0.9616 0.9625 0.9633
1.8 0.9641 09649 0.9656 0.9664 0.9671  0.9678 0.9686  0.9693 0.9699  0.9706
19 0.9713 09719 0.9726 0.9732 0.9738 0.9744 0.975 0.9756 0.9761  0.9767
2.0 0.9772 09778 0.9783 0.9788 0.9793  0.9798 0.9803  0.9808 0.9812  0.9817
2.1 0.9821 0.9826 0.983 0.9834 0.9838 0.9842 0.9846 0.985 0.9854 0.9857
2.2 0.9861 0.9864 0.9868 0.9871 0.9875  0.9878 0.9881 0.9884  0.9887 0.989
2.3 0.9893 0.9896 0.9898 0.9901 0.9904 0.9906 0.9909 0.9911 0.9913 0.9916
2.4 0.9918 0.992 0.9922 0.9925 0.9927 0.9929 0.9931 0.9932 0.9934 0.9936
2.5 0.9938 0.994 0.9941 0.9943 0.9945 0.9946 0.9948 0.9949 0.9951 0.9952
2.6 0.9953 0.9955 0.9956  0.9957  0.9959 0.996 0.9961  0.9962 0.9963  0.9964
2.7 0.9965 0.9966 0.9967 0.9968 0.9969 0.997 0.9971 0.9972 0.9973 0.9974
2.8 0.9974 09975 0.9976 0.9977 0.9977  0.9978 0.9979  0.9979 0.998 0.9981
2.9 0.9981 0.9982 0.9982 0.9983 0.9984 0.9984 0.9985 0.9985 0.9986 0.9986
3.0 0.9987 0.9987 0.9987 0.9988 0.9988 0.9989 0.9989 0.9989 0.999 0.999




Tabla B.2 Puntos porcentuales de la distribucion t.
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gdel(v) 0.4 0.3 0.2 0.15 0.1 0.075 0.05 0.025 0.01 0.005
1 0325 0.727 1376 1963 3.078 4.165 6.314 12706 31.821 63.656
2 0.289 0.617 1061 1386 1886 2.282 2.92 4303 6.965 9.925
3 0.277 0584 0.978 1.25 1638 1924 2353 3182 4541 5841
4 0.271 0569 0.941 1.19 1533 1778 2132 2776 3.747 4.604
5 0.267  0.559 0.92 1156 1476 1699 2015 2571 3365 4.032
6 0.265 0553 0.906 1.134 1.44 1.65 1943 2447 3.143  3.707
7 0.263 0549 0.89% 1.119 1415 1617 1895 2365 2998  3.499
8 0.262 0546 0.889 1.108 1.397 1592 1.86 2306 2.896 3.355
9 0.261 0.543 0.883 11 1383 1574 1833 2262 2821 3.25
10 0.26 0542 0879 1093 1372 1559 1812 2228 2764 3.169
11 0.26 0.54 0876 1.088 1.363 1548 1.796 2201 2718 3.106
12 0259 0539 0873 1.083 135 1538 1782 2179 2681 3.055
13 0.259  0.538 0.87 1.079 1.35 1.53 1.771 2.16 2.65 3.012
14 0.258 0537 0868 1.076 1345 1523 1761 2145 2.624 2977
15 0.258 0536 0866 1.074 1341 1517 1753 2131 2.602 2.947
16 0.258 0535 0865 1.071 1337 1512 1.746 212 2583 2921
17 0.257 0534 0.863 1.069 1333 1.508 1.74 211 2567 2.898
18 0.257 0534 0.862 1.067 1.33 1504 1.734 2101 2552 2.878
19 0.257 0533 0861 1.066 1.328 15 1729 2.093 2539 2861
20 0.257  0.533 0.86 1.064 1325 1497 1725 2.086 2528 2.845
21 0.257 0532 0859 1.063 1323 1494 1721 2.08 2518 2831
22 0.256 0532 0858 1.061 1321 1492 1717 2074 2508 2.819
23 0.256 0.532 0.858 1.06 1319 1489 1.714 2.069 2.5 2.807
24 0.256 0531 0857 1.059 1318 1487 1711 2.064 2492 2.797
25 0.256 0531 0856 1.058 1316 1485 1.708 2.06 2485  2.787
26 0.256 0531 0856 1.058 1315 1483 1706 2.056 2479 2779
27 0.256 0531 0855 1.057 1314 1482 1703 2.052 2473 2771
28 0.256 0.53 0.855 1.056 1.313 1.48 1701 2.048 2467 2.763
29 0.256 0.53 0.854 1.055 1311 1479 1699 2.045 2462 2.756
30 0.256 0.53 0.854  1.055 131 1477 1697 2.042  2.457 2.75

> 30 0.253 0524 0842 1.036 1.282 1.44 1.645 1.96 2326 2576




Tabla B.3 Puntos porcentuales de la distribucion F.
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Grados de libertad
para el denominador (Vv,)

Grados de libertad para el numerador (v)

1 2 3 4 5 6 7 8 9 10
1 161.4 1995 2157 2246 2302 234 2368 2389 2405 241.9
2 18.51 19 1916 1925 193 1933 1935 1937 1938 194
3 1013 955 928 912 901 89 889 885 881 879
4 771 694 659 639 626 616 609 604 600 596
5 6.61 579 541 519 505 495 488 482 477 474
6 599 514 476 453 439 428 421 415 41 4.06
7 559 474 435 412 397 387 379 373 368 364
8 532 446 407 384 369 3.58 3.5 344 339 335
9 512 426 38 363 348 337 329 323 318 314
10 4.96 4.1 371 348 333 322 314 307 302 298
11 448 398 359 336 320 309 301 29 290 285
12 475 389 349 326 311 300 291 285 2.8 2.75
13 467 381 341 318 3.03 292 283 277 271 267
14 460 374 334 311 29 28 276 270 265 2.60
15 454 368 329 3.06 2.9 279 271 264 259 254
16 449 363 324 301 28 274 266 259 254 249
17 445 359 320 29 281 270 261 255 249 245
18 441 355 316 293 277 266 258 251 246 241
19 438 352 313 290 274 263 254 248 242 238
20 435 349 3.1 287 271 2.6 251 245 239 235
25 424 339 299 276 2.6 2.49 24 234 228 224
30 417 332 292 269 253 242 233 227 221 216
40 408 323 284 261 245 234 225 218 212 208
50 403 318 279 256 24 2.29 2.2 213 207 203
60 4 315 276 253 237 225 217 2.1 204 199
80 396 311 272 249 233 221 213  2.06 2.0 1.95
100 394  3.09 2.7 246 231 219 21 2.03 1.97 1.93
120 392 307 268 245 229 218 209 2.02 196 1091
0 384 300 260 237 221 210 201 194 188 1.83




Tabla B.3 (Continuacion)

F(O.OS, V1, V2)

Grados de libertad

Grados de libertad para el numerador (v,)

para el denominador (Vv,) 12 15 20 24 30 40 50
1 2439 2459 248 2491 2501 2511 @ 252
2 19.41 1943 1945 1946 1946 1947 1948
3 8.74 8.7 866 863 862 859 858
4 591 586 5.8 577 575 572 5.7
5 4.68 4.62 4.56 4.52 4.5 4.46 4.44
6 4.0 394 387 383 381 377 375
7 3.57 351 3.44 3.4 3.38 3.34 3.32
8 3.28 3.22 3.15 311 3.08 3.04 3.02
9 307 301 294 289 28 283 2.8
10 291 285 277 273 2.7 266 264
11 2.49 2.72 2.65 2.61 2.57 2.53 2.51
12 2.69 2.62 2.54 25 2.47 243 24
13 2.60 2.53 2.46 2.42 2.38 2.34 2.31
14 2.53 2.46 2.39 2.35 231 2.27 2.24
15 2.48 24 2.33 2.28 2.25 2.2 2.18
16 2.42 2.35 2.28 2.24 2.19 2.15 212
17 2.38 231 2.23 2.19 2.15 2.10 2.08
18 2.34 2.27 2.19 2.15 211 2.06 2.04
19 231 2.23 2.16 211 2.07 2.03 2.00
20 2.28 2.2 212 2.07 2.04 1.99 1.97
25 2.16 2.09 2.01 1.96 1.92 1.87 1.84
30 209 201 193 18 184 179 1.76
40 2.0 1.92 1.84 1.78 1.74 1.69 1.66
50 1.95 1.87 1.78 1.73 1.69 1.63 16
60 1.92 1.84 1.75 1.69 1.65 1.59 1.56
80 1.88 1.79 1.7 1.64 1.6 1.54 151
100 1.85 1.77 1.68 1.62 1.57 1.52 1.48
120 1.83 1.75 1.66 1.6 1.55 15 1.46
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Tabla B.4 Puntos porcentuales de la distribucion 2.
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g de Ia 0995 0990 0975 0950 0.900 0.100 0.050  0.025 0.010  0.005
1 0.00 0.00 0.00 0.00 0.02 2.71 3.84 5.02 6.63 7.88
2 0.01 0.02 0.05 0.1 0.21 4.61 5.99 7.38 9.21 10.6
3 0.07 0.11 0.22 0.35 0.58 6.25 7.81 9.35 11.34 12.84
4 0.21 0.30 0.48 0.71 1.06 7.78 9.49 11.14 13.28 14.86
5 0.41 0.55 0.83 1.15 161 9.24 11.07 12.83 15.09 16.75
6 0.68 0.87 1.24 1.64 22 10.64 12.59 14.45 16.81 18.55
7 0.99 1.24 1.69 2.17 2.83 12.02 14.07 16.01 18.48 20.28
8 1.34 1.65 2.18 2.73 3.49 13.36 15.51 17.53 20.09 21.95
9 1.73 2.09 2.70 3.33 4.17 14.68 16.92 19.02 21.67 23.59
10 2.16 2.56 3.25 3.94 4.87 15.99 18.31 20.48 2321 25.19
11 2.6 3.05 3.82 4.57 5.58 17.28 19.68  21.92 24.73 26.76
12 3.07 3.57 4.40 5.23 6.30 18.55 21.03 2334 26.22 28.3
13 3.57 411 5.01 5.89 7.04 19.81 2236 2474  27.69 29.82
14 4.07 4.66 5.63 6.57 7.79 21.06 2368  26.12 29.14 3132
15 4.6 5.23 6.26 7.26 8.55 2231 25.0 27.49 30.58 32.8
16 5.14 581 6.91 7.96 9.31 23.54 26.3 28.85 32.0 34.27
17 5.7 6.41 7.56 8.67 10.09 24.77 27.59 30.19 3341 35.72
18 6.26 7.01 8.23 9.39 10.86 25.99 28.87 31.53 34.81 37.16
19 6.84 7.63 8.91 10.12 11.65 27.2 30.14 3285 36.19  38.58
20 7.43 8.26 9.59 10.85 12.44 2841 3141 34.17 37.57 40.0
21 8.03 8.9 10.28 11.59 1324 29.62 32.67 35.48 38.93 414
22 8.64 9.54 10.98 12.34 1404  30.81 33.92 36.78  40.29 42.8
23 9.26 10.2 11.69 13.09 14.85 32.01 35.17 38.08 4164  44.18
24 9.89 10.86 12.4 13.85 15.66 33.2 36.42 3936 4298 4556
25 10.52 11.52 13.12 14.61 16.47 34.38 37.65 4065 4431 46.93
30 13.79 14.95 16.79 18.49 20.6 40.26  43.77 46.98 50.89  53.67
35 17.19 18.51 20.57 22.47 24.8 46.06 49.8 53.2 57.34 60.27
40 20.71 22.16 24.43 26.51 29.05 51.81 55.76  59.34  63.69 66.77
45 2431 259 28.37 30.61 33.35 57.51 61.66 65.41 69.96 73.17
50 27.99 29.71 32.36 34.76 37.69 63.17 67.5 71.42 76.15 79.49
55 31.73 33.57 36.4 38.96 42.06 68.8 73.31 77.38 8229  85.75
60 35.53 3748 4048  43.19 46.46 744 79.08 83.3 88.38 9195
65 39.38 4144 44.6 47.45 50.88 79.97 84.82 89.18 94.42 98.1
70 4328 4544  48.76 51.74 55.33 85.53 90.53  95.02 100.4 104.2
75 4721 4948 52.94 56.05 59.79 91.06 96.22 100.8 106.4 110.3
80 51.17 5354 5715 60.39 64.28 96.58 101.9 106.6 1123 116.3
85 55.17 57.63 61.39 64.75 68.78 102.1 107.5 112.4 118.2 122.3
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Tabla B.4 Estadisticos de Durbin-Watson d: puntos de significancia de d,_ y dy con a = 0.05.

_ k=1 _ k=2 _ k=3 _k=4_ _ k=5
§ d dy d dy d dy d dy d dy
15 1.08 1.36 0.95 1.54 0.82 1.75 0.69 1.97 0.56 2.21
16 110 137 098 154 086 173 074 193 062 215
17 1.13 1.38 1.02 1.54 0.90 1.71 0.78 1.90 0.67 2.10
18 116 139 105 153 093 169 082 187 071 206
19 1.18 1.40 1.08 1.53 0.97 1.68 0.86 1.85 0.75 2.02
20 1.20 141 1.10 154 1.00 1.68 0.90 1.83 0.79 1.99
21 122 142 113 154 103 167 093 181 083 196
22 1.24 143 1.15 154 1.05 1.66 0.96 1.80 0.86 1.94
23 1.26 144 1.17 154 1.08 1.66 0.99 1.79 0.90 1.92
24 1.27 1.45 1.19 1.55 1.10 1.66 1.01 1.78 0.93 1.90
25 1.29 145 121 1.55 1.12 1.66 1.04 1.77 0.95 1.89
26 1.30 1.46 1.22 1.55 1.14 1.65 1.06 1.76 0.98 1.88
27 1.32 1.47 1.24 1.56 1.16 1.65 1.08 1.76 1.01 1.86
28 1.33 1.48 1.26 1.56 1.18 1.65 1.10 1.75 1.03 1.85
29 1.34 1.48 1.27 1.56 1.20 1.65 1.12 1.74 1.05 1.84
30 1.35 1.49 1.28 157 121 1.65 1.14 1.74 1.07 1.83
31 1.36 1.50 1.30 157 1.23 1.65 1.16 1.74 1.09 1.83
32 1.37 1.50 1.31 1.57 1.24 1.65 1.18 1.73 1.11 1.82
33 1.38 151 1.32 1.58 1.26 1.65 1.19 1.73 1.13 1.81
34 1.39 151 1.33 1.58 1.27 1.65 1.21 1.73 1.15 1.81
35 1.40 1.52 1.34 1.58 1.28 1.65 1.22 1.73 1.16 1.80
36 141 1.52 1.35 1.59 1.29 1.65 1.24 1.73 1.18 1.80
37 1.42 1.53 1.36 1.59 1.31 1.66 1.25 1.72 1.19 1.80
38 143 1.54 1.37 1.59 1.32 1.66 1.26 1.72 1.21 1.79
39 143 1.54 1.38 1.60 1.33 1.66 1.27 1.72 1.22 1.79
40 1.44 1.54 1.39 1.60 1.34 1.66 1.29 1.72 1.23 1.79
45 1.48 1.57 1.43 1.62 1.38 1.67 1.34 1.72 1.29 1.78
50 1.50 1.59 1.46 1.63 1.42 1.67 1.38 1.72 1.34 1.77
55 1.53 1.60 1.49 1.64 1.45 1.68 141 1.72 1.38 1.77
60 1.55 1.62 151 1.65 1.48 1.69 1.44 1.73 1.41 1.77
65 1.57 1.63 1.54 1.66 1.50 1.70 1.47 1.73 1.44 1.77
70 1.58 1.64 1.55 1.67 1.52 1.70 1.49 1.74 1.46 1.77
75 1.60 1.65 1.57 1.68 1.54 1.71 1.51 1.74 1.49 1.77
80 1.61 1.66 1.59 1.69 1.56 1.72 1.53 1.74 151 1.77
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Respuestas a los ejercicios planteados.

Capitulo 1.
1. a).
v
>
520000 v
©
k=
8 v
o
>150.00 =
[«5]
©
«© ¥
.6 w
00.00 =
g .
R v
50.00= ¥
200 4.00 6.00 8.00
Semanas, x
b).r=0.992
2. a).
8,00 v v
¥
6.00= v
vy
>
4.00- ¥ vy ¥
vy v
200V vy
v

100 200 3.00 400 500 6.00

b). r=0.587.
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X

b). r = -0.847

539



540

10.00= v
v v
800" v vy v
- v oo
6.00" v v v
v
200V
100 200 300 400 500 600
X
b). r=0.882
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b). r = 0.973



Capitulo 2.

1.

a) y=0P,+PB1x; =1.375 +0.120x;.

b) 62 =0.109 .

o941

c) var(B,) = 0.136161 , var(,) = 0.000676 , es(B,) =0.369 y es(p,) =0.026 .

d) r2=0.782.

e) Se rechaza la hipotesis nula H, : f; =0 para la pendiente.

f) 0473 <B,<2.277, 0.057 <P, <0.184 y 0.045 <c? <0.527 .

2.
a) y=77.863 +11.801X%;.
b) Se rechaza la hipdtesis nula H, : f, = 0 para la pendiente.
c) r?=0.389.
d) 4.479 <p, <19.123
3.
a)
Fuentede Sumade Gradosde Cuadrado =
Variacion Cuadrados Libertad Medio 0
Regresion 25.580 1 25.58 2.207
Residual 301.384 26 11.592
Total 326.964 27

No se rechaza la hipotesis nula H, :p; =0

b) —0.005 <p, <0.001
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§ = —1145 793 + 4.318X; .

4.1697 <P, < 4.466

y =-95.044 +0.516 X, .

-112.674 <P, <-77.414 y 0.453 <B, <0.579.

62 =0.188 .

r=0.999.

y =1.306 +0.791X .

62 =2.721.

var(B,) =1.054729 , var(B,) = 0.070225 , es(B,) =1.027 y es(B,) = 0.265 .

20344

Se rechaza la hipotesis nula H, : p; =0 para la pendiente.

~0.861 <P, <3473, 0.232 <B, <1.350 y 1.532 <5° <6.12.

Y =-2.821 +8.104X; .
Y (xo17) = —2.821 +8.104(17) =134.947 ~135 se venderan aproximadamente

135 aparatos.
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Capitulo 3.
1.

a) Gréfico de los residuos

Variable dependiente: y

1.57
°
1.0 °
n
S 057 o °
2 0.0 ®
Q
@ -0.57 °
-1.0 [
-1.57] e
I I I I I
2 1 0 1 2
y estimado
2.
a) ¥=-9.112 +0.979x; .
c) 57.468 <E(y,|Xx,=162)<67.503, 46.330 <y, | X, =162 <78.64
Capitulo 4.
1.

a) y=-22.993 +1.396 X, +0.218x;.

b) r =0.671,r =0.818, r

YX10Xp T TYXeXg

=-0.293.

Xpxey =

c) R?=0.873.

d) ¥ xoas, x,-250) = —22.993 +1.396 (45) + 0.218 (250) = 94.327

e) Se rechaza la hipotesis nula para las pruebas individual y global de los
coeficientes de regresion 1 y Po.

f) —64.995 <B, <19.009, 0.018 <B, <2.773, 0.08L <P, <0.354 .



f)
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y =12.685 +0.196 X, +0.728X ;.
R? =0.631.

R%=0.558.

Y (x,145 x,145 = 12.685 +0.196 (145) +0.728 (145) = 146 .665 .

Se acepta la hipétesis nula para la prueba individual y se rechaza la hipétesis nula
para la prueba global de los coeficientes de regresion para o = 0.05.

—61.245 <B,<86.615, —0.897 <pB, <1.288, —0.372 <p, <1.827 .

Y =6.900 —0.511x; +1.214 X, .
R? =0.99 .

R? =0.9%
Se rechaza la hipétesis nula para la prueba individual y global de los coeficientes

(B1y P2) de regresion para o = 0.05.

y =0.580 +2.712Xy; + 2.050 X ,; .

R? =1.00.

R%=1.00.

Se rechaza la hipotesis nula individual y global de los coeficientes de regresion

B1Yy P2 paraa =0.05.
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~0.855 <P, <2.015, 2.234 <P, <3.190, 1.936 <P, <2.163 .

y = —16.365 +1.109X,; +0.045X; .

R?=0.732.

Y (xo72, x,17) = —16.365 +1.100(72) +0.045 (17) = 64.248

y = 0.987 +0.940X,; —0.009X.; .

R? =0.968 .

y = 44.100 +0.983x,; —1.287 X ;.
R? =0.971.

R* =0.962 .
Se rechaza la hipdtesis nula individual y global de los coeficientes de regresion
B1Yy P2 paraa =0.05.

26.781 <, <61.419, 0.680 <B, <1.286, —2.086 <P, <—-0.488 .
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8.
a)
L
o,
a
b,
> by,
a
4,
20,
iy ap0
W0
" m;m 3
La | %2
b) y=1.849 —0.177 x,; +1.691x.,.
c) R?=0.769.
d) R®=0.538.
e) Se acepta la hipétesis nula individual y global de los coeficientes de regresion B,
y B2 para o = 0.05.
f) —35.549 <B,<39.246, -3.111 <B, <2.757, —4.870 <p, <8.252 .
9) Vix1z x,-2) =1.849 —0.177 (12) +1.691(2) = 3.107 .
Capitulo 5.
1.

a) y=6.900 —0.511x, +1.214X,;.

b) R?=0.99.
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d)

47

Se rechaza la hipétesis nula para la prueba individual y global de los coeficientes
(B1y P2) de regresion para o = 0.05.

5.957 <P, <7842, -0.576 <P, <-0.447,1.121 <B, <1.308 .

§ = 44.100 +0.983x,; —1.287 X ;.

R?=00971.
Se rechaza la hipdtesis nula individual y global de los coeficientes de regresion
B1Yy P2 paraa =0.05.

26.781 <, <61.419, 0.680 <B, <1.286, —2.086 <P, <—-0.488 .

y =—117.121 + 0.410X,; + 21.325X; + 7.060 X 5, .

No se rechaza la hipotesis nula individual y global de los coeficientes de
regresion By, B2 y Pz para o = 0.05.

—-1289.826 <B, <1055.584, -0.009 <P, <0.829, -77.124 <pB, <119.774,

—45.147 <P, <59.267 .

§ =60.014 +0.240 X, +10.718 X, — 0.751X 5 .

R =0.845.
No se rechaza la hipotesis nula individual y se rechaza la hipotesis global de los

coeficientes de regresion B, B2 y Bz para o = 0.05.
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Capitulo 6.

1.
a)
b)
c)

d)

f)

b)

y = —43.593 +0.620X; +2.502D; .

No se rechaza la hipotesis nula para el coeficiente de regresion ..

—2.078<B, <7.262.

y =33.619 —0.046x, —0.517D; .
y =42.920 —0.117 x; —13.483D; +0.082x; D,

Se rechaza la hipdtesis nula individual y global de los coeficientes de regresion
estimados en el modelo del literal b) para un o = 0.05.

37.312 < B, <48.527, —-0.157 <B, <-0.076, —21.363 <B, <-5.603,

0.038 <B,<0.125.

y = 6597 .974 + 0.041x;.
El coeficiente de ventas de la regresion estimada en a) es 0.041 y el de la
regresion estimada en la ecuacion 6.25 es de 0.036 se puede decir que son

estadisticamente iguales.

4. y=-52.150 +0.223X, +645.950 (x; — X ")D,
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Capitulo 7.

1.
a) y=1.633-1.232x; +1.495x?.

b) Se rechaza la hipdtesis nula de la prueba de significancia global de los
coeficientes de regresion.
c) Se rechaza la hipotesis nula Ho: B, = 0 con la suma extra de cuadrados y por

medio de la prueba t.

a) y=141.612 —0.282x; +0x?.

b) Se rechaza la hipotesis nula de la prueba de significancia global de los
coeficientes de regresion.
c) Se rechaza la hipo6tesis nula Ho: B2 = 0 con la suma extra de cuadrados y por

medio de la prueba t.

3. y=05+0.375%;, R? =0.75, el nimero de clasificaciones correctas es cinco.

a) y=-0.946 +0.102x;. Los coeficientes de regresion son significativos con un

nivel de significancia del 5%.

a) y=-126.505 +0.176 x;; —1.563X,; +1.575X4; +1.629X ;.

b) R2=0.842, R*=0.779 .
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c) Se rechaza la hipdtesis nula de los coeficientes de regresion individual B1, B3

y Ba. y Se acepta para ;.
6. Este caso no se pueden estimar los coeficientes de regresion porque existe perfecta

colinealidad ya que la variable x3 puede ser formada como una combinacion lineal

de la variable x, en la forma x; = 2x, —1.

1.
a) y=0.89+0.237x;.
b) R?=0.0.93, t(B,)=4.356, t(B,) =15.897 y F = 252.722.
c) En la figura siguiente se presenta el diagrama de dispersion de los residuos en el
que se puede observar que existe heteroscedasticidad entre los residuos.
Gréfico de dispersion
o
[ J [
'8 17 [ [ J [
@© [ J
= o o
= 3 .
o . J o
S5 -17]
©
% .
o 27 °
-3
T T T T T T T
-1.5 -1.0 -0.5 0.0 0.5 1.0 15
Valor pronosticado tipificado
8.

a) y=-1.165+0.294 ;.

b) El siguiente diagrama de dispersion de los residuos contra el tiempo muestra que

hay autocorrelacion entre los residuos pero en menor grado.
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0.02000 =

0.00000 = R 4

v ¥
¥ vy
-0.02000 = [

Unstandardized Residual

7

4.00 8.00 12.00 16.00

c) d=0.736.
d) Dado que d =0.736 es menor que d, = 1.16. Se rechaza la hip6tesis nula.

&) p- n(l-d/2)+k*> (18)*(1-0.736/2) +(4)* _ 220.768
n? —k? (18%) - (2)* 320

=0.6899

Capitulo 8.
1. Meétodo de seleccion hacia adelante: § = —6.336 +0.337 x;.
Meétodo de eliminacion hacia atras: y = —6.336 + 0.337 x;.
Método de regresion paso a paso: y = —6.336 + 0.337 ;.
2. MEétodo de seleccion hacia adelante: y =13.321 +3.324x, .
Meétodo de eliminacion hacia atras: y =10.044 + 2.713x, +6.163X,, .

Método de regresion paso a paso: ¥ =13.321 +3.324x, .
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